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1. INTRODUCERE

1.1. De ce acest manual?

In acest sub-capitol ne propunem sa raspundem la patru intrebari cu privire
la alegerile facute in cadrul manualului. De la general la particular, intrebarile
sunt:

(1) De ce ,,Data Mining”?

(2) De ce ,,O analiza a datelor bazatd pe proces”?
(3) De ce ,Pregatirea datelor”?

(4) De ce ,RapidMiner Studio”?

Inainte de a rispunde pe rand la fiecare dintre aceste intrebéri, vom descrie
pe scurt pasii unui proiect de data mining. Scopul este de a contextualiza
locul manualului si mai ales locul acestui volum in contextul mai general al
unui proiect de data mining.

Pasii unui proiect de data mining: modelul CRISP-DM

Daca dorim ca proiectele noastre de analiza sa produca o diferentd, este
necesar sa intelegem rolul lor intr-un context mai general definit de
paradigma CRISP-DM (Cross-Industry Standard Process for Data Mining).
Conform acesteia, orice proiect de data mining parcurge urmatorii sase pasi
(Figura 1.1-1):2

2 O serie de alti autori folosesc acest model pentru a structura discutia cu privire la realizarea
unui proiect de data mining (Chisholm, 2013; North, 2018).
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(1) intelegerea problemei si/sau oportunitatii (de afacere, interventie etc.)
(business understanding); in aceastd faza e foarte important sa ne
familiarizdm cu problema / oportunitatea si sa avem o reprezentare
clara cu privire la rezultatele asteptate;

(2) familiarizarea cu si intelegerea datelor disponibile, respectiv
identificarea surselor utile de date si/sau producerea unor date (data
understanding);

(3) pregatirea datelor pentru analizd (data preparation); aici intra
activitati precum curatarea datelor, transformarea acestora, analize
simple etc.;

(4) analiza / modelarea datelor, realizarea modelului / modelelor
(modeling);

(5) evaluarea modelului/ modelelor, si, daca sunt mai multe, compararea
acestora, respectiv combinarea lor (evaluation); important, trebuie sa
verificdim dacd analiza (rezultatele acesteia) raspunde nevoilor de
beneficiarilor proiectului de data mining;

(6) implementarea modelului / modelelor (deployment), punerea
acestora in productie (multe dintre modelele produse nu ajung in

aceasta faza?3).

Niciunul dintre pasii prezentati nu poate fi realizat corect daca pasii
anteriori nu au fost implementati cat mai bine posibil. De exemplu, daca
nu avem o intelegere deplind a problemei / oportunitatii, nu vom putea sa
identificdim datele necesare, sa le pregatim pentru analizd, respectiv

analizam.

3 Un exemplu celebru in acest sens este Netflix Prize. Compania Netflix a lansat in 2006 o
competitie deschisa cu scopul de a imbunatati algoritmul de predictie a evaludrilor filmelor
de céatre utilizatori. Algoritmul trebuia sd se bazeze doar pe evaludrile anterioare (nu putea
sa foloseasca informatii despre utilizatori sau filme). Premiul cel mare (1 milion $) a fost
castigat in 2009 de echipa “BellKor's Pragmatic Chaos”. Algoritmul castigator a fost
semnificativ mai bun comparativ cu algoritmul Netflix (calitatea predictiei, masurata ca
RMSE - root mean square error, a fost cu 10.09% mai mare, adica RMSE a scazut de la 0.9525
la 0.8567). Cu toate acestea, algoritmul castigdtor nu a fost pus niciodatd in productie.
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Figura 1.1-1. Cele sase faze ale CRISP-DM

The SIX phases Of 1. BUSINESS UNDERSTANDING
In the first stage of CRISP-DM, you work
c RI S P- D M through what the project looks like, and what

the business expectations for the project are.

6. DEPLOYMENT
Finally, you need to deploy the model

that you've developed to ensure
that it can have a positive impact
on your business. It might seem
like a no-brainer to deploy a model

Next, the data that are available for
analysis are examined in light of the
business objects that were decided onin

the first phase.
once it's created, but fully half of

completed models never make it into
production, contributing significantly
to the Model Impact Epidemic.
Once you have an understanding of the

data that's available, the next step is
5. EVALUATION

Once you're happy with the model
that you've built, you need to

to clean, sort, and process said data to
make it useable for your purposes. This
phase often takes the greatest amount of

evaluate whether or not it effectively e R

addresses the business criteria laid

out in the first phase. i )
Then, you iterate through various

versions of a model, using the prepared
data from phase 3.

Sursa: Schmitz, Martin. A Human's Guide to Machine Learning Projects. RapidMiner Withepaper
(https:/lrapidminer.com/resource/humans-guide-machine-learning-projects/)

Primul volum al acestui manual trateaza pasul 3, pregatirea datelor pentru
analizd, iar urmadtoarele volume vor trata pasii 4-6 (modelare, evaluare,
implementare).

De ce ,,Data Mining”?

Data mining este o disciplind compozita in sensul cd are la baza sau
reprezintd o combinatie de discipline precum: matematica, statistica,
informatica, Invdtarea automata (machine learning), recunoasterea
paternurilor, cdutarea si extragerea informatiilor (information retrieval),
inteligenta artificiald si managementul bazelor de date (Kotu & Deshpande,
2015, p. xvi; North, 2018; Roiger, 2017, p. 5).

Data mining este probabil unul dintre conceptele in cazul cdrora numarul de
definitii aproape il egaleaza pe acela al cartilor care discutd despre acest
subiect. La inceputuri a fost folosit intersanjabil cu conceptul , knowledge
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discovery in databases” (KDD). Potrivit acestor concepte, cunoasterea poate
fi obtinuta prin extragerea ei din date (Roiger, 2017, p. 5). Adesea, conceptul
de data mining a avut o conotatie negativd, fiind asociat cu practicile de
interogare extrema si neghidata teoretic a datelor cu scopul de a le face sa
,madrturiseasca” ceva, orice (oarecum similar cu ,data snooping”) (Bunge &
Judson, 2005). Majoritatea definitiilor pun accentul pe acest proces de
extragere (automatd) a informatiilor, cunoasterii dintr-un volum mare de

date, de unde si denumirea initiald de , knowledge discovery in databases”:

,Data mining refers to a set of approaches and techniques that permit ‘nuggets’
of valuable information to be extracted from wvast and loosely structured
multiple data bases.” (Olkin & Sampson, 2001).

DM takes a relative mountain of information (data) and attempts to extract a
few gems or nuggets of knowledge” (Tretter, 2003).

,... there is a large quantity, a mountain, of data, and this mountain is mined
for nuggets of valuable information” (Bunge & Judson, 2005).

»Data mining is the extraction of implicit, previously unknown, and
potentially useful information from data” (Hofmann & Klinkenberg, 2016,
p- Xxiv).

,, We define data mining as the process of finding interesting structure in data”
(Roiger, 2017, p. 5). ,Structure” poate lua diferite forme precum: set de reguli,
grafic, retea, arbore decizional, una sau mai multe ecuatii.

. The science that analyze crude data to extract useful knowledge (patterns)
from them. ... can also include data collection, organization, pre-processing,
transformation, modeling and interpretation” (Moreira et al., 2019). (Definitia
este pentru conceptul de data analytics. Insd, dupd cum se observi, este foarte
similard cu definitiile conceptului de data mining.)

Unele definitii merg dincolo de identificarea paternurilor, relatiilor si adauga

nevoia de a transforma informatia rezultata in cunoastere:

, Data mining is the name given to a variety of computer-intensive techniques
for discovering structure and for analyzing patterns in data. (...) finding
structures in the data (...) turning data into information” (Attewell &
Monaghan, 2015, p. 3).

, Data mining helps to discover underlying structures in the data, to turn data
into information, and information into knowledge” (Hofmann & Klinkenberg,
2016, p. xxiv).

Alte definitii specificd tipul de analize (corelatii, anomalii, paternuri) si
scopul general al acestora (obtinerea unor predictii):
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,Data mining is the process of finding anomalies, patterns and correlations
within large data sets to predict outcomes” (SAS*)

,Using those patterns, data mining can create predictive models, or classify
things, or identify different groups or clusters of cases within data” (Attewell
& Monaghan, 2015, p. 3).

,The use of machine-learning algorithms to find patterns of relationship
between data elements in large, noisy, and messy data sets, which can lead to
actions to increase benefit in some form (diagnosis, profit, detection etc.)”
(Nisbet et al., 2018, p. 22).

Rezultatul direct al unei analize de data mining ia forma unui model al
datelor. Scopul ultim este de a folosi acest model in cazul unor situatii noi, de
acelasi tip, cel mai adesea pentru a clasifica sau prezice noile cazuri / instante

/ observatii.

Data mining reprezinta o varietate de proceduri de analiza a datelor (Bunge
& Judson, 2005), o clasa de tehnici (Kotu & Deshpande, 2015, p. xvi), o
varietate de metode si tehnici folosite pentru a analiza date cu scopul de a
raspunde unor nevoi organizationale. Toate aceste tehnici au in comun
invatarea bazata pe inductie, adica, pornind de la o regula observata pe un
set de cazuri se trece la validarea si generalizarea acesteia (Roiger, 2017, p. 5).

Activitatile de data mining pot fi grupate in doud categorii majore: pre-
procesarea datelor si post-procesarea datelor. Fiecare dintre acestea include
o serie de sub-activitati:

- pre-procesarea datelor (discutata in primul volum al acestui manual):

o accesarea si preluarea datelor: identificarea datelor utile, realizarea
conexiunilor necesare, importarea datelor, unirea datelor;

o explorarea datelor: statistici si vizualizari la nivel univariat si
bivariat;

o curatarea datelor: identificarea erorilor de preluare si introducere
a datelor, eliminarea cazurilor duplicate, anonimizarea datelor;

o transformarea datelor — relativ la cazuri: tratarea datelor lipsd,
identificarea si tratarea outlierilor (cazurile neobisnuite), selectarea

si esantionarea cazurilor, respectiv generarea unor cazuri noi;

4 https://www.sas.com/en_au/insights/analytics/data-mining.html
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o transformarea datelor - relativ la atribute: transformarea
atributelor (recodare, normalizare, aplicarea unei functii),
generarea unor atribute noi, selectarea atributelor (feature
selection), reducerea datelor (feature extraction); toate aceste
activitdti sunt realizate in directd relatie cu scopul si specificul
analizei; o parte dintre activitatile incluse in aceasta sub-etapa
sunt realizate uneori (si) in faza de post-procesare a datelor;

- post-procesarea datelor (discutate in volumele urmatoare):

o analiza descriptiva: statistici si vizualizari la nivel univariat si
bivariat;

o analiza predictiva: antrenarea / instruirea (training), validarea,
testarea, implementarea si monitorizarea performantei unui
model;

o analiza prescriptiva: utilizarea unui model de predictie cu scopul
de a identifica cdile prin care realitatea viitoare posibild poate fi
modificatd Intr-un sens dorit.

Statisticd vs. Data Mining

Probabil principala diferentd generala dintre cele doua concepte, si totodata
cea mai vizibild, consta in faptul cd tehnicile de data mining sunt mai
potrivite pentru analiza datelor mari (Big Data). O comparatie intre statistica
si data mining, In baza unor criterii relevante (obiectiv, testarea semnificatiei,

esantionare, relatii non-liniare, interactiuni), este prezentata in Tabelul 1.1-1.

Spre deosebire de statisticd, tehnicile de data mining permit, cel putin partial,
automatizarea etapelor de analiza care altfel ar necesita mult mai mult timp,
precum (Attewell & Monaghan, 2015, p. 5):

- identificarea celor mai importanti predictori dintr-un numar mare de
predictori potentiali,

- transformarea distributiei statistice a unor predictori,

- detectarea interactiunilor complexe dintre predictori,

- descoperirea tipurilor de heterogenitate asociate predictorilor,

- compararea mai multor alternative,

- identificarea paternurilor,
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- compararea si validarea modelelor,

- combinarea modelelor pentru a maximiza acuratetea predictiei.

Tabelul 1.1-1. O comparatie intre statisticd si data mining

Problema Statistica Data mining
Puterea Predictia nu este elementul central. Scopul analizei este adesea predictia.
predictiva Se accepta valori mici ale lui R2 Se doresc valori mari ale lui R%

Testele de semni-
ficatie

Reprezintd baza pentru genera-
lizabilitate.

Au o importanta criticd pentru
evaluarea ipotezelor si interpreta-
rea mecanismelor.

Unele practici de testare sunt pro-
blematice (testarea multipla & si-
multana a semnificatiei; p-hacking).
Heteroscedasticitatea
uneori o problema.

reprezinta

Generalizabilitatea se obtine
ajutorul validarii Incrucisate (cross-
validation:
rezultatelor la nivelul mai multor sub-
esantioane).

Unele tehnici sunt de tip ,cutie-
neagra”
interpretabili).

Poate elimina / reduce,

cu

testeaza stabilitatea

(hu au parametri interni

respectiv
,pacali” heteroscedasticitatea; multe
dintre tehnicile folosite sunt non-
parametrice.

Esantionarea

Testele de semnificatie sunt legate
de asumptiile esantionarii.

Toate esantioanele sunt aleatoare
(simple sau complexe).

Foloseste  validarea
bootstrap, teste de permutare.
Esantioanele de

acceptate.

incrucisata,

convenienta sunt

Relatiile non-
liniare intre X si Y

Adesea, netestate sau ignorate.

Identificarea partial automatizatd a
relatiilor non-liniare.

Interactiunile
dintre predictori

Adesea, netestate sau ignorate.
Intereseaza efectele principale.

Identificarea partial automatizata a
efectelor de interactiune si a celor

eterogene.

Sursa: (Attewell & Monaghan, 2015, p. 27)

De ce ,,O analiza a datelor bazata pe proces”?

Analiza datelor sau, mai general, stiinta datelor (data science), poate fi
realizatd In moduri destul de diferite. La o extremd, avem o abordare bazata
pe codare / programare (code-based), iar la cealaltd extrema o abordare
bazata pe contactul direct si continuu cu datele (data-centric). Abordarea
dominantd pare sa fie cea bazatad pe codare (Python, de exemplu), in principal
datoritd faptul ca este extrem de puternica, flexibila si usor de refolosit. Pe de
altd parte, este dificil de invatat. Abordarea de tip data-centric (Excel)
porneste de la datele analizate: ne uitdm la date, le modificam si le editam.
Simplu spus, lucram direct si constant cu datele, ceea ce este extrem de
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intuitiv pentru ca observam rapid care este impactul fiecdrei schimbari.
Aceasta abordare este ,ascunsa” (nu stim cum anume au fost modificate
datele, realizate analizele) si, de aici, dificil de reluat si reutilizat.

Pornind de la cateva dimensiuni pe care le apreciem ca relevante (de
exemplu, capacitatea de a rezolva probleme diverse si complicate, rapiditatea
si reproductibilitatea analizelor etc.), putem identifica o serie de avantaje si
limite relativ la fiecare dintre cele doua abordari (Tabelul 1.1-2). Preferam una
sau alta dintre abordari in functie de obiectivele de cunoastere, domeniul de
activitate, nevoile de analiza, nevoile practice, experienta, comoditate si/sau
obisnuinta.

Tabelul 1.1-2. Abordidri posibile relativ la analiza / stiinta datelor

Tip abordare Cod / programare Proces Date
(data science approach) (code-based) (process-based) (data-centric)
Probleme diverse ++ +++ +
Probleme simple + o+ F+
Probleme complexe ++ -+ +
Rapiditate ++ 4+ +
Eficienta ++ T+ i
Flexibilitate +++ -+ +
Repetabilitate +H+ +++ +
Reproductibilitate +H+ +H+ +
Transferabilitate ++ -+ +
Intuitivitate + ++ T+
Dificultate + ++ Tt
Durata invatare + ++ T
Numar specialisti + + -+
Softuri (exemple) R, Python, RapidMiner, SPSS, Excel
JavaScript, Julia Knime, SPSS Stata

SAS —  Modeler, Weka

Printr-o simpld schimbare de logica (Gif 1.1-1), softul de data mining
RapidMiner Studio, aldturi de alte softuri cu o filosofie similard, combina
avantajele oferite de cele doud abordari ,extreme”, code-based si data-

centric, si propune o perspectiva noud, bazatd pe proces. Simplu spus,
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RapidMiner Studio ofera posibilitatea de a face lucruri foarte complicate intr-
o manierd simpla, usor repetabild, fard nevoia de programare / codare (desi
acest lucru este posibil), utilizatorul fiind in acelasi timp foarte aproape de
date (putem observa relativ repede care este impactul comenzilor asupra
datelor).

Gif 1.1-1. Analiza datelor in viziunea RapidMiner (process-based data science)

How can we get the ease of working in data -
while keeping the advantages?

Process Data

= B

Sursa: Ingo Mierswa. 2018. Data Preparation: Time consuming and tedious?
(https://rapidminer.com/blog/data-prep-time-consuming-tedious/)

Prin modulele Turbo Prep, Auto Model si Deployment, RapidMiner Studio
merge si mai mult In aceastd directie de democratizare a lucrului cu datele in
conditiile pastrarii tuturor celorlalte avantaje. Turbo Prep este prezentat in
ultimul capitol al acestui volum, celelalte module urmand sa fie discutate in
volumul II.

In concluzie, abordarea bazati pe proces este de preferat deoarece permite
utilizarea ambelor cai (code-based, data-centric), este mai eficienta (reduce
timpul necesar pentru realizarea unei analize, mai ales relativ la etapa de
pregatire a datelor) si mai usor de invatat, de aici si mai ieftind de
implementat. In aceastd noud logica, nu este nevoie ca analistul sa scrie cod
pentru a fi un bun analist, respectiv pentru a construi un model util. Din
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perspectiva recrutdrii resurselor, nu mai este nevoie sa depunem eforturi

supra-umane pentru a cauta ,,unicorni”5, a-i recruta si apoi supra-plati.

De ce ,,RapidMiner Studio”?

In societatea actuald tot mai multe date sunt produse si stocate. Companiile
si institutiile resimt tot mai acut nevoia de a analiza acestea date si a lua
decizii informat. Pentru a realiza aceasta tranzitie e nevoie de tot mai multi
analisti de date (data scientist). In prezent, cererea pentru astfel de expertiza
depdseste mult oferta. In acest context, misiunea asumati a companiei
RapidMiner si a fondatorului acesteia, Ingo Mierswa, este de a facilita accesul

tuturor celor interesati la analizele de tip data mining;:

. We want to empower anybody to do super-innovative analytics.”®

RapidMiner Studio si softurile conexe (RapidMiner Al Hub, RapidMiner
Radoop) au fost construite cu acest scop in minte. Aceste softuri reprezinta
un tot unitar care permite tuturor celor interesati, mai mult sau mai putin
specializati, sa realizeze usor si rapid o analiza de tip data mining.
RapidMiner Studio are o interfatd graficd (GUI) cu ajutorul cdreia intreg
procesul de data mining poate fi definit interactiv, simplu, doar prin
realizarea unor serii de operatii de tip drag&drop, adica prin selectarea si
conectarea unor operatori / comenzi predefinite. Niciunul dintre pasi nu
necesitatd cunoasterea unor elemente de programare, desi, cei care doresc pot
face acest lucru. Simplu spus, RapidMiner Studio oferd posibilitatea de a
utiliza in paralel cele doud abordari (code-based and code-free / procesed-
based). Mai mult, dacd dorim, etapele de pregatire a datelor si de modelare
pot fi realizate automatizat (in cea mai mare parte).

5 Tn acest context folosim termenul de unicorn pentru a ne referi la o persoana care stapaneste
simultan o serie de domenii de specialitate, adesea foarte diferite intre ele, precum diferite
limbaje de programare, baze de date, matematica si statisticd avansate, softuri de prezentare
si vizualizare a datelor etc. Am preluat metafora de la Ingo Mierswa (https://rapidminer.com/
blog/what-is-data-science/). Cerintele mentionate in anunturile de angajare sunt o dovada
clara a faptului cd multe companii cauta astfel de angajati.

¢ Sau, spus in alte forme, “empower nonexperts to get to the same findings as data scientists”
sau “democratization of advanced analytics”. Mierswa, Ingo. 2015. The RapidMiner
Philosophy. (https://rapidminer.com/blog/rapidminer-philosophyy/).
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Softul RapidMiner Studio are doud versiuni principale, Free si Enterprise.
Ambele pot fi descarcat pentru platforma preferatd de la adresa
https://rapidminer.com/. Varianta ,free” are aceleasi functionalitdti, dar setul
de date analizat este limitat la cel mult 10.000 de cazuri.” Pentru cele mai
multe proiecte mici (personale sau institutionale) aceastd constrangere nu
pune probleme. Pentru mediul academic exista posibilitatea obtinerii unei
licente educationale (trebuie reinnoitd in fiecare an). Aceasta permite lucrul

cu seturi de date care au un numar nelimitat de cazuri.

Indiferent de varianta, RapidMiner Studio este un soft extrem de intuitiv si
usor de utilizat, fiind astfel potrivit pentru toti cei mai putin orientati spre
programare si comenzi bazate pe sintaxe. ,Sintaxa vizuald” propusa
reprezintd o solutie care faciliteaza invatarea si Intelegerea. La putin timp
dupd contactul cu softul, aproape oricine poate realiza o analizd simpla
alegand operatorii necesari si conectandu-i intre ei intr-o succesiune logica.
Acolo unde e cazul, preferintele relativ la fiecare operator pot fi alese rapid,
utilizatorul avand posibilitatea sa foloseasca setdrile implicite sau pe cele
preferate de majoritatea celorlalti utilizatori. Mai mult, exemplele tipice de
analiza oferite de soft pot fi usor adaptate pentru a raspunde propriilor nevoi

si intrebari de cercetare.

Toate proiectele realizate in RapidMiner Studio pot fi salvate, asigurandu-se
astfel reproductibilitatea, reutilizarea si auditul lor. In acest context, foarte
important, RapidMiner Studio asigura compatibilitatea Intre versiuni.
Simplu spus, procesele (operatorii) care au functionat intr-o versiune
anterioara vor functiona si in versiunile ulterioare chiar daca unii operatori
au suferit schimbari intre timp (denumire, optiuni).

In acelasi timp, RapidMiner Studio este un soft profesionist, destinat si
utilizatorilor experimentati. Acestia pot analiza date structurate si
nestructurate, respectiv date de tip numeric, text si imagine. Diversitatea si
numadrul de modele ce pot fi rulate sunt impresionante, acoperind practic
toate nevoile. Utilizatorii au posibilitatea sa automatizeze toti pasii unui

7 Alte diferente vizeaza numarul de procesoare (putem folosi doar un procesor in varianta
Free), respectiv optiunile suplimentare Turbo Prep, Auto Model, Models Ops (Deployment),
executarea unui proces in background (nu sunt disponibile in varianta Free).
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proiect de data mining, de la pregdtirea datelor, la construirea si testarea
modelelor, respectiv la punerea lor in productie. Utilizatorii pot interactiona
cu si rula comenzi scrise in alte programe / limbaje (Python, R, SQL). Solutiile
conexe oferite, RapidMiner Go, RapidMiner Notebooks, RapidMiner AI Hub,
RapidMiner Radoop fac posibila implementarea unor proiecte de data
mining la cele mai inalte standarde de calitate si eficientd. Pe scurt,
ecosistemul RapidMiner este unul complex, indiferent de nivelul de interes,
puternic integrat cu alte platforme:®

- Integrarea datelor (Data pipeline): RapidMiner poate prelua date de
diferite tipuri, dintr-o multime de surse: Hadoop/Spark, Excel, fisiere,
documente, social media, emailuri, baze de date, servicii cloud, Web,
HDFS si Hive, diferite softuri dedicate gestionarii, analizei si
prezentdrii datelor (Tableau, Qlik, PowerBI, Grafana);

- Implementarea modelelor (Deployment): modelele RapidMiner pot fi
rulate (implementate) folosind diferite solutii: Docker si Kubernetes,
platforme cloud (AWS Azure, Google Cloud, Microsoft Azure) sau
sisteme de operare (Mac, Linux, Windows);

- Invitare automati (Machine Learning): RapidMiner permite
integrarea cu diferite limbaje de programare, librarii de invatare
automatd si ,deep learning”: Python, R, Java, Groovy, PySpark,
SparkR, SQL Scripting, H20, Deep Learning (Keras) — DL4J, Weka,
Keras, Tensorflow, Theano, Microsoft CNTK, NVIDIA CUDA.

Platforma RapidMiner este una completd, in sensul cd acopera toti pasii unui
proiect de , Data Science”:

- Pregatirea datelor (Data engineering): actiuni precum conectarea,
achizitia, explorarea, pregatirea datelor sunt realizate simplu, cu un
efort cat mai redus;

- Construirea modelului (Model building): se poate realiza simplu, in
diferite moduri (automat, vizual, cod), indiferent de nivelul de

specializare;

8 https://rapidminer.com/platform/integrations/
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- Lucrul cu modele (Model ops): permite o serie de actiuni relativ la
modele precum implementare, evaluare, comparare, monitorizare,
management, Inlocuire;

- Construirea unor aplicatii inteligente (AI app building): cu ajutorul
aplicatiilor inteligente, modelele si rezultatele acestora devin usor
accesibile factorilor de decizie, nefiind nevoie ca acestia sa fie specialisti
in analiza si programare;

- Colaborare & Guvernare (Collaboration & Governance): faciliteaza
comunicarea deschisd, lucrul in echipa, reutilizarea proiectelor
anterioare;

- Incredere & Transparenti (Trust & Transparency): faciliteazi
intelegerea modulului in care functioneazd un model, cum produce
predictiile (explainable Al), respectiv anticipeaza beneficiile care vor fi
cel mai probabil obtinute in urma aplicdrii unui model.

De ce ,Pregatirea datelor”?

Cea mai mare parte a timpului necesar pentru realizarea unui proiect de data
mining este In fapt destinat pregatirii datelor pentru analiza (Figura 1.1-2).
Aproximativ 80% din timpul total este alocat pentru realizarea unor activitati
precum importarea, curdtarea, vizualizarea, restructurarea si sumarizarea
datelor (Chisholm, 2013, p. 1). Construirea si testarea unui model, evaluarea
si vizualizarea rezultatelor necesitd cel mai adesea o perioadd de timp
semnificativ mai redusa in comparatie cu pre-procesarea datelor (Hofmann
& Klinkenberg, 2016, p. xx).

Figura 1.1-2. Pregitirea datelor pentru analizd: duratd mare, plicere redusd

What data scientists spend the most time doing What's the least enjoyable part of data science?

© Building training sets: 3% ® Building training sets: 10%

® Cleaning and organizing data: 60% ® Cleaning and organizing data: 57%
@ Collecting data sets; 19% ® Collectingdata sets: 21%
Mining data for patterns: 9% Mining data for patterns: 3%
® Refining algorithms: 4% © Refining algorithms: 4%

® Other:5% ® Other: 5%

Sursa: Press, Gill. 2016. Cleaning Big Data: Most Time-Consuming, Least Enjoyable Data Science Task, Survey
Says. https://www.forbes.com/sites/gilpress/2016/03/23/data-preparation-most-time-consuming-least-enjoyable-
data-science-task-survey-says/?sh=540bab466f63
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Pe langad faptul cd pregatirea datelor consuma foarte mult timp, este
considerata a fi si etapa cea mai plictisitoare si, uneori, etapa cea mai putin
importantd. Prin urmare existd riscul ca pregdtirea datelor sa fie realizatd , in
fugd” si/sau atribuita catre persoane mai putin calificate. Lucrurile nu ar
trebui sd stea deloc asa, pregatirea bazei reprezentand fundamentul pe care
urmeazd sa fie construiti pasii urmatori. Fara date de calitate, analizele
realizate pot fi lipsite de utilitate, respectiv pot directiona gresit resursele
institutionale. Un model de data mining construit pe date gresite va produce
predictii gresite, respectiv va duce la concluzii si decizii gresite. Pe scurt, in
loc sd ajute la economisirea resurselor, utilizarea unui model gresit va creste
costurile (bani, timp, resurse umane).

1.2. Data Mining si ,rudele” sale

Comparativ cu alte domenii de studiu, domeniul stocarii, analizei si utilizarii
datelor este unul in care se intersecteaza relativ mai multe discipline si traditii
de cercetare. Firesc, specialistii care lucreaza in aceasta zond provin din
discipline destul de diferite. Comparativ cu alte domenii, acesta este unul
relativ nou. Toti acesti factori determina o oarecare imaturitate conceptuald a
domeniului, probabil chiar o, jungld conceptuald”. Sunt utilizate foarte multe
concepte, uneori acelasi concept este folosit cu sensuri diferite, alteori doua
concepte sunt folosite intersanjabil desi sunt distincte (Kotu & Deshpande,
2019, p. 2). Sectiunea de fata isi propune sa prezinte pe scurt principalele
concepte utilizate in acest domeniu alaturi de relatiile dintre ele (in principal
relatia cu conceptul data mining). Pentru aceasta, vom folosi si cateva

diagrame conceptuale sugestive.

Big Data

Recunoscand caracterul imprecis al conceptului de Big Data, uneori acesta
este definit in literatura de specialitate atat de larg Incat include toate

activitatile realizate in relatie cu datele:
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, The term 'Big Data’ is an imprecise description of a rich and complicated set
of characteristics, practices, techniques, ethical issues, and outcomes all
associated with data” (Japec et al., 2015, p. 5).

Chiar daca aceasta definitie pare sa fie preferata de unii autori (Foster et al.,
2021, p. 3), consideram ca este incorecta pentru simplul motiv ca prezinta
suprapuneri mari cu definitiile altor concepte. Alteori, conceptul de Big Data
este definit prin referire la procesul de colectare si analiza a datelor cu scopul
de fundamenta luarea deciziilor:

., Big data refers to the collection, analysis, and use of massive amounts of digital
information for decision making and operational applications” (McNeely &
Schintler, 2022, p. 81).

In contextul acestui manual considerdm c& Big Data (date foarte mari, extrem
de voluminoase) se refera la datele care contin foarte multe informatii relativ
la foarte multe cazuri, uneori si relativ la foarte multe momente de timp.
Informatiile pot lua forme diferite, functie de tipul datelor: atribute / variabile
in cazul datelor structurate, respectiv cuvinte, imagini, sunete sau combinatii
ale acestora in cazul datelor nestructurate. Cel mai adesea, datele mari sunt
produse automat, cu ajutorul tehnologiei (senzori inclusi in diferite obiecte —
ceasuri si brdtari inteligente, camere de luat vederi etc. — programe de
monitorizare a traficului pe internet sau a utilizarii unor softuri etc.), fard o
implicare directd a factorului uman. Dincolo de acestea aspecte generale, e
necesar sa identificdim caracteristicile pe care datele trebuie sa le
indeplineasca pentru a intra in categoria Big Data.’

Traditional, se considera cda Big Data include datele care indeplinesc
urmatoarele trei conditii, respectiv au aceste caracteristici (Balusamy et al.,
2021; McNeely & Schintler, 2022; Moreira et al., 2019):

- Volum mare - adicd sunt prea mari pentru a fi stocate si analizate cu
ajutorul tehnologiilor conventionale, fiind nevoie de nevoie de tehnici
si instrumente noi precum MapReduce, Hadoop, Spark, Storm
(VOLUME);

° Pentru o scurtd prezentare in limba romand a conceptului de Big Data se poate vedea si
volumul “R cu aplicatii in statistica” (Dusa et al., 2015, pp. 191-193).
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- Varietate mare — sunt diverse relativ la diferite criterii; dupa gradul de
structurare pot fi structurate, semistructurate si nestructurate; dupa tip:
imagine, audio, video, text, numere; de asemenea, astfel de date provin
adesea dintr-un numar mare de surse (VARIETY);

- Velocitate mare — sunt produse si puse la dispozitie intr-un ritm foarte
alert, deci impun utilizarea unor solutii tehnice care sa raspunda

nevoilor de integrare si prelucrare rapida a acestor date (VELOCITY).

Alaturi de aceste caracteristici si/sau provocari, ulterior au fost addugate si
altele, precum (McNeely & Schintler, 2022, p. 80):

- Variabilitate — este reflectata in inconsistentele relativ la fluxurile de
date ce iInsotesc varietatea si complexitatea datelor mari
(VARIABILITY);

- Validitate si fidelitate — se refera la calitatea si integritatea datelor, la
gradul in care putem avea incredere in acestea; adesea, datele mari sunt
incomplete, redundante si distorsionate, deci trebuie sa acordam o
atentie speciald metodelor de verificare si validare a acestora
(VERACITY);

- Vulnerabilitate — se refera la provocdrile cu privire la securitatea
datelor, respectiv la nevoia de a asigura caracterul privat al acestora; in
acest context, o problema majord o reprezintd transferul, distributia si
inter-conectarea datelor (VULNERABILITY);

- Valoare - se refera la capacitatea datelor de a fi valoroase, respectiv la
capacitatea utilizatorilor de a extrage valoare din acestea (VALUE).

Problemele semnalate in relatie cu caracteristicile Big Data au in comun
faptul ca pot fi rezolvate cu ajutorul tehnologiei. Acesta este si motivul pentru
care In diferite reprezentari vizuale ale relatiilor dintre conceptele majore din
acest domeniu, conceptul de Big Data si tehnologia asociata gestionarii
acestor date mari apar la baza, semnaland rolul de fundament al acestora
pentru activitdtile de analiza, respectiv pentru aplicatiile practice (Figura
1.2-1, Figura 1.2-2). Simplu spus, Big Data colecteaza si gestioneaza date, Data
Science foloseste diferite abordari si tehnici pentru a analiza datele mari cu
scopul de a descoperi informatii noi si utile, iar AI materializeaza sub forma
de aplicatii practice toate aceste date si modelele asociate lor.
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Figura 1.2-1. Big Data, Artificial Intelligence si Data Science
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Vollmer, Marcell. 2020. How to make it simple to explain AL, ML,
DL together with Data Science, Data Analysis & Analytics and Data Mining?
(https:/lwww.linkedin.com/pulse/how-make-simple-explain-ai-ml-dl-together-data-science-vollmer)

Figura 1.2-2. Tipuri de date, infrastructurd de date si analiza datelor
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Sursa: RapidMiner. An Introduction to Advanced Analytics.
https://rapidminer.com/wp-content/uploads/2014/04/advanced-analytics-introduction.pdf
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Data Science

Relativ nou, conceptul de Data Science (stiinta datelor) este definit adesea
prin referire la domeniul larg al disciplinelor interesate de studiul datelor.
Simplu spus, Data Science nu este o stiinta in sensul strict al termenului ci o
disciplina care integreaza mai multe stiinte. O persoana care activeaza in
cadrul acestei discipline se numeste , data scientist”. E necesar ca o astfel de
persoand sa posede cunostinte din domenii multiple precum informatica,
matematicd, statisticd, stiinte sociale si, foarte important, domeniul de
specialitate pe care il analizeazad (cel la care se referd datele pe care le
analizeaza).

Activitatile si tehnologiile dezvoltate in cadrul disciplinelor grupate sub
umbrela Data Science au rolul de a rdspunde unei nevoi tot mai presante,
aceea de a cauta sensuri in muntii de date produsi de activitdtile umane, dar
nu numai. Printre disciplinele incluse sub aceasta umbreld sunt enumerate
adesea urmatoarele: data mining, machine learning, deep learning, artificial
intelligence. Uneori, conceptul de Data Science este restrans strict la zona de
analizd a datelor, deci excluzand sfera Al (Figura 1.2-1), incluzand aici
activitati precum stocarea si accesarea datelor mari, pregatirea datelor pentru
analizd, modelarea si prezentarea datelor. Mergand si mai mult in aceasta
directie, unii autori restrang conceptul de Data Science la aplicatiile din
domeniul economic ale acelorasi discipline, accentul fiind pus pe extragerea
valorii economice din date. In aceast’ viziune, Data Science si Data Mining
sunt oarecum echivalente (sau se suprapun in mare parte):

»Data science is the business application of machine learning, artificial
intelligence, and other quantitative fields like statistics, visualization, and
mathematics. It is an interdisciplinary field that extracts value from data.
In the context of how data science is used today, it relies heavily on machine
learning and is sometimes called data mining” (Kotu & Deshpande, 2019,
p. 4).

,Data science or data analytics is defined as the process of extracting
meaningful knowledge from data” (Roiger, 2017, p. 4).

Dintr-o perspectiva diferita (Figura 1.2-3), conceptul de Data Science se
intersecteazd cu cel de inteligenta artificiala, mai ales cu sub-domeniul

acesteia numit Machine Learning (Kotu & Deshpande, 2019, p. 3).
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Figura 1.2-3. Relatia dintre Al, Machine Learning si Data Science
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Sursa: (Kotu & Deshpande, 2019, p. 3)

In contextual acestui manual, folosim conceptul de Data Science intr-un sens
general, referindu-ne la orice activitate de analiza a datelor, incluzand aici
vizualizarea datelor, analiza statisticd, data mining, machine learning si
inteligenta artificiala.

Data Analytics

Diversi autori considera ca Data Science si Data Analytics sunt echivalente.
Diferenta apare relativ la tipurile de activitati care compun cele doua
concepte. Unii autori includ in acestea o serie larga de activitati precum
statisticd, data mining, machine learning si vizualizarea datelor:
... the term analytics is used to describe different techniques and methods that
extract new knowledge from data and communicate it. The term comprises

statistics, data mining, machine learning, operations research, data
visualization, and many other areas” (Pagans, 2015).

Alti autori includ doar partea de analiza a datelor, aceasta fiind echivalata cu
data mining (Roiger, 2017, p. 4), deci, in viziunea acestor, conceptele de data
science, data analytics si data mining sunt echivalente.
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Alti autori pun semnul de egalitate intre Data Analytics, mai exact Predictive
Analytics (analizd predictiva) si Data Mining (Nisbet et al., 2018, p. 23).
Conform acestei reprezentdri, Data Science este conceptul general care il
inglobeaza pe cel de Knowledge Discovery, acesta din urma incluzand
analizele de tip Data Mining / Predictive Analytics (Figura 1.2-4).

, Knowledge discovery: The entire process of data access, data exploration, data
preparation, modeling, model deployment, and model monitoring. This broad
process includes data mining activities” (Nisbet et al., 2018, p. 22).

Data science: The extension of knowledge discovery into data architecture of
analytic data marts on one hand and complex image, speech, and textual
analysis on the other hand with highly evolved machine-learning algorithms”
(Nisbet et al., 2018, p. 22).

Figura 1.2-4. Data science, knowledge discovery si predictive analytics

Deep learning applications

Data sccrin/
Data uisualizaly

Model evaluation
Model building

Data conditioning

Data preparation Predictive analytics

Selection and sampling

Data sourcing Knowledge discovery in databases

Data mart design

Data science

Sursa: (Nisbet et al., 2018, p. 23)

Machine Learning si Deep Learning

Machine Learning (invatarea automata) se refera la algoritmii (learners) care
au capacitatea de invata din date (Kotu & Deshpande, 2019, p. 3). Rezultatul
invatarii este exprimat sub forma unui set de reguli formulate matematic
si/sau logic (if-then). Privit din aceastd perspectivd, conceptul de Machine
Learning pare a se suprapune partial cu conceptul de data mining (partea de
post-procesare a datelor: antrenarea, validarea, testarea si implementarea
unui model). Perspectiva adoptatd in acest manual este cd Machine
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Learning'® se referd la rezultatul unei analize de date mining, adica la setul
de reguli extrase din date si implementarea acestora intr-un program care
realizeazd automat, fard interventia unei persoane, sarcina pentru care a fost

antrenat.

Sda presupunem ca dorim sd identificdim candidatii care au prezentat
informatii exagerate sau chiar false in CV. Cum putem invdta un algoritm
(machine) sa identice CV-urile care contin astfel de informatii? Cel mai
simplu e sd 1i oferim algoritmului cat mai multe exemple de CV-uri din
fiecare categorie, precizand totodata categoria din care fac parte. Pornind de
la acestea, algoritmii vor identifica paternuri bazate pe prezenta sau absenta
anumitor cuvinte, asocieri de cuvinte, si vor produce un set de reguli in baza
cdrora pot fi clasificate CV-uri noi, despre care nu stim din ce categorie fac
parte. In continuare, algoritmul va exclude automat CV-urile care contin
elemente nedorite.

Conceptul de Deep Learning (invatare profunda) este definit cel mai adesea
ca un sub-domeniu al Machine Learning. Machine Learning poate folosi
algoritmi de diferite tipuri. Pentru a invata din date, Deep Learning foloseste
algoritmii grupati sub eticheta generica de retele neuronale. Acestea sunt
inspirate din modul in care functioneaza creierul uman si incearcd sa
reproduca tipul de Invatare specific acestuia.

Artificial Intelligence

Inteligenta artificiald (AI) se refera la capacitatea , masinilor” (intr-un sens
larg, roboti, aplicatii informatice / software, sau orice alte sisteme de
interactiune si asistare umana: Siri, Alexa, Google Assistant, Cortana, Bixby)
de a reproduce comportamentul si functiile umane. Cele mai cunoscute
exemple sunt probabil sistemele de recunoastere faciald, conducere
automatd, robotii umani, chat bots sau trading bots. De exemplu, un sistem
Al poate fi un soft care atunci cand 1i ardatam o imagine poate identifica
elementele care apar in aceasta, ne poate oferi numele acestora, sugera

10 n aplicatiile de deep learning poate exista si ceea ce se numeste invatare ,,online”, adica
continua In raport cu inputurile in timp real (in functie de datele noi de la intrare, parametrii
modelului se pot schimba de la un moment la altul si, implicit, predictiile).
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locurile de unde le putem cumpara, oferi informatii cu privire la utilitatea
obiectelor etc. Pentru construirea unei inteligente artificiale folosim Data
Mining, Machine Learning si, uneori, Deep Learning.

,Artificial intelligence is about giving machines the capability of mimicking

human behavior, particularly cognitive functions” (Kotu & Deshpande, 2019,
p. 2).

Un exemplu si o diagrama conceptuala

Sa presupunem cd dorim sa asistdim doctorii in procesul de citire si
interpretare a unei imagini a creierului obtinute prin rezonantd magnetica
(Figura 1.2-5). Pentru aceasta vom colecta mai multe imagini si le vom
categoriza in functie de tipul de diagnostic (medicii specialisti vor face acest
lucru). Pornind de la acest set de imagini etichetate (labeled), folosim unul
sau mai multi algoritmi de machine learning, deep learning cel mai probabil,
pentru a recunoaste si clasifica imaginile pe tipuri de diagnostic. Obtinem
astfel un set de reguli ce pot fi folosite pentru a clasifica alte imagini. In
continuare, implementdm aceste reguli intr-un program care sa asiste
medicul in procesul de diagnosticare a starii de sandtate / boala.

Figqura 1.2-5. O ilustrare practicd a relatiei dintre concepte

Help physicians with recognizing medical conditions on MRI scans

Collect, prepare, label, and segment MRI scans data by types of
medical conditions

Data mining

ML/Deep learning Recognize and classify diseases on MRI scans

Build decision-support em for MRl image
diagno

Sursa:
https:/fwww.altexsoft.com/blog/data-science-artificial-intelligence-machine-learning-deep-learning-data-mining/

Plecand de la acest exemplu si discutiile anterioare ale conceptelor putem
incerca sd construim o diagrama conceptuald care sa ilustreze relatiile dintre

toate aceste concepte (Figura 1.2-6). Putem reprezenta acest spatiu pornind
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de la cel mai general concept, cel care le include pe toate celelalte, Data
Science. In interiorul Data Science distingem diferite zone, cu activitati
specifice. Decupaje diferite relativ la aceste zone (activitdti) produc concepte
diferite. Fiecare dintre aceste concepte include activitati specifice, intalnite
doar in cazul acelui concept, respectiv activitati care sunt comune si altor
concepte. De exemplu, conceptul de Data Mining, cel mai cuprinzator dupa
Data Science, include toate activitatile de colectare, pregatire, analiza si
raportare a datelor. Cu exceptia ultimului pas (comunicarea, vizualizarea),
Data Mining se suprapune cu Machine Learning. Partea de modelare a
datelor este comund cu Al iar daca avem 1n vedere doar modelarea cu
ajutorul retelelor neuronale ajungem in domeniul Deep Learning. Aceasta
este totodata si schema conceptuala adoptata in cadrul acestui manual, cu o
singurd modificare. In viziunea noastr, Machine Learning se refera doar la
doua elemente: (1) setul de reguli rezultat in urma unei analize de Data
Mining si (2) implementarea acestora intr-un program care realizeaza
automat, fard interventia unei persoane, sarcina pentru care a fost antrenat /

instruit.

Figura 1.2-6. O ilustrare teoreticd a relatiei dintre concepte
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Data
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Sursa:
https:/[www.altexsoft.com/blog/data-science-artificial-intelligence-machine-learning-deep-learning-data-mining/
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Business Intelligence vs. Advanced Analytics

Organizatiile colecteaza tot mai multe informatii cu privire la activitatile si
angajatii lor, apoi folosesc aceste informatii pentru a descrie si intelege
rezultatele obtinute. Simplu spus, organizatiile incearca sa descrie si sa
inteleaga trecutul. In cadrul acestei abordiri, intrebarile de interes sunt:

- Ce s-aintamplat?
- Cand s-a intamplat?
- De ce s-a intamplat?,

iar uneltele folosite pentru a raspunde la acestea iau forme precum: OLAP
(online analytical processing) si dashboards (raport vizual cu privire la o serie
de indicatori). Cunoasterea este produsd cel mai adesea manual, foarte putini
pasi fiind automatizati. Aborddrile de acest tip formeaza ceea ce in literatura
de specialitate se numeste ,Business Intelligence”.

Orientarea spre trecut este necesara, dar nu si suficienta pentru a construi o
organizatie performanta. Aceasta se intampla pentru simplul motiv ca o parte
a intrebdrilor importante nu sunt puse, deci nici nu primesc un raspuns.
Adesea, ne dorim sa aflam rdspunsuri la intrebari precum:"

- Ce se va intampla in continuare?

- In acest moment, care sunt variantele posibile de urmate, cat de buna
este fiecare, ce rezultate este mai probabil sa obtin dacd aleg o anumita
varianta?

- Care sunt lucrurile la care ar trebui sd fiu atent, sa le planific, respectiv
sa ma pregatesc?

Toate aceste intrebari au in comun faptul ca vizeaza viitorul (focusul e
viitorul si nu trecutul). Raspunsurile la astfel de intrebari incearca sa
anticipeze cum vor arata cel mai probabil realitatile viitoare, pentru a putea
identifica apoi caile prin care putem ajunge la realitatea preferatd. Analizele
sunt cel mai adese automatizate, rezultatele lor fiind disponibile in timp real.
Se urmareste astfel trecerea dintr-o sfera actionala reactiva in una proactiva.
Abordarile de tip proactiv sunt grupate sub termenul de ,Advanced

11 Mierswa, Ingo. 2014. Moving from “What Happened?” to “What Happens Next?”
(https://rapidminer.com/blog/moving-happened-happens-next/).
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Analytics”. O comparatie sistematicd a celor doud abordari este prezentata in

Figura 1.2-7.

Figura 1.2-7. Business Intelligence vs. Advanced Analytics
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Sursa: RapidMiner. An Introduction to Advanced Analytics.
https://rapidminer.com/wp-content/uploads/2014/04/advanced-analytics-introduction.pdf

1.3. Structura si logica manualului

Manualul acopera pasii 3-6 din modelul CRISP-DM, adica de la pregatirea
datelor pentru analizd pand la implementarea in productie a unui model de
data mining. Manualul va avea mai multe volume, primul dintre acestea, cel
de fata, fiind destinat prezentdrii pasului 3, pregatirea datelor pentru analiza.
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Pentru fiecare tema vom prezenta principalii operatori, vom discuta
principalele optiuni asociate acestora, respectiv vom ilustra cu imagini statice
si dinamice utilizarea operatorului in cadrul unui proces. Pentru a facilita
reluarea analizelor prezentate, oferim fisierele cu comenzile si seturile de date

utilizate in cadrul tuturor exemplelor.

Cum poate fi folosit acest manual?

Cei interesati de analiza de data mining ar trebui sa inceapa procesul de
invatare cu citirea atentd a textului, a exemplelor comentate, in paralel cu
rularea analizelor, de preferat in ordinea prezentarii lor. Ordinea e
importanta deoarece termenii de specialitate specifici (limbajul RapidMiner)
sunt discutati mai degrabd in prima parte a manualului, apoi doar 1i folosim,
fard sa mai revenim asupra lor. Similar, modul in care performam diferite
actiuni este descris cu detalii doar In cazul primelor procese prezentate, cele
mai simple.

O atentie speciald ar trebui acordata proceselor oferite ca exemple. Pentru o
intelegere mai bund a rolului fiecdrui operator si mai ales a optiunilor
asociate, este necesar ca procesele sa fie rulate prima datd in forma lor
originald. Ulterior, procesele pot fi modificate, prima datd la nivelul
optiunilor disponibile, adica la nivelul parametrilor si valorilor acestora, apoi
se poate trece la modificari mai consistente (setul de date, includerea si a altor
operatori etc.). Foarte important, dupa fiecare modificare, e util sa observam
efectele acesteia.

Dupd parcurgerea acestui ciclu de invatare, se poate trece la adaptarea
analizelor (modificarea proceselor) in vederea utilizarii lor pentru realizarea
propriilor proiecte de data mining. Toate deciziile si comenzile ar trebui
documentate (in sensul ca trebuie sd fie insotite de note / comentarii care sa
precizeze clar ce face fiecare actiune, procedurd, metoda, model etc.; e de
preferat ca adnotarea sa fie realizata in interiorul proceselor, dar si in textul
asociat analizei) astfel incat sa fie asigurata reproductibilitatea analizelor. Pe
scurt, daca peste o perioada de timp, cineva (cel care a realizat anterior
analizele sau altcineva) doreste sa verifice sau sa reutilizeze procesele, ar
trebui sa poata face asta usor, rapid si fara probleme. Se asigurad astfel auditul
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activitdtilor de analiza (daca nu s-a schimbat nimic in datele si procesele
folosite ar trebui sa se obtina aceleasi rezultate), se pune baza realizarii mai
eficiente a unor demersuri viitoare de analiza (noile proiecte vor fi realizate
mult mai usor), respectiv se produce un proces de invatare institutionala
cumulativa (noile proiecte pot fi mult mai usor imbunatatite). Institutiile vor
deveni astfel mai performante, deciziile vor fi luate mai transparent, vor fi

mai obiective, iar resursele disponibile vor fi alocate mai eficient.

Cui se adreseaza acest manual?

In mare masura, manual este rezultatul activittilor de predare sustinute de
autor pe parcursul ultimilor 10 ani in cadrul cursului ,Metodologia analizei
datelor. Tehnici de data mining”. Initial, cursul a fost conceput pentru
masteranzii Masteratului ,Managementul Strategic al resurselor Umane” de
la Facultatea de Sociologie si Asistenta Sociala, Universitatea , Babes-Bolyai”
din Cluj-Napoca. Ulterior, el a fost preluat ca optional si la masteratele
,Analiza Datelor Complexe”, ,Comunicare, Societate si Mass-Media” si
,Cercetare Sociologica Avansata”. in consecinta si prin extensie, acest
manual se adreseaza in principal studentilor si masteranzilor din domeniul
Stiintelor Sociale. Desigur, manualul poate fi util tuturor celor care doresc sa
invete despre analiza de data mining Intr-o maniera mai putin tehnicd,
folosind un soft extrem de intuitiv si In acelasi timp profesionist. Functie de
tipul de licenta disponibil, utilizatorii pot aplica rapid cele invatate in cadrul
unor proiecte personale sau institutionale de anvergura diferita.

Temele discutate in primul volum

In capitolul introductiv argumentim nevoia si utilitatea unui astfel de
manual, discutdim comparativ conceptele majore, prezentam structura, logica
si resursele asociate primului volum al manualului. in capitolul 2, ,,O lume a
datelor”, prezentdm cateva concepte majore legate de date: tipuri de date, set
de date, tabel de date, baze de date, sisteme de management a bazelor de date
si tipuri de fisiere pentru Big Data. In capitolul 3, ,Programul RapidMiner
Studio: Data mining pe intelesul tuturor”, introducem softul RapidMiner
Studio si descriem componentele majore ale acestuia (perspectivele si
panelurile). in capitolul 4, ,Accesarea datelor (Data Access)”, ilustrdm
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diferite modalitdti in care putem lucra cu diferite tipuri de date si aplicatii in
RapidMiner Studio. Capitolul 5, ,Lucrul cu atribute, cazuri, tabele si valori
(Blending)”, prezintd, In succesiune logicd, operatorii care fac posibile actiuni
asupra variabilelor, cazurilor, tabelelor si valorilor. Capitolul 6, ,,<<Curatarea>>
si transformarea datelor (Cleansing)”, este dedicat descrierii urmatoarelor teme:
normalizarea datelor, gruparea valorilor, valorile lipsd (missing values), valorile
neobisnuite (outlierii) si reducerea dimensionalititii datelor. In capitolul 7,
,Utilitare (Utility)”, prezentam cativa operatori mai importanti care au in comun
faptul c& usureaza diferiti pasi ai procesului de pregatire a datelor. In ultimul
capitol (8), , Pregatirea asistata a datelor (Turbo Prep)”, ilustrdm modul in care

procesul de pregatire a datelor poate fi automatizat.

1.4. Resursele asociate manualului

Aproape toate comenzile descrise in acest manual sunt ilustrate si practic, cu
ajutorul programului RapidMiner. Toate datele (seturi si baze de date,
conexiuni) si procesele asociate acestor exemple sunt disponibile direct
tuturor celor interesati. Folderul (Depozitul de date / Repository) care contine
toate aceste materiale poate fi descarcat de la adresa:
https://storage.rcs-rds.ro/links/e54d61b1-f684-4e08-490e-3cc0824d 6524

parola de acces: 848005

Ca resursa generala de invatare, un bun punct de plecare il constituie site-ul
companiei care a produs softul RapidMiner Studio (https://rapidminer.com/).

Aici putem accesa urmadtoarele categorii de resurse:

- ilustrdri ale utilizdrii softului pentru a rezolva diferite probleme
practice organizate pe domenii (Communications, Health, Insurance
etc.) si studii de caz (Churn Prevention, Customer Segmentation, Fraud
Detection etc.);

- resurse educationale: Academia RapidMiner si Training & Certification;

- resurse generale (blog, studii de caz, dictionar, rapoarte & unelte,
webinarii & materiale video) si evenimente;

- ajutor: documentatie (manuale), comunitate, suport;

- softuri conexe softului RapidMiner.
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Manualele RapidMiner Studio

Existda doua manuale oficiale asociate programului RapidMiner, ambele
disponibile online (https://docs.rapidminer.com/). Primul dintre acestea,
,RapidMiner Studio Manual” (RapidMiner, 2014) contine informatii cu
privire la terminologia RapidMiner, instalarea softului, realizarea unui
proces (analize), vizualizarea datelor si a rezultatelor, depozitul de date
(Repository). Al doilea manual, ,RapidMiner 9. Operator Reference Manual”
(RapidMiner, 2022) contine informatiile de baza relativ la toate comenzile
disponibile (operatorii) in RapidMiner, organizate logic, pe categorii majore
(Data Access, Blending, Cleansing, Modeling, Scoring, Validation, Utility,
Extensions, Deployment) si sub-categorii. Manualele oficiale RapidMiner au
constituit o sursa majord de informatii pentru scrierea acestui manual.

Rapoartele, studiile de caz, blogul si comunitatea RapidMiner

Pentru nevoi relativ mai specifice de informare, foarte utile sunt rapoartele
(Figura 1.4-1), studiile de caz (Figura 1.4-2) si blogul RapidMiner (Figura
1.4-3). Temele discutate aici sunt extrem de diverse, ofera sfaturi si
impdrtasesc experiente ale unor practicieni ai domeniului data mining.

Figura 1.4-1. Site-ul RapidMiner: Rapoarte

Whitepapers, Reports & More

WHITEPAPER

Al for Upstream Oil & Gas A Human's Guide to Data Model Explainability Explained:
There has never been a greater incentive for Architecture A Human'’s Guide to Building
oil & gas companies to reshape processes Learn all the technical and cultural aspects Trust in Data Science

based on data-driven insight. Learn how data

you should consider if you want to ensure
science can help.

that your company’s data architecture is
successful.

Machine learning models that have such
potential to impact your business can also be
hard to explain. Here’s how to understand
model explainability and build trust in data
science.

Sursa: https://rapidminer.com/reports-tools/
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Figura 1.4-2. Site-ul RapidMiner: Studii de caz

| §

50 Ways to Impact Your
Business with Al

Are you looking to drive real business impact
through AI? Get inspired by these 50 Al use
cases that we've compiled from across all
industries.

Case Studies

Overcoming the computational
demand of time series: Scaling
R-based demand forecasting
with RapidMiner

Ryan Frederick of Dominos talks about how
his data science team worked through a

complex time series forecasting exercise and
scaled R-based time models.

FINBING THE STORY

160/90

Finding the Story: How a global
creative agency tapped into
data science

Brandon Shockley of 1600ver90 describes

the agency’s data-mining journey, from early
prototypes to actionable consumer insights.

Sursa: https://rapidminer.com/case-studies/

Figura 1.4-3. Site-ul RapidMiner: Blog

The Importance of Data
Visualization: Creating
Impossible-to-Ignore Data
Stories

Here's why you need data visualization for
more than infographics and scatter plots, and

how you can start amplifying its impacts at
your organization today.

RapidMiner Blog

3 Upstream Oil + Gas Challenges
Data Science Can Help Solve

Learn how upstream oil and gas companies
can optimize their operations using data
science to make smarter process decisions,
improve operational efficiency, and increase
profitability.

ML Engineer vs. Data Scientist:
What's the Difference?

While both machine learning engineers and
data scientists are hands-on roles, their skills
and day-to-day looks vastly different from
one another. In this post, we'll break down
the difference.

Sursa: https://rapidminer.com/blog/

Sectiunea RapidMiner Community (Figura 1.4-4) a site-ului ofera un spatiu

de informare si discutie, respectiv o cale rapida prin care se poate obtine

ajutorul membrilor comunitatii. Postarile pot fi cdutate folosind diferite tag-

uri sau propriile cuvinte.
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Figura 1.4-4. RapidMiner Community

@))rapldmlner WHYRAPIDMINER ~ INDUSTRIES ~ PRODUCTS ~ LEARN ~ RESOURCES ~ PARTNERS ~ COMPANY mcomsa @ & * #

RapidMiner Community 5

GET HELP. LEARN BEST PRACTICES. NETWORK WITH YOUR PEERS.

a

25 Online

ASK A QUESTION

FIND HELPFUL VIDEOS

Popular Tags Highest Rated Posts

Text Mining + NLP Server hilcken = | mschmitz ) | mschmicz
November 2021 - January 2021 T | July2020
" | New Extension: e

Interpretations - SHAP,

LIME and Shapely

Errors Getting Started [
Panda Module detected but
unable to load (MacOS)

Re: [New Extension] How to
do Time Series Forecasting
with just 1 Operator!

Developer (2] Clustering (G5 Jova (50
Extensions Q) Performance £
BugReport [ Databases

MacOS Decision Tree  (EEZ3

1am trying to link my Python 3.10 with
RapidMiner but always get this Dear
message. Does anyone know how to Community,&#13;8#13;8#13;84#13;1

Thanks to the feedback from some of
you i was able to make the forexasting

Latest Posts
Classification Time Series (B

Deep Learning + Neural Nets  EE)
Regression B [Excel [EE3

Loops + Branches nstallation. £33 Download the latest version helping analytics teams accelerate time-to-value for streaming and IIOT use cases.

#: 5 RAPIDMINER 9.10 IS OUT!! 5. 5

Visualization + Dashboards Filtering  [FIE)

CLICK HERE TO DOWNLOAD

Sursa: https://community.rapidminer.com/

Webinariile si videourile RapidMiner

Pentru a accesa diferite prezentdri video putem apela la site-ul RapidMiner
(Figura 1.4-5) sau la pagina RapidMiner de pe YouTube (Figura 1.4-6). Dintre
toate prezentdrile video de pe YouTube, foarte util pentru faza de inceput a
invatdrii este playlist-ul ,Getting Started with RapidMiner” (Figura 1.4-7).

Figura 1.4-5. Site-ul RapidMiner (sectiunea webinars & videos)

WEBINAR

Better Together: RapidMiner
and Tableau

Watch this on-demand webinar to see how
RapidMiner and Tableau can change the way

you think about creating and visualizing the
future.

RapidMiner 9.9: You say code-
free data science, we say code-
enhancing

What's new in RapidMiner 9.9? Watch this on-
demand webinar to learn how we're making

it easier to package and deploy Python code
at the edge.

VIDEO

RapidMiner in Action:
Delivering Valuable
Insights in Minutes

Using Facial Recognition Tools
to Identify Unnamed Ancestors

Scott Genzer developed a technique for using
free online facial recognition tools to identify
people in photographs. See how it's applied
to historical photos of the Jewish community
and beyond.

WORKSHOP

Industrial Time
Series Analysis - Part 2

What Does a Data Scientist
Really Do? [Interview with Scott

RapidMiner in Action: Delivering

Industrial Time Series Analysis -
Part 2

Valuable Insights in Minutes

Sursa: https://rapidminer.com/webinars-videos/
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Figura 1.4-6. Pagina RapidMiner pe YouTube

Depth for Data Scientists,
Simplified for Everyone Else

“ RapidMiner in

"/‘)l RapidMiner, Inc. sUBSCRIBED ¢
14.6K subscribers N
HOME VIDEOS PLAYLISTS COMMUNITY CHANNELS ABOUT Q

All playlists v

Created playlists

- : s e,

Rapid RapidMiner Automated Data Science with  Text and Web Mining Workshops RapidMiner QuickTips Industrial Data Science (IDS)
RapidMiner Conference 2017
VIEW FULL PLAYLIST VIEW FULL PLAYLIST VIEW FULL PLAYLIST VIEW FULL PLAYLIST

Sursa: https:/fwww.youtube.com/channel/UCxne] BWWNLs-A6ckls1Rrug

Figura 1.4-7. Pagina RapidMiner pe YouTube (Getting Started with RapidMiner)

Introductions @)) S

Intro to the RapidMiner Studio
3 GUI | RapidMiner
— RapidMiner, Inc.
o) U The RapidMiner Marketplace -
L] u .
ﬁ)) f apldmlner ‘
RapidMiner, Inc.

Product Extensions |...
“ ] How to Import Data into a
4 O Repository | RapidMiner Studio
8:15

RapidMiner Inc.
RapidMiner Inc.

o "1 Open Excel Spreadsheet in
RapidMiner Studio - GUI Intro 5 Fener e Suck

"'a'“‘ "] Introduction to Turbo Prep |
00/ 5:49 6 RapidMi
4 p Pl O o00/sme B¢ @ O e Repichiner
RanidMiner Inc. v
Intro to the RapidMiner Studio GUI | RapidMiner
o Computer program Listenable Relai >
47,531 views - Apr 9, 2019 5242 G DISLIKE 2> SHARE 3¢ CLIP =+ SAVE (i) DESCRIPTION
Sursa:

https:/fwww.youtube.com/watch?v=Gg01mmR3j-g&list=PLssWC2d9]hOZLbQN Z80uOxLypglgWqb]A)
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Carti care folosesc softul RapidMiner Studio

O alta resursa utild pentru invatare o reprezinta cartile care folosesc softul
RapidMiner Studio pentru a realiza diferite analize punctuale sau proiecte de
data mining pe teme specifice. In toate aceste carti sunt folosite versiuni mai
vechi ale RapidMiner Studio (v.5-7; versiunea cea mai recentd la acest
moment este 9.1), dar analizele si procesele prezentate pot fi reluate fara
probleme in versiunile mai noi. Cateva astfel de cdrti, in ordinea publicarii,

sunt mentionate in Tabelul 1.4-1.

Tabelul 1.4-1. Cirti in care este prezentat / folosit softul RapidMiner Studio

Cartea si autorii / coordonatorii Tip carte Tematica nivel Nivel
Exploring Data with RapidMiner generald,
autor introducti
(Chisholm, 2013) " teme multiple ' e
Predictive analytics and data mining: . . .

. . R generald, introductiv,
concepts and practice with RapidMiner autor terme multiole mediu
(Kotu & Deshpande, 2015) P
RapidMiner. Data Mining Use Cases specificd,
and Business Analytics Applications. coordonare  teme si domenii mediu
(Hofmann & Klinkenberg, 2016) multiple
Data Mining for the Masses, with . . .

. . I generald, introductiv,
Implementations in RapidMiner and R autor ] .
teme multiple mediu
(North, 2018)
Data science: concepts and practice " generald, introductiv,
autor
(Kotu & Deshpande, 2019) teme multiple mediu

Probabil cea mai completa si bine organizata resursa pentru invatare de pe
site-ul RapidMiner este sectiunea RapidMiner Academy, motiv pentru care 1i
acordam o prezentare mai extinsa.

1.5. RapidMiner Academy

O serie impresionanta de resurse este accesibila in sectiunea RapidMiner
Academy a site-ului RapidMiner. Aceasta organizeaza informatiile in trei
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sub-sectiuni: Get Started, Content Library si Certification. Toate resursele
oferite sunt gratuite. Informatii generale relativ la aceasta resursa pot fi

accesate si la adresa https://rapidminer.com/blog/academy-data-science-

training/.
Figura 1.5-1. RapidMiner Academy
4 RAPIDMINER.CO Rcomunty  @00G  PSUPPORT  CICONTACTLUS
lﬂ)) rapidminer
[

Welcome to RapidMiner Academy

Learn data scence and RapidMiner from leading industry experts.

J —
0 ooo ®
P, ooo
/7

GET STARTED CONTENT LIBRARY CERTIFICATION

Jumprigntinto our first Learning Path All Courses, Paths and Micro-Leaming elements. The best place for your career Advancement

Sursa: https://academy.rapidminer.com/

Cursul , Get Started” si directiile de specializare

Sectiunea ,,Get Started” (Figura 1.5-2) trebuie parcursa de catre toti cei care
sunt In faza de familiarizare cu softul. Pe parcursul sectiunii sunt abordate
teme generale (interfata RapidMiner, modalitati de vizualizare a datelor,
instalarea extensiilor), accesarea si pregatirea datelor pentru analiza (in
cadrul unui proces, respectiv prin intermediul perspectivei TurboPrep),
realizarea, validarea si testarea unor modele predictive (in cadrul unui
proces, respectiv prin intermediul perspectivei AutoModel), implementarea
si managementul modelelor. Pentru fiecare tema este realizata o prezentare
video si poate fi descdrcat procesul RapidMiner aferent, respectiv datele
utilizate (daca nu sunt deja incluse in soft).
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Figura 1.5-2. RapidMiner Academy: Get Started

4 RAPDMINERCOM  E) COMMUNITY ~ @DOCS P SUPPORT [ CONTACTUS.

M))) rapidminer Rv—

Get Started with RapidMiner & Machine Learning

This track of RapidMiner Tutorials introduces you to RapidMiner's Studio and platform, while also explaining many important data science concepts.

RapidMiner Academy Overview

We offer free access to micro-modular learning content through our
Catalog.

The content is grouped into the general topics, ‘Applications & Use Cases’
SECTIONS ,‘ raltop
"Machine Learning’, 'Data Engineering' and ‘Administration and
General Deployment. These topics form the basic structure for the majority of our
Courses. They are designed with our users' role-based learning

RapidMiner Studio - GUI Intro requirements in mind.
T The same structure is also used for naming the Certification Exams.
Video which we provide to you for assessment and proof of your skills and to
Viewing time: ~6m Find out wht festures the graphical Rapidiner provides and aements celebrate your learning progress.
con b used tosartyourfrs process.
For additional guidance, we have created Learning Paths.
| PS—

Sursa: https:/lacademy.rapidminer.com/learning-paths/get-started-with-rapidminer-and-machine-learning

Pentru a aprofunda intr-un mod ghidat cunoasterea, se poate accesa sectiunea
dorita din ghidul ,Learning Paths” (Figura 1.5-3). Sectiunile disponibile sunt:
Get Started with RapidMiner & Machine Learning, Data Science Professional
with RapidMiner, Data Science Master with RapidMiner, Applications & Use
Cases of Data Science, Machine Learning, Data Engineering.

Figura 1.5-3. RapidMiner Academy: Learning Paths

Learning Paths

-

Get Started with RapidMiner & Machine Learning Data Science Professional with RapidMiner

Data Science Master with RapidMiner

This track of RapidMiner Tutorials introduces you to RapidMiner's Studio and

The Professional level path covers the full breath of knowledge required to
platform, while o mportant data i

The title of this learning path says it all. This track s pushing skils to an
. Data Science for d

advanced level in machine learning, deployment, operationalization, da

Lyl
&l T 111711

Applications & Use Cases of Data Science Machine Learning

Data Engineering

Knowing where, when and how to put data science and machine learning hi

50 this learning path is D i ion and aggregation but also enrich: d
into action is of great value. So we created this learning path to help with

pi P 3
close to our heart. It leads the way from beginner level through some reall... reduction are part of data engineering and they are all covered in this track

Sursa: https://academy.rapidminer.com/pages/content-library
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Resursele disponibile pot fi accesate si prin cdutarea lor in Catalog (Figura
1.5-4). Cautarea se poate realiza in functie de criterii precum pozitia ocupata
sau doritd, etapa de analiza, produs (RapidMiner Studio sau alt soft), nivelul

de experienta, durata si tipul de certificat dorit.

Figura 1.5-4. RapidMiner Academy: Catalog

4 RAPDMNERCOM ) COMMUNTY  BDOCS  SUPPORT L CONTACTUS
M))) rapidminer —
Browse

Q| ey : sotby

Domain Expert (67

Business Analyst (166)

Data Engineer (134

Administrator (36)

EEERE) Python Learner Python Transformer

> Phase

v

Product

v

Experience Level

v

Duration

v

Certification Prerequisite

RapidMiner Data Science
Platform Overview

Collaboration via RapidMiner Projects RapidMiner Data Science Platform Overview Adding a deployment to the Real-time Scoring Agent

Video Video Video

Viewingtime: ~6m i this video we show you how o ave and share your Viewing time: ~13m This overview ntroduces the min components of Viewing tme: ~7m To putyour scoring processes ntoproduction simply
Rapic. o

Sursa: https:/lacademy.rapidminer.com/catalog

Pregatirea pentru examene si certificarea

Certificatele RapidMiner sunt organizate pe doua nivele: Professional si
Master. Nivelul Professional include trei domenii: , Applications & Use
Cases”, ,Data Engineering” si ,Machine Learning” (Figura 1.5-5). Nivelul
Master include patru domenii: , Applications & Use Cases”, ,Data
Engineering”, ,Machine Learning” si ,Platform Administration”. Fiecare
certificare poate fi obtinutda independent de oricare alta. Pe aceeasi pagina
web pot fi accesate cursurile de certificare. Pentru fiecare curs (Figura 1.5-6)
sunt oferite diferite resurse, organizate tematic, iar progresul este vizualizat
cu ajutorul unei bare de status. Suplimentar, se ofera un spatiu pentru notite
si unul unde se pot pune intrebdri. Fiecare curs poate fi finalizat cu o

examinare online care dureaza aproximativ o ora (20 intrebdri care trebuie
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completate in ordine, fara posibilitatea de revenire) (Figura 1.5-7). Un examen

poate fi dat de mai multe ori (Figura 1.5-8).

Figura 1.5-5. RapidMiner Academy: Certification

4> RAPIDMINER.COM ) COMMUNITY M pocs

MY DASHBOARD

M))) rapidminer

RapidMiner Certification

\ The Rapidminer Certification program offers role-based certification for different
knowledge domains and levels. The first level is called "Professional” and the second
level is "Master". All certificates can be earned independent of each other.

e 0 ® 6

Professional

Applications &
Use Cases

0220

Data Engineering [l Machine Learning

Applications &
Use Cases

Platform
Administration

Data Engineering
@ ] ©

On completion you are awarded a certification file for framing but more importantly
you will receive a badge. Our badges are enriched with meta data following the open
badge standard. This means they can be verified and you can share them

through business network sites and social media.

Machine Learning

Sursa: https://academy.rapidminer.com/pages/certification

Figura 1.5-6. RapidMiner Academy: Courses for Exam Preparation

Courses for Exam Preparation

Applications
and Use Cases
Professional

Applications
and Use Cases
Master

Data
Engineering
Professional

Data '@

prets e

Engineering
Master

Applications & Use Cases Professional

Applications & Use Cases Master

Data Engineering Professional Data Engineering Master
Al machine learning and data science can become a
competitive acventage and so everyone s interested
toseeif they can be applied on their problems...

When machinz learning and data science is adcressed
itis often overlooked that there is a great gap between
producing a good model and having trun...

Date Engineering is about all aspects of data and so 's
this course. We address how to access and load date,

This course is about advanced methocs of handiing,
preparing and enriching ceta. It addresses data

howte transformit and how to do calaula.. dleansing but alsc processing of urstructured text

Machine

Machine
Learning
Master

Learning
Professional

Machine Learning Professional

Machine Learning Master
The topics of this course form the foundation of data
sdience and machine learing. Classificztion, clustring
and regression and the relevant common...

This course is all focused on machine learming and
core data science topics. It covers advanced
dlassification and regression models as well s timess...

Platform
Administration ***
EH

Platform Administration Master

The Platform Acministration Master is focused on
dassical administration knowledge such as instal ztion
nd conf gurztion of the RapidViiner Al Hul

Sursa: https:/lacademy.rapidminer.com/pages/certification
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Figura 1.5-7. Extract din pagina unui curs RapidMiner

o Applications & Use Cases Professional lﬁ)/)l rapidminer
» Data Science Introduction and Types of  ~ Basics of Al, Data Science and Machine Learning / From Descriptive to Predictive and Prescriptive
Machine Learning

¥ From Descriptive to Predictive and
Prescriptive

= Back to the Future

» Prescripive Analytes Introduction To Advanced Analytics
CHECK YOUR PREDICTIONS - "WHY" AND Advanced Analytics is defined as: "The analysis of all kinds of data using sophisticated quantitative methods (for example, statistics,
“HOW" descriptive and predictive data mining, simulation and optimization) to produce insights that traditional approaches to business
» Validations - What it is and why it is intelligence (BI) — such as query and reporting — are unlikely to discover."
Toporiant
This only begins to scratch the surface of the field. Analytics is an immense field with many subfields, so it can be difficult to sort out all
MODEL SELECTION AND EVALUATION

the buzzwords around it. This whitepaper outlines the differences between Advanced Analytics, Business Intelligence, and their subfields
» Finding the right Model

- to provide you with an understanding of how they fit into the overall category of Analytics.

Read this white paper to learn more about the differences between advanced analytics and business intelligence.
MC 19%  Complete
— = Q MY [ ] s — |+ [Awomaticzoom  v| (=

Show Details

Sursa: https://academy.rapidminer.com/learn/course/applications-use-cases-professional/basics-of-ai-data-science-
and-machine-learning/from-descriptive-to-predictive-and-prescriptive

Figura 1.5-8. Extract din Ghidul de Examinare RapidMiner

o Applications & Use Cases Professional Certification w))) rapidminer
PREPARATION / General Preparation lﬂ

Examination Guide

How to approach the exam:

1. Use the topic guide on the next page as a review sheet to familiarize yourself with the general exam
topics. The guide isn't meant to provide perfect coverage for the examination, or be used as the sole source of
your preparation.
2.Go through the related course and study each topic carefully. For each major topic:
Go through the content as an active participant. Pause frequently and take charge of your own learning.

> Make sure to get hands-on practice where applicable, and study from other sources where suggested.

Test yourself using practice questions. See how well you can do without looking up answers.
Think about what might be on the exam. Write a few of your own practice questions.

3. Don't wait too long. Take the exam! You don't have to pass the exam the first time, because you can take it
again!

4.When you take the exam, read the introductory pages carefully. You can take as much time as you like for the
introductory pages.

5. Once the timer starts, you have 60 minutes for 20 questions and you cannot go back to questions you already
answered.

Sursa: https://academy.rapidminer.com/learn/courselapplications-use-cases-professional-
certification/preparation/general-preparation

Resursele oferite la training si certificare pot fi accesate si in cadrul unei
sectiuni separate dedicate training-ului (Figura 1.5-9). Aici avem sub-
sectiunile Self-Paced Training (ne directioneaza la RapidMiner Academy),
Certification (ne directioneaza la RapidMiner Academy: Certification) si Live
Training (contine o serie de cursuri platite, organizate de diferiti specialisti,
direct sau prin intermediul unei institutii).
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Figura 1.5-9. RapidMiner Training

Self-Paced Training Certification Live Training

We are offering bit-sized learning as well as curated courses and pathways, designed to match your roles, knowledge domains and skill
levels.

2 DAYS

Qaae) ]
PROFESSIONAL PROFESSIONAL

APPLICATIONS &
USE CASES

PROFESSIONAL

DATA ENGINEERING MACHINE LEARNING

MASTER MASTER

MACHINE LEARNING

DATA ENGINEERING

Sursa: https://rapidminer.com/learn/training/
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2. O LUME A DATELOR

Mai mult decat oricand, lumea de azi este o lume a datelor. Multe dintre
activitdtile realizate de oameni (direct sau indirect, prin intermediul
masinilor) produc date, o tot mai mare parte a acestora fiind stocate si
analizate. Cresterea volumului datelor din societate actuald este In mare
masura si rezultatul multiplicarii exponentiale a surselor care produc
continuu date (datafication): largi colectii de documente care sunt
digitalizate, social media, aplicatii web, motoare de cautare, comert
electronic, platforme profesionale, platforme de crowdsourcing, colectii de
informatii cu privire la schimburile social-economice si interactiunile dintre
oameni, locuri si organizatii, sateliti, drone, camere de supraveghere, senzori,
dispozitive, aparate si servicii de uz cotidian interconectate (IoT = Internet of
Things, adicd Internetul Obiectelor) etc. Tot mai multe aspecte ale vietii
oamenilor sunt digitalizate. Deoarece costurile asociate acestui proces
continud sd scadd, e foarte probabil ca tendinta sa continue.

In acest capitol vom discuta despre patru teme majore legate de date.
Incepem discutia cu cateva statistici sugestive, statistici ce ilustreaza o parte
dintre provocarile majore legate de date, si anume volumul, velocitatea si
varietatea acestora. Apoi, prezentdm o clasificare a tipurilor de date
(structurate, semistructurate si nestructurate) si descriem pe scurt fiecare tip.
Inainte de a analiza datele, e necesar ca acestea si fie stocate, s& poata fi
accesate usor si rapid, respectiv sa fie integrate (mai ales atunci cand sunt de
tipuri foarte diferite). Ultimele doua teme ale capitolului abordeaza tocmai
aceste aspecte. Incepem discutia cu o prezentare a conceptului de bazi de
date si a sistemului de management al unei baze de date. La final prezentam

si comparam cateva formate de fisiere utilizate in cazul Big Data.
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2.1. Volumul, velocitatea si varietatea datelor

Numarul de utilizatori ai unei tehnologii utilizate pentru a produce si
schimba date este enorm si in crestere rapida. Acelasi lucru se intampla si in
cazul obiectelor conectate, respectiv a companiile private si a institutiilor

guvernamentale. Astfel, conform Statista, la nivelul anului 2021, in lume erau

- 5,3 miliarde utilizatori unici de telefonie mobila (mai mult de doua
treimi din populatia globului),

- 4,7 miliarde utilizatori activi ai Internetului (aproape 60% din populatia
globului),

- 4,3 miliarde utilizatori ai platformelor de social media.

- Potrivit aceleiasi surse, in 2021, existau pe glob

- 14,9 miliarde telefoane mobile,

- 10,1 miliarde dispozitive conectate la Internet (IoT).

Zilnic, In lume sunt produse si consumate o multime de date online. Conform
site-ului https://www.internetlivestats.com/, in lume exista la ora actuala un

numar de ordinul miliardelor de

- website-uri (1.95),

- utilizatori activi Facebook (3,1),
- utilizatori activi Google+ (1,1),
- utilizatori activi Twitter (0,4).

Aceeasi sursa estimeaza ca azi (2022.05.13)

- au fost trimise 121 miliarde emailuri,

- realizate 3,8 miliarde cautdri pe Google,

- vizualizate 3,5 milioane videouri pe YouTube,
- scrise 3,7 milioane postari pe bloguri,

- facute 370 milioane postari pe Twitter,

- postate 43 milioane fotografii noi pe Instagram.

Firesc, date fiind estimarile prezentate anterior, volumul de date produs este
enorm si cu o rata de crestere accelerata. Conform raportului IDC, Global
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DataSphere Forecast'?, volumul de date produse in 2021 la nivelul globului a
fost de 79 zetabiti'®, urmand sa ajunga la 181 zetabiti in 2025 (crestere anuala
de 23%). Pentru acelasi interval, capacitatea de stocare va creste de la 10 1a 16
zetabiti (nu toate datele produse sunt si stocate).

Cresterea volumului datelor este insotita de schimbdri majore la nivelul
naturii si locatiei datelor produse. Pe langa datele structurate (relationale si
tranzactionale) stocate in baze de date (SQL), a crescut si va continua sa
creascd volumul datelor nestructurate. Conform aceluiasi raport, in 2025, 80%
din date vor fi nestructurate. In loc si fie stocate in locatii fixe si cunoscute,
usor de controlat si gestionat, aceste date vor fi raspandite peste tot. O
reprezentare sugestiva a locatiilor si volumelor stocate in acestea apare in
Figura 2.1-1. Categoria ,endpoints” include toate dispozitivele precum
telefoanele mobile, senzorii si IoT (obiectele conectate: casnice, dispozitive de
monitorizare personald, masini, computere etc.). Categoria ,edge” include
datele din serverele companiilor din birouri si mici centre de date. Categoria
,core” include centrele de date ale companiilor si centrele globale din cloud.

Figura 2.1-1. Locatia datelor si volumul acestora

Endpoints:
10T, Mobiles,
Laptops,
Vehicles, etc

Edge: Branch
offices,
Celltowers,
Gateways, etc

Core: Large
datacenters
including
public and
private cloud

Sursa: Hack, Ulrike. 2021. What's the real story behind the explosive growth of data?
https://wwuw.red-gate.com/blog/database-development/whats-the-real-story-behind-the-explosive-growth-of-data

12 Reinsel, David. Rydning, John & Gantz, F. John. 2021. Worldwide Global DataSphere Forecast,
2021-2025: The World Keeps Creating More Data - Now, What Do We Do with It AlI?
13 Un zetabit este egal cu 102! biti sau aproximativ 250 miliarde de DVD-uri.
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2.2. Tipuri de date

In relatie cu domeniul IT, datele sunt unititi de informatie formatate si
pastrate sub forma de fisiere in conformitate cu scopuri specifice (pentru a fi
redate / citite, modificate / actualizate, analizate, transformate, transferate
etc.) Datele pot fi grupate in functie de diferite criterii, cele mai des utilizat
fiind gradul de structurare. In functie de acest criteriu distingem intre date
structurate, semistructurate si nestructurate (Figura 2.2-1).

Figura 2.2-1. O tipologie a datelor

Structurate Semistructurate
Meta-date
Tabel XML JSON Senzori
Nestructurate
(date }
despre date)
Text Imagine Video Audio

Datele de tip structurat sunt cele care iau forma unor tabele / structuri
matriceale sau, mai simplu spus o serie de linii si coloane. De obicei, intr-un
astfel de tabel, cazurile, numite si exemple sau observatii, sunt pozitionate pe
linii, iar informatiile asociate acestora pe coloane (Figura 2.2-2). Coloanele
sunt denumite cel mai adesea atribute / variabile / caracteristici / trasaturi
(features) / inregistrari (Mierswa, 2016b, p. 11). In zona stiintelor sociale se
folosesc mai degrabd termenii de variabild si atribut, respectiv caz sau
observatie. Structura unui tabel, mai exact informatiile care apar pe coloane,
este stabilitd Inainte de colectarea datelor (formatul este pre-definit). Adesea,
nu doar formatul tabelar este pre-definit ci si categoriile / variantele de

- 64 DATA MINING PENTRU $TIINTELE SOCIALE




O lume a datelor 2 -

raspuns / inregistrare a informatiilor colectate. Pentru fiecare atribut se
specifica in avans si formatul in care se inregistreaza datele. Formatele de
date care apar intr-un astfel de tabel sunt cel mai adesea de tip nominal /
categorial si numeric si mai rar de tip data sau text nestructurat (caracter /
string). In acest exemplu, datele afisate ca text (,masculin, ,liceu” sau
,muncitor”) sunt de fapt nominale / categoriale. Ele pot fi usor codate ca
variabile / atribute cu coduri numerice (de exemplu, 1=muncitor, 2=maistru,

3=inginer, 4=director).

Figura 2.2-2. Formatul de date structurat de tip tabelar

Atributul 1 Atributul 2 Atributul 3 Atributul 4 Atributul 5 Atributul 6
Id Sex Varsta Educatie Vechime Pozitie
Caz 1 masculin 18 liceu 2 muncitor
Caz2 masculin 45 post-liceald 3 maistru
Caz 3 feminin 64 facultate 1 inginer
Caz 4 feminin 30 doctorat 5 director

Datele de tip semistructurat pot avea o structura interna si diferite marcaje
(tags) cu ajutorul carora sunt identificate si separate elementele componente,
plus relatia dintre ele (poate fi ierarhicd). Schema respectiva nu constrange
tipul de informatie care este stocata. Un exemplu tipic de date de tip
semistructurat este emailul. Un email contine campuri (atribute) precum
emailul destinatarului, al expeditorului, data si subiectul mesajului sau
corpul mesajului. Toate aceste elemente componente structureaza partial un
email, in sensul cd unele campuri sunt standardizate (de exemplu, in campul
corespunzator datei este obligatoriu sa apara data in format standardizat de
tip datd, cAmpurile cu adrese de email acceptd doar un format standard de
tip string care necesitd prezenta caracterului @ 1Inainte de numele
domeniului), pe cand alte campuri sunt nereglementate (de exemplu, in
corpul mesajului, forma textului nu are limitdri stricte). De asemenea, toate
emailurile au acelasi format (aceleasi campuri, aceeasi structura generald),
indiferent cine le expediaza sau cine le primeste.

Toate datele care nu intrd in una dintre cele doua categorii prezentate anterior
sunt de tip nestructurat. De obicei iau forma unui text mai lung care poate
include sau nu si alte tipuri de informatii sub forma unor imagini, filmulete

o
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sau mesaje audio. Acest tip de date este relativ mai dificil de stocat, citit si
analizat de catre programele traditionale. Majoritatea datelor produse in
prezent sunt de tip nestructurat, prin urmare e foarte util sa stim sa le stocam
si mai ales sa extragem din ele informatiile relevante pentru scopurile
noastre. In ultimii ani, tehnologia potriviti pentru stocarea si analiza datelor
nestructurate a avansat foarte mult.

Datele sunt pdstrate (stocate) in computere sau unitati externe, respectiv
transportate de la un computer la altul, sub forma de fisiere. Exista o
multitudine de tipuri (formate) de fisiere, create pentru a inmagazina tipuri
specifice de date. Unele formate de fisiere au ca scop stocarea imaginilor,
altele a textelor, altele a instructiunilor pe care sd le execute procesorul unui
computer, altele a sunetelor s.a.m.d. Asadar, tindnd cont de specificitatea
tipurilor de fisiere, formatul de fisier poate fi folosit drept criteriu de
clasificare a datelor. Existd o suprapunere foarte mare intre clasele rezultate
in urma aplicdrii criteriului gradul de structurare si formatul de fisier. Simplu
spus, datele cu acelasi grad de structurare sunt stocate in general in aceleasi
formate de fisiere. Astfel, datele structurate pot fi stocate sub forma unor

fisiere de tip:

- text (delimited text file): fiecare caz apare pe o linie iar atributele
(coloanele) sunt separate cu ajutorul unor caractere specifice; formatele
cele mai des utilizate sunt csv (comma-separated file) si tsv (tab-
separated file);

- xlsx: tabel Microsoft Excel;

- sav: set de date SPSS;

- dta: set de date Stata;

- sas7bdat: set de date SAS;

- rdata: set de date R;

- rmhdf5table: set de date RapidMiner;

- etc

Formatele in care apar cel mai adesea datele semistructurate sunt JSON
(JavaScript Object Notation) si XML (eXtensible Markup Language).
Formatul JSON reprezinta datele sub forma unei structuri de perechi nume +
valoare. Valorile pot fi de tip text (string), numeric, boolean (true/false), null
(marcheaza absenta intentionata a unei valori), matrice (array) sau chiar alte

- 66 DATA MINING PENTRU $TIINTELE SOCIALE




O lume a datelor 2 -

obiecte de tip JSON (inclusiv matrice de obiecte care pot contine alte matrice
care la randul lor pot contine obiecte, s.a.m.d.). Folosind cateva reguli simple
de marcare, formatul XML este utilizat pentru a codifica documentele intr-o
forma ce poate fi citita atat de catre oameni cat si de programe. Pentru a stoca
sireprezenta datele, ambele limbaje de marcare folosesc formatul text (codare
Unicode). De asemenea, ambele formate pot reprezenta date situate la nivele
multiple (nested). Reprezentarea datelor in formatul JSON este mai putin
redundanta. Un scurt exemplu de codificare a acelorasi date in cele doua
formate este prezentat mai jos (Tabelul 2.2-1).

Tabelul 2.2-1. Formatele de date structurate XML si J[SON

XML: JSON:

<angajat> {

<nume> xulescu </nume> "nume": "xulescu",
<vechime> 10 </vechime> "vechime": 10,
<varsta> 44 </varsta> "varsta'": 44,
<educatie> master </educatie> "educatie": "master"
</angajat> }

Datele nestructurate pot fi stocate in diferite formate, functie de tipul lor.
Datele nestructurate de tip textual pot fi pastrate in fisiere de tip txt, docx, rtf,
odt, pdf etc., datele de tip imagine apar sub forma unor fisiere de tip jpg, gif,
png, tiff etc., cele video in fisiere de tip avi, mkv, mov, mp4 etc., iar cele audio
in fisiere de tip mp3, wav etc.

Un criteriu de clasificare utilizat relativ mai rar, dar probabil tot mai
important este autoreferentialitatea. Mai exact, distingem intre date care se
referd la fenomenul de interes In sine si date care se refera la datele despre
fenomen. Simplu spus, datele se pot referi sau nu la alte date. In literatura de
specialitate, datele relativ la alte date se numesc meta-date. De exemplu, cu
privire la datele colectate in cadrul unei anchete, setul de date rezultat poate
avea asociate diferite alte informatii de interes precum: perioada colectdrii,
tipul de anchetd, operatorul care a colectat datele, caracteristicile socio-
demografice ale acestuia, tipul de intrebare, durata de aplicare a intrebarii,
timpul scurs intre doua intrebdri, durata totald de aplicare a chestionarului

etc. In relatie cu o imagine, meta-datele se pot referi la coordonatele
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geografice asociate acesteia, data si ora la care imaginea a fost realizatd,
rezolutia, tipul de aparat folosit si caracteristicile acestuia etc.

In RapidMiner Studio putem lucra cu toate aceste tipuri de fisiere. Trebuie
doar sa identificim formatul fisierului, operatorul aferent, apoi sa comparam
avantajele si limitele diferitelor tipuri de fisiere relativ situatia concreta in
care ne aflam, scopul procesului: realizarea unei analize in RapidMiner,

stocarea datelor, transportarea si/sau transferul lor in alte formate / sisteme.

2.3. Baze de date si sisteme de management al bazelor de date

Set de date (dataset) si tabel de date (datatable)

Terminologia utilizata de diferite discipline pentru a se referi la aceleasi
concepte este uneori diferita. De exemplu, in stiintele sociale, conceptul de
baza de date (database) este folosit uneori intersanjabil cu cel de fisier / set de
date (datafile / dataset) si se referd la ceea ce specialistii din alte domenii
precum IT sau analiza datelor (data mining) numesc tabele de date (table sau
dataframe). Acestia din urma, folosesc conceptul de baza de date pentru a se
referi la unul sau mai multe tabele de date relationale (legate intre ele prin
una sau mai multe variabile cheie), la stocari de tip obiecte, depozite de

documente, grafuri sau alte tipuri de reprezentare a datelor.

O baza de date este gdzduita de un server de date (poate fi si unul local),
contine cel mai adesea mai multe fisiere, formate si compresii specifice
(softurile au nevoie de drivere pentru conectare, interactiune cu datele), au
sintaxe de interogare specifice, iar volumele datelor sunt foarte mari. Fisierele
de date au volume relativ mai mici de date, incluse intr-un fisier unic,
adeseori flat-file, sunt usor de accesat si interogat de softuri diverse, respectiv

usor de transportat.

Un set de date (dataset) este o colectie de elemente de acelasi tip pentru care
dispunem de o serie de informatii. Setul de date ia cel mai adesea forma unui
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tabel'* (unei matrice), adica un numar de linii si coloane, cazurile (indivizii
statistici sau elementele) aparand de obicei pe linii, iar atributele (variabilele)
pe coloane.’ De obicei, un set de date nu se schimba in timp si este utilizat
pentru analize statistice. O mica parte a unui astfel de set de date este
prezentat in Figura 2.3-1.

Figura 2.3-1. Un exemplu de set de date in format tabelar (dataset)

id_angajat | nume_ang | prenume_ang | telefon_ang | email _ang
1 aaa bbb 0745xxxxXX a.b@em.ro
2 ccc ddd 0746xxxxxX c.d@em.ro

In RapidMiner Studio, conceptul de tabel (table) se refera la orice set de
informatii organizate sub forma de linii si coloane, deci si la un tabel cu
rezultatele unei analize. Prin urmare, sensul cu care este folosit conceptul in
RapidMiner Studio este unul ceva mai general comparativ cu conceptul de

table / dataset descris mai sus.

Strategii de management si analiza a datelor

Tehnologiile de management si analiza a datelor pot fi grupate in patru mari
categorii (Tabelul 2.3-1). O prima dimensiune a clasificarii distinge intre
bazele de date si alte tipuri de fisiere (text, foi de calcul, formate specifice
diferitelor softuri de analiza statistica). Bazele de date sunt utile mai ales
atunci cAnd volumul datelor este foarte mare. In cazul datelor structurate, in
majoritatea situatiilor se folosesc baze de date relationale (SQL), iar in cazul

datelor nestructurate bazele sunt non-relationale (NoSQL) (acestea din urma

14 O perspectiva similara este adoptatd si in pachetul de analiza statistica R, un tabel / set de
date fiind numit aici dataframe (Dusa et al., 2015, p. 170).
15 Setul de date poate lua si alte forme decat tabelare. Un astfel de format este json. Un mic
exemplu (4 variabile si un caz) de set de date in format json este urmatorul:
{
"numele": "Pop",
"prenumele": "Toan",
"varsta'": 47,
"pozitia": "manager”

}
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pot lua diferite forme, functie de tipul datelor). Daca volumul datelor este
redus si datele sunt de tip structurat, putem folosi foile de calcul sau diferite

programe de analiza statistica.

Tabelul 2.3-1. Tehnologii de management si analiza a datelor

Fisiere text, foi de calcul Programe de analiza statistica
- volum mic de date - volum mic/mediu de date
- analiza simpla - tipul de analiza este potrivit pentru
- analiza nu va fi repetata programul statistic ales
Baza de date relationala (SQL) Baza de date non-relationald (NoSQL)
- date structurate - date nestructurate
- volum mare de date - volum foarte mare de date
- analiza va fi repetata in timp, pe - analiza datelor se face in principal
versiunile noi ale bazei de date inafara bazei de date, folosind un
- dorim sa impartdsim datele si analizele limbaj de programare
cu alte persoane

Sursa: (Foster & Heus, 2021, p. 69)

in domeniul stiintelor sociale, managementul, analiza si prezentarea datelor,
cel mai adesea, sunt realizate folosind softuri statistice precum SPSS, Stata,
SAS si R. Pe mdsurd ce complexitatea si marimea datelor din societatea
actuala creste, o astfel de abordare se confrunta cu multiple probleme. Sa

consideram urmatoarele situatii:

Situatia Date # cazuri # atribute marime (biti)
A mici 103 200-300 106 (1 MB)
B medii 106 100-200 10° (1 GB)
C mari 10° 50-100 102 (1 TB)

Care sunt solutiile posibile pentru managementul si analiza unor astfel de
date? Programele de analiza statistica, precum SPSS si Stata, incarca tot setul
de date in memoria de lucru, deci pot lucra fara probleme cu datele din
situatia A (date mici). Functie de memoria disponibild, sunt sanse mari ca
aceste programe sa nu poata incdrca si analiza datele din situatia B (sau

durata acestor operatii sa fie foarte mare) si, aproape sigur nu vor putea
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incarca datele mari (situatia C). In plus, de fiecare datd cand vom dori sd

analizam aceste date, va trebui sa le incarcadm din nou.

Baze de date (databases)

O baza de date (database) este constituita dintr-un set de seturi de date
(datasets). Fiecare set este centrat pe o anumita categorie de informatii. in
general, seturile de date includ una sau mai multe variabile ,cheie”, de
identificare (id). Cu ajutorul acestor variabile putem combina diferite
informatii din doua sau mai multe seturi si produce astfel un nou set de date.
De obicei, o baza de date se schimba in timp (se adauga cazuri, uneori chiar
si noi tipuri de informatii) si este utilizata pentru a produce date pentru

diferite rapoarte.

Structura unei posibile baze de date relationale din domeniul resurselor
umane este prezentats in Figura 2.3-2. In practics, o astfel de bazi de date
integreazda mult mai multe surse de informatii, asa cum rezulta si din
Figura 2.3-3.

Fiqura 2.3-2. Un exemplu de bazi de date relationali (relational database)

ANGAJATI
DEPARTAMENTE
[id_departament ]<_ nume_ang \
nume_dep prenume_ang
id_manager telefon_ang
domeniu_dep email_ang
id_departament SALARII
POZITII /h[ | an
nume_poz salariu
sal_min prima
sal_max bonuri
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Figura 2.3-3. Structura unei baze de date relationale din domeniul resurselor umane

s ™\ N s at s
. Demographic Performance CRM
Recruiting
data management data

Learning
management

Job Compensation Financial
architecture & benefits data

Talent Exit Production
development interview management data

Succession
planning

|
| |
|

" . Sales
Learning Travel Mentoring data
\ J J .\ .
™\ N { {
Employee Wellbeing Absence Other
survey data and wellness data sources
L. A v A | »

HRIS Other HR Business
data data data

Sursa: https:/[www.aihr.com/blog/hr-data-sources/

Principala dimensiune in functie de care pot fi clasificate bazele de date
constd In utilizarea sau nu a unui limbaj de interogare structurat (Structured
Query Language, adicd SQL). Bazele care folosesc un astfel de limbaj sunt
numite si relationale sau SQL, iar cele care nu-l folosesc sunt numite non-
relationale sau NoSQL. Fiecare dintre aceste tipuri de baze sunt potrivite intr-
0 mdsurd mai mare pentru anumite tipuri de situatii si sarcini. O schema
sinteticd este prezentatd in Tabelul 2.3-2.

Tabelul 2.3-2. Tipuri de baze de date: relationale (SQL) si nerelationale (NoSQL)

Tip baza Exemple Avantaje Dezavantaje Utilizari
Sist
MySQL, tranzl:lcigflale'
lationali PostgreSQL, ACID (atomizare, Schema fixa, dificil de ’ ’
Relationald Oradle, SQL consistentd, izolare, scalat procesarea
Server, Teradata durabilitate)!6 comenzilor,

vanzari, spitale

16 Atomizarea se refera la faptul ca fiecare tranzactie (actiune / comanda) este tratatd ca o
unitate singulara care fie reuseste complet, fie esueaza complet. Consistenta se refera la
faptul cd o tranzactie modifica baza de date dintr-o stare valida In alta, tot valida. Izolarea
se referd la faptul ca executarea concurenta a tranzactiilor produce o stare identicd a bazei
precum executia secventiala. Durabilitatea se referd la faptul ca o datd ce o tranzactie a fost
comisd, ea va ramane comisa chiar daca sistemul ,,cade”.
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Tip baza Exemple Avantaje Dezavantaje Utilizari

< 1 . Consistenta nu este
Schemad dinamicd; usor

NoSQL: Dynamo, oy . imediatd; interogarea L
. Q Y . scalabild; debit mare al . . g Aplicatii Web
cheie-valoare Redis nivelurilor superioare ’
datelor ooy
nu este posibild
Similar cu baza cheie- Consistenta nu este
NoSQL: Cassandra, valoare; distribuita; imediata; utilizarea Analiza
coloana HBase compresie mai bund la tuturor coloanelor este  la scara larga
nivel de coloane ineficienta
Consistenta nu este
NoSQL: CouchDB, Indexeaza tot imediatd; interogarea L
. . , Aplicatii Web
document MongoDB documentul (JSON) nivelurilor superioare
nu este posibild
Sisteme de
NoSQL: Neo4j, Interogarile de tip graf ~ Putin eficiente pentru ~ recomandare,
graf (retea) InfiniteGraph sunt rapide analize de alt tip retele sociale,

rute transport

Sursa: (Foster & Heus, 2021, p. 72)

Bazele de date relationale sunt utilizate pe scara larga si reprezinta o solutie
potrivita in foarte multe contexte de cercetare din stiintele sociale. Ele permit
organizarea, stocarea si analiza eficientd a unui volum mare de date
structurate (liniile reprezinta cazurile iar coloanele atributele). Adoptate
relativ mai recent, dar Iintr-un ritm tot mai alert, bazele non-relationale pot fi
utile in anumite contexte specifice de cercetare si analizd. Ele sunt mult mai
flexibile, pot contine multe tipuri de date, foarte diferite, au o schema
dinamica (aceasta este fixa in cazul bazelor SQL), datele sunt organizate pe
linii (vs. tabele in SQL), sunt scalabile pe orizontald!” (vs. verticala in SQL),
sunt mai potrivite In cazul datelor flexibile, fara relatii rigide. Suportul de

specialitate in cazul bazelor NoSQL este relativ mai limitat, dar in crestere.

Sistemul de management al unei baze de date (DBMS)

In general fiecare bazi de date are asociat un program cunoscut sub numele
de sistem de management al bazei de date (DataBase Management System -
DBMS). DBMS poate fi definit simplu astfel:

17 Pentru a madri performanta si capacitatea unei baze SQL trebuie sa-i crestem puterea de
calcul, deci, teoretic, acest tip de baza poate creste doar pand la un anumit nivel (determinat
de limita componentelor hardware).

PREGATIREA DATELOR iN RAPIDMINER STUDIO 73 -




- 2 O lume a datelor

,Un DBMS este un sistem care interactioneazd cu utilizatorii, cu alte
aplicatii si cu baza de date pentru a captura si analiza datele” (Foster & Heus,
2021, p. 71).

Deci, DBMS are rolul de interfata intre baza de date si utilizatorii acesteia
(persoane sau programe). DBMS defineste drepturile de accesare si
modificare a datelor, respectiv asigura accesarea si modificarea datelor. De
asemenea, DBMS supravegheaza si controleaza baza de date, respectiv
realizeaza diferite functii = administrative precum monitorizarea
performantei, reglarea, realizarea unei copii de rezerva (backup) si
recuperarea datelor.'®

DBMS are trei componente (Foster & Heus, 2021, p. 71), acestea lipsind sau
fiind limitate in cazul seturilor de date folosite de programele de analiza
statistica:

- un model al datelor: elementele, proprietdtile acestora, respectiv
relatiile dintre elemente; simplu spus, schema bazei de date, adica
tabelele, relatiile dintre ele, respectiv coloanele fiecdrui tabel si tipul lor;

- un limbaj de interogare: modalitatea prin care comunicam cu baza de
date pentru a o modifica (addugdm, actualizdm, stergem elemente),
producem noi tabele, extragem informatii din baza; majoritatea bazelor
de date relationale suporta SQL; limbajul asigura accesul eficient la date
si oarecum optimizeaza interogarile astfel incat rezultatele sd fie
accesibile cat mai repede; cel putin la fel de important, limbajul asigura
accesul simultan la date pentru mai multi utilizatori (persoane si
programe);

- un suport pentru tranzactii si recuperarea datelor: o baza de date
protejeaza accesul la date, respectiv integritatea acestora; de exemplu,
in cazul in care PC-ul nu mai functioneaza brusc in timpul realizarii

unei operatiuni, continutul bazei sa nu fie corupt.

DBMS simplifica foarte mult managementul datelor mari.” Acestea pot fi

organizate in diferite modalitati care permit explorarea rapida si eficientd,

18 https://www.oracle.com/ro/database/what-is-database/#WhatlsDBMS
19 Unele versiuni recente de baze de date simplificd si mai mult tot procesul, automatizand
majoritatea actiunilor legate de acestea. Un exemplu in acest sens il reprezintd bazele de date
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stocarea de duratd, consistenta si integritatea, analize intuitive. Toate aceste
actiuni pot fi realizate in cadrul DBMS si/sau prin intermediul aplicatiilor si

softurilor cu care aceasta este conectata (Foster & Heus, 2021, p. 68).

In concluzie, oricine este interesat de analiza datelor sociale trebuie si
inteleaga cel putin la nivel de Incepdtor ce este si cum functioneaza o baza de
date si un sistem de management al acesteia. Asa cum concluzioneaza si alti
autori (Foster & Heus, 2021, p. 67), daca ar trebui sd alegem o singura
recomandare din acest capitol, aceasta ar fi: ,Atunci cand ai date mari,
foloseste o baza de date!”. Mai nuantat, preferam sa folosim o baza de date
mai ales in situatiile In care cel putin una dintre afirmatiile urmatoare este
adevarata:

- setul de date este actualizat relativ constant de catre diferiti utilizatori,

- ne dorim ca utilizatorii sa aiba drepturi diferite relativ la accesarea si
folosirea datelor,

- analiza este realizatd automat pe un server care trimite ulterior
rezultatele catre un browser sau alt tip de client (aplicatie informatica,

dispozitiv inteligent etc.).

2.4. Formate de fisiere pentru Big Data

Probabil cele mai relevante criterii in functie de care putem descrie si evalua

formatele de fisiere pentru bazele mari de date sunt urmatoarele:

- text vs. binar, respectiv datele pot fi citite / intelese de oameni sau doar
de softuri specifice (human-readable vs. machine-readable);

- stocare pe linii vs. coloane (cazuri vs. atribute);

- schema bazei de date: inclusa sau nu, respectiv modificabild sau nu;

- divizibilitatea: posibild sau nu;

- gradul de compresie.?

autonome de la Oracle. O astfel de baza (autonomous database) este situata in cloud si
foloseste algoritmi de Invatare automatd pentru a automatiza procese precum securizarea,

producerea si gestionarea copiilor de sigurantd, actualizarea bazei sau alte operatii rutiniere
de management realizate in mod obisnuit de cdtre administratorul unei baze de date
(https://www.oracle.com/autonomous-database/what-is-autonomous-database).

2 Pentru o lista extinsa se poate consulta Tabelul 2.4-3.
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Text vs. binar

La nivel de bazd, toate tipurile de fisiere stocheaza datele in format binar.
Ambele tipuri de formate, text si binar, stocheaza datele in serii de biti
(valorile 0 si 1). Dincolo de aceasta trasatura comuna, cele doua formate

prezintd o serie de diferente.

Formatul text este mai restrictiv, contine doar text (textul si numerele sunt
toate stocate ca text) (bitii reprezintd caractere). Formatul binar poate stoca
orice tip de informatii / date, text, numadr, imagine, audio si video, in orice

combinatie (bitii reprezintd orice tip de date).

Formatul text este usor de citit si inteles de utilizatori, respectiv usor de folosit
si modificat (e nevoie de un simplu editor de text). Formatul binar este cel
mai adesea imposibil de citit si Inteles de utilizatori, fiind nevoie de un soft
special pentru asta.

Formatul binar poate fi corupt mai usor, erorile sunt dificil de identificat, iar
0 micd eroare poate face ca fisierul sa nu mai poata fi citit (corect) de
computer. Erorile din formatele text pot fi identificate si corectate usor, iar
fisierul se deschide fara probleme chiar daca include erori.

Foarte multe din datele cu care lucram sunt de tip numeric. Astfel de date pot
fi reprezentate atat in forma de text, cat si in forma numerica. Formatul binar
este mai eficient pentru stocarea numerelor. De exemplu, pentru a stoca un
numdr cel mult egal cu 65536, formatul binar are nevoie de doi biti, in timp

ce formatul text consuma cinci biti.

Stocare pe linii vs. coloane (cazuri vs. atribute)

Datele structurate pot fi stocate in doua moduri: in relatie cu liniile / cazurile
sau in relatie cu coloanele / atributele. Fiecare dintre aceste variante prezinta
avantaje si dezavantaje, functie de situatia concretd in care ne aflim. In
imaginile de mai jos (Figura 2.4-1, Figura 2.4-2) am ilustrat situatia generala,
respectiv un exemplu. In fiecare situatie tabelul contine trei cazuri (linii) si
patru atribute (coloane). Stocarea datelor in functie de linii ordoneaza datele
astfel: valorile asociate primului caz, in ordinea atributelor, apoi valorile
asociate cazului secund, in ordinea atributelor, si tot asa. Stocarea datelor in
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functie de coloane ordoneaza datele astfel: valorile asociate primului atribut,
in ordinea cazurilor, apoi valorile asociate atributului secund, in ordinea

cazurilor, si tot asa.

Stocarea in functie de cazuri / linii este de preferat atunci cand dorim sa
addugdm, elimindm si modificdim usor si rapid cazuri, respectiv sd accesam
si procesdm un caz / o linie in intregime. Aceste avantaje o fac utild in cazul
OLTP (OnLine Transactional Processing). Stocarea in functie de atribute /
coloane este utild mai ales atunci cand dorim sd interogdm (analytic queries)
rapid seturi mari de date cu privire la anumite atribute (OLAP = OnLine
Analytical Processing). Ignorand toate atributele care nu apar in interogarea
dorita, acest tip de stocare reduce semnificativ durata procesarii.

Figura 2.4-1. Stocare pe linii vs. coloane (cazuri vs. atribute)

Col A | ColB | ColC | Col D Stocare pe linii Stocare pe coloane
Linia 1 Al B1 C1 D1 Al Atributul / Al
Linia 2 A2 B2 C2 D2 Cazul / B1 coloana 1 A2
Linia3 | A3 | B3 | <3 | D3 linfa 1 S (id) A3
D1 Atributul / B1
L A2 coloana 2 B2
Stocare pe linii Cazul / B2 (firm3) B3
A1B1C1D1A2B2C2D2 A3B3 C3D3 linia 2 2 Atributul / Cil
Stocare pe coloane D2 coloana 3 C2
Al A2 A3B1B2B3C1C2C3D1D2D3 A3 (pozitie) a3
Cazul / B3 Atributul / D1
linia 3 C3 coloana 4 D2
D3 (salariu) D3

Figura 2.4-2. Stocare pe linii vs. coloane (cazuri vs. atribute) (exemplu)

id | companie pozitie salariu Stocare pe linii Stocare pe coloane
1 A conducere 10000 1 Atributul / L
Cazul / A coloana 1 2
2 B executie 5000 linia1l | conducere (id) 3
3 C executie 6000 10000 Atributul / A
o e : 2 coloana 2 B
Stocare pe linii e
. Cazul / B (firma) C
1 A conducere 10000 2 B executie 5000 linia 2 R Atributul /| conducere
3 C executie 6000 5000 coloana 3 | executie
Stocare pe coloane B (pozitie) executie
123 A B C conducere executie Cazul / C Atributul / 10000
executie 10000 5000 6000 linia3 | executie coloana 4 5000
’ 6000 (salariu) 6000
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Schema unei baze de date

Fiecare baza de date are asociatd o schema. Schema (structura) contine
informatii cu privire la definitiile atributelor, tipurile si formatele acestora,
uneori si la rolul atributelor. Cu privire la o schema, ne intereseaza cel putin

urmatoarele:

- Poate fi modificatd (addugarea / eliminarea / redenumirea unui atribut)
si cat de usor se poate face asta?

- DPastreaza compatibilitatea intre diferitele versiuni ale schemei? Cum se
realizeaza acest lucru?

- Poate fi citita de oameni (human-readable) sau doar de un soft? E
necesar sa fie?

- Cat de repede poate fi procesata?

- Ce impact are asupra marimii datelor (spatiului necesar pentru stocare)?

O schema poate fi fixa, dar cel mai adesea aceasta sufera modificari in timp
(ani). Modificarile pot lua diferite forme precum schimbarea definitiei unor
atribute, a tipului si/sau variantelor de rdspuns asociate acestora, respectiv
redenumirea unor atribute, eliminarea si/sau addugarea unor atribute noi.
Modificarea schemei, inclusiv pdstrarea compatibilitatii cu versiunile
anterioare, este posibila doar in cazul unora dintre formatele de baza de date.
O schema poate fi inclusd In baza de date sau furnizata separat. Suplimentar,
in cazul fisierelor binare, schemele sunt utilizate pentru a cripta si decripta
continutul.

Divizarea unei baze de date

Bazele de date contin adesea un volum foarte mare de date (numar mare de
linii si coloane). Distinctia dintre o baza de date mica si una mare este dificil
de facut, depinzand foarte mult de context. Se considera ca o bazad mica este
una care poate fi Incdrcatd in memoria unui PC obisnuit (o bazd mare nu
poate fi). In context institutional, o companie poate folosi urméitoarea
clasificare, functie de numarul de linii din baza de date: micd (< 1 mil.), medie
(1<10 mil.), mare (10<100 mil.), foarte mare (100+ mil.). Cel putin in cazul

bazelor mari si foarte mari, e important ca formatul folosit sa permitd
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divizarea (impartirea) bazei in baze mai mici (chunks of data) pentru a putea
paraleliza operatiile (rularea in paralel a comenzilor, folosirea simultana a

mai multor procesoare). Formatele csv, xml si json sunt dificil de divizat.

Comprimarea unei baze de date

Rata de compresie reprezintd o alta caracteristica foarte importanta. Stocarea,
transferul si accesarea unei baze de date reprezintd operatiuni care necesita
foarte multe resurse (timp si bani), deci e util ca aceasta sa fie cat mai mica.
Rata de compresie a unei baze de date depinde foarte mult de formatul
acesteia. Bazele de date organizate pe coloane au rate de compresie
semnificativ mai mari, deci o baza de date organizata pe coloane va ocupa un
spatiu semnificativ mai mic comparativ cu aceeasi bazd organizata pe linii
(compresia este mai eficienta atunci cand datele sunt de acelasi tip, cum e
cazul organizadrii pe coloane / atribute). Aceasta diferenta se observa foarte
usor in Tabelul 2.4-1 - datele in format CSV au o mdrime de aproximativ sapte

ori mai mare comparativ cu cele in format Parquet.

Tabelul 2.4-1. Mdarimea unei baze de date in formatul CSV vs. Parquet

Tip baza Numele # linii # coloane Marime (GB)
de date bazei de date CSsv Parquet
x-small claim_history_day 317,617 201 0.3 0.04
small claim_history_month 5,548,609 202 4.8 0.7
medium claim_history_year 66,001,292 201 57.3 7.5
large claim_history 408,197,137 201 351.5 45.1

Sursa: Garnett, Ryan; Wong, Ray & Reed, Dan. 2022. Speed Up Data Analytics and Wrangling With Parquet
Files. https:/[www.r-bloggers.com/2022/04/speed-up-data-analytics-and-wrangling-with-parquet-files/

Pentru a ilustra modul in care functioneaza compresia in cazul fisierelor
Parquet, prezentam un exemplu simplu de comprimare prin codificare de tip
dictionar (dictionary compression) (Figura 2.4-3). In acest exemplu, atributul
Department are trei categorii (IT, Human Resources, Solutions), categoria IT
fiind prezentd de patru ori. Fiecdrei categorii 1i este asociatd o valoare
numerica (0: IT, 1: Human Resources, 2: Solutions), codificarea devenind
parte din dictionarul bazei de date (valorile numerice sunt stocate binar).
Seria de date initiala devine ,0 1 0 2 0 07, ulterior fiind comprimata
suplimentar sub forma ,,01 02 (0,2)”, unde (0,2) semnifica faptul ca valoarea
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0 (IT) este luata de doua ori consecutiv. Astfel, aceeasi baza de date in format
Parquet va ocupa un spatiu semnificativ mai mic comparativ cu formatele
CSV, JSON, sau XML.

Figura 2.4-3. Formatul Parquet: un exemplu de comprimare a dictionarului

IT 01T

Euma" 1: Human
esources - Resources

g o 2: Solutions

IT"” ons 010200 =>

T 0102(0,2)

Sursa: Butterfly Thoughts. 2021. Probably The Best Alternative to CSV Storage: Parquet Data.
https://geekflare.com/parquet-csv-data-storage/

Mai mult, timpul de procesare necesar pentru o baza de date Parquet va fi
semnificativ mai redus (la fel si costurile asociate). Astfel, in cadrul unui
experiment In cadrul cdruia au fost comparate formatele CSV si Parquet
(relativ la durata de procesare a unor sarcini precum join, grupare, numarare,
sumarizare in cazul unor baze de marimi diferite), timpul de procesare a
variat in cazul CSV de la 10.9 secunde la 40 minute, iar in cazul Parquet de la
0.3 la 16.4 secunde.? O concluzie similara a rezultat si In urma altui

experiment (Tabelul 2.4-2).

Tabelul 2.4-2. Performanta CSV vs. Parquet

Dataset Marimea bazei Timp executie Volum date Cost
(Amazon S3) (TB) (secunde) scanate (TB) ($)
Ccsv 1,00 236,00 1,15 5,750
Parquet* 0,13 6,78 2,51 0,013
Economii 87% mai putin 34x mai rapid 99% mai putin 99.7% mai
(timp si bani) Parquet Parquet Parquet putin Parquet

(*comprimare Snappy)
Sursa: Sinha, Abhishek & Mukerje, Neil. 2016. Analyzing Data in S3 using Amazon Athena.
https://aws.amazon.com/blogs/big-datalanalyzing-data-in-s3-using-amazon-athena/

O comparatie sintetica

In Tabelul 2.4-3 am caracterizat sintetic principalele formate de baze de date
folosind dimensiunile discutate anterior dar si altele. Cei interesati de mai

21 Caracteristici PC: Ubuntu 20, 16 cores, 2.30GHz CPU, 1TB RAM.
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multe detalii pot consulta sursele online mentionate sau diferite texte de

specialitate.

Tabelul 2.4-3. O comparatie a formatelor de fisiere utilizate in cazul Big Data

1978 1996 2001 2008 2009 2013 2016
Protocol
22
Format CSsv XML JSON Buffers AVRO Parquet ORC
?:te definite text text text text binar binar binar
. 23
Tipul datelor nu nu da da da da da
este definit?
Poate f.l citit de da da da nu nu nu nu
oameni?
.Supor.ta structuri nu da da da da da da
ierarhice?
isc(l:il:t; edzt:; lor? nu oarecum oarecum da da da da
Evolutia
. + + + ++ -+ ++ ++
schemei
Tip stocare linie linie linie linie linie coloana  coloana
da da da da
e it oo
Divizibilitate? da nu (JSON lines) nu - - it
Ratd compresie + + + ++ o+ St ot
Viteza scriere + + + + ++ ++ St
Viteza citire + + + + ++ o+ -+
OLAP/OLTP?* OLTP OLTP OLTP OLTP OLTP OLAP OLAP
Batch?5 da da da da da da da
Stream?26 da nu da da da nu nu
. Relativ . RPC & Big Data & Big Data & Big Data
Ecosisteme universal Enterprise AP & Web Kubernetes  Streaming BI & BI

Sursa: Pentru realizarea acestui tabel au fost folosite o serie de resurse online.?”

2 CSV (comma-separated value), XML (eXtensible Markup Language), JSON (JavaScript

object notation), AVRO, ORC (Optimized Row Columnar).

2 Daca definim tipul de atribut / valoare, avem cel putin doud avantaje: putem identifica rapid si
corect informatia (de exemplu, putem distinge un numar Intr-un text sau o valoare nula de textul
“null”); codificarea in formatul binar reduce spatiul de stocare (de exemplu, pentru a stoca
valoarea “1234” avem nevoie de 4 octeti in timp ce valoarea 1234 consuma doar 2 octeti).

24 OLTP = OnLine Transactional Processing; OLAP = OnLine Analytical Processing.

% Procesarea (citirea, transformarea, analiza) simultand a mai multor cazuri (grupuri de cazuri
sau toate cazurile) dintr-o baza de date.

% Procesarea (citirea, transformarea, analiza) unui caz in timp real, imediat ce acesta a fost

inclus in baza de date.
27 Ngom, Aida. 2020. Comparison of different file formats in Big Data. https://www.adaltas.com/en/
2020/07/23/benchmark-study-of-different-file-format Nexla. 2018. An Introduction to Big Data

o
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Alegerea formatului de fisier pentru o baza de date depinde de tipul de
sarcina si de criteriile de calitate urmadrite cu prioritate. Astfel, daca ne
intereseaza rata compresiei si viteza de recuperare a datelor in vederea
raportdrii, vom alege formatele Parquet sau ORC; daca ne intereseaza viteza
de scriere si/sau posibilitatea de a modifica schema bazei de date, vom
prefera formatul AVRO. Simplu spus, atunci cand ne intereseaza sa analizam
cateva atribute, alegem un format de baza ordonat in functie de coloane; cand
vrem sa accesam cazuri, folosim formate bazate pe linii. Astfel, formatul
AVRO este mai potrivit atunci cand procesdm o baza de date, iar Parquet

atunci cand o analizam.

Formats. Understanding Avro, Parquet, and ORC. https://www.nexla.com/resource/introduction-
big-data-formats-understanding-avro-parquet-orc Luminousmen. 2019. Big Data File Formats.
https://luminousmen.com/post/big-data-file-formats Bhatia, Rahul. 2021. Big Data File Formats.
https:/www.clairvoyant.ai/blog/big-data-file-formats Kumari, Rashmi. 2022. Big Data File Formats.
https://www.hcltech.com/blogs/big-data-file-formats
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I, 3

3. PROGRAMUL RAPIDMINER STUDIO:
DATA MINING PE INTELESUL TUTUROR

Daca ar trebui sd descriem programul RapidMiner Studio in cat mai putine
cuvinte, am putea spune simplu ,sintaxa vizualda”. Pentru a rula o analiza, tot
ce trebuie sa facem este sa alegem comenzile dorite, sd le conectam intre ele si sa
indicam optiunile preferate relativ la fiecare comanda (unde este cazul). De
exemplu, pentru a realiza un model de predictie folosind clasificatorul arbore
decizional (decision tree) trebuie sa conectam doar doi operatori, setul de date si
clasificatorul (Figura 3-1, stanga). Pentru a indica ce rezultate dorim sd obtinem,
conectdm output-urile operatorului ,Decision Tree” (mod, exa si wei) la
butoanele rezultate (res). Obtinem astfel modelul de predictie, setul de date si
ponderarile asociate atributelor / variabilelor. Suplimentar, daca dorim sa
validdm modelul, folosim operatorul (comanda) , Cross Validation” si includem
clasificatorul , Decision Tree” in interiorul acestuia (Figura 3-1, dreapta). Pentru
a vedea rezultatele, conectam fiecare dintre output-urile mod, exa, tes si per la
cate un buton res. Obtinem astfel modelul de predictie, setul de date folosit
pentru antrenarea modelului, setul de date folosit pentru testarea modelului si
masurile de performanta a clasificarii.

Figura 3-1. Cum aratd un model de predictie in RapidMiner Studio?

Model simplu Model cu validare

Retrieve Customer ... Decision Tree Retrieve Customer ... Cross Validation

1 c out tra rrod f out
. cC

O

RapidMiner Studio indeplineste cateva conditii majore ale unui soft de
analiza de data mining: (1) este intuitiv si usor de utilizat, (2) face posibile
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reproductibilitatea si reutilizarea analizelor, (3) poate analiza date de diferite

tipuri (structurate si nestructurate; date, text si imagine), (4) poate rula foarte
multe tipuri de modele, (5) ofera posibilitatea de automatizare a proceselor
de pregatire si modelare a datelor, (6) poate interactiona cu si rula comenzi
scrise in alte programe / limbaje (Python, R, SQL).

In acest capitol vom discuta despre perspectivele RapidMiner Studio (Views),
ecranul de intampinare (Welcome), ferestrele si meniul RapidMiner Studio
(Chisholm, 2013; Mierswa, 2016a; RapidMiner, 2014).

3.1. Perspectivele RapidMiner Studio (Views)

RapidMiner Studio ofera posibilitatea de a trece rapid de la o categorie majora
de informatii si/sau actiune la alta, functie de intentiile utilizatorului. Alegerea
intre aceste categorii, numite generic Perspective (Views), se face simplu,
alegand unul dintre taburile pozitionate in zona de sus-centru, pe o singura
linie. Astfel putem alege una dintre perspectivele Design, Results, Turbo Prep,
Auto Model sau Deployments. La start, programul afiseaza automat
perspectiva Design si ferestrele implicite asociate acesteia (Figura 3.1-1), dar
utilizatorul poate schimba rapid pe oricare dintre celelalte perspective.

Figura 3.1-1. O imagine de ansamblu asupra programului RapidMiner Studio

Views Design Results Turbo Prep Auto Model Deployments J

W k-5 TS v T | s e

= Depozit 7= [Proces Perspective si s avw amm  Parametri

™) = = Intampinare

wm < Qperatori

............... Operatori recomandati -

P 7 bt - e ] 5 P rebangm

Nota: Perspectiva Design la start, varianta implicitd, usor modificati
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Fiecare perspectivd include ferestre (Panels) specifice tipului de informatie
sugerat de denumirea acelei perspective. Astfel, perspectiva Design include
ferestre care contin informatii utile pentru definirea procesului de data mining,
in perspectiva Results apar rezultatele analizei, Turbo Prep ne ajutd sa pregatim
rapid datele pentru analiza, perspectiva Auto Model poate fi folosita pentru a
automatiza modelarea datelor, iar perspectiva Deployments ne ajutd sa
implementdm proiectele de analiza dezvoltate (sd le punem in productie).

Organizarea perspectivelor este de tip modular, pe ferestre ce pot fi afisate
implicit sau la cerere. Daca dorim sa nu afisdm o fereastra, o putem elimina
simplu apdsand pe semnul x pozitionat in dreptul numelui acesteia. Acelasi
lucru se poate face si din meniul View + ,Show Panel” (suplimentar, aici
putem alege sa afisam o serie de alte ferestre).

Fiecare fereastra poate fi personalizata in sensul ca putem sa-i schimbam
pozitia, forma si marimea. Pentru a schimba forma si mdrimea unei ferestre
pozitionam cursorul pe una dintre marginile acesteia astfel incat sa apara o
sdgeata dubld, tinem apdsat butonul din stanga si tragem marginea in pozitia
dorita. Pentru a muta o fereastra, pozitionam cursorul in zona numelui, tinem

apdsat butonul din stanga si 0 mutam in noua pozitie.

Pentru exemplificare, descriem aici pe scurt perspectiva Design. Aceasta
include in mod obisnuit ferestrele Repository (depozit de date), Operators
(operatori), Process (proces), Parameters (parametri) si Help (ajutor).
Utilizatorul poate adduga si alte ferestre posibil utile, functie de utilizator. In
cazul de fata am adaugat in coltul din stanga-jos fereastra , XML”. Pentru a
realiza acest lucru, am micsorat putin cele doua ferestre pozitionate deasupra
ferestrei XML. Alternativ, puteam pune doud ferestre in acelasi spatiu
(spatiul / zona respectiva va contine doua taburi diferite, unul pentru fiecare
panel / fereastrad).

3.2. Ecranul de intampinare (Welcome)

Desi imaginea de mai sus (Figura 3.1-1) ofera o orientare generald utila,
ferestrele si continutul acestora sunt dificil de vizualizat, motiv pentru care
le vom prezenta in continuare pe rand. Ecranul de intampinare (Welcome)

prezinta trei taburi: Start, Recent si Learn.
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Tabul Start (Figura 3.2-1) ne oferd posibilitatea sa Incepem un nou proces

Programul RapidMiner Studio: Data mining pe intelesul tuturor

(analizd), sd pregatim datele pentru analiza folosind ,, Turbo Prep”, respectiv
sa analizam datele intr-o maniera relativ automatizata (Auto Model).

Alternativ, daca stim (sau cel putin avem o idee despre) tipul de problema de
data mining pe care trebuie sa o rezolvam in cadrul proiectului nostru, putem
alege unul dintre proiectele deja construite: modelarea renuntarii / pardsirii
(churn modeling), marketing direct (direct marketing), modelarea riscului de
credit (credit risk modeling) etc.

Inspectand aceste exemple ne putem da seama care este cel mai potrivit
model pentru analiza doritd de noi, il putem analiza mai atent si apoi il putem
adapta la problema noastra specifica. Adaptarea poate presupune una sau
mai multe actiuni precum inlocuirea setului de date, definirea rolului
variabilelor (numite atribute in RapidMiner), transformarea si selectia unor
variabile, setarea parametrilor in cazul unora dintre operatori, schimbarea
tehnicii de modelare (de exemplu, putem inlocui operatorul de clasificare
arbore decizional cu operatorul kNN) etc.

Figura 3.2-1. Ecranul de intdmpinare: Start

1l Welcome to RapidMiner Studio! X
Start Recent Learn
A
Start with

Auto Model

~ Blank Process Turbo Prep
‘34

Start a new pracess from scratch in the Prepare your data interactively: Build and optimize madels using

design view. transform, clean and combine data sets automated machine learning.

\\A’” Churn Modeling _u Direct Marketing | Credit Risk Modeling

Predict which of your custamers will churn
and why with a decision tree

Market Basket Analysis

Find products frequently purchased
together and turn them into rules for
recommendations

Predict response to campaigns and
increase the conversion rate of your
campaign

Predictive Maintenance

Wadel equipment failures ta schedule
maintenance pre-emptively

Madel credit default risk by training an
optimized Support Vector Machine (SVM)
madel

Price Risk Clustering

Cluster price developments using

X-Means to unveil price-risk-relationships.

@ LiftChart * Operationalization () Outlier Detection
-~ Create a lift chart to visualize the Embed predictive models into business Detect anomalies in data resulting from a
improvernent that a model provides processes to trigger the right actions chemical analysis of wines.
compared to guessing. automatically.
a Geographic Distances Sentiment Analysis Time Series Forecasting W
>
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Tabul Recent (Figura 3.2-2) ne ofera posibilitatea de a deschide rapid unul
dintre ultimele analize (procese) la care am lucrat, respectiv sa inspectam
depozitul de date (Browse Repository).

Figura 3.2-2. Ecranul de intdmpinare: Recent

‘!egﬂ ‘Welcome to RapidMiner Studic!

Start Recent Learn

Open an existing process

/IRapidminer_Repository/MSRU/CO7_NN/EX_NN4_Optimize_Scoring
/IRapidminer_Repository/MSRU/CO7_NN/Ex_NN3_Optimize
//Rapidminer_Repository/MSRU/CO7_NN/Ex_NN2_Model_Selection
JIRapidminer_Repository/MSRU/CO7_NN/Ex_NN1_Validation
//Rapidminer_Repository/MSRU/CO7_NN/Ex_NN1_Validation_DL
JIRapidminer_Repository/MSRU/CO7_NN/Ex_NN1_Validation_AutoMLP
//Rapidminer_Repository/MSRU/C06_DT/1_Customers/03a
JIRapidminer_Repository/MSRU/C06_DT/1_Customers/03
/IRapidminer_Repository/MSRU/CO6_DT/2_Churn/churn_modeling
JIRapidminer_Repository/MSRU/CO7_NN/Ex_NN5_Deep_Learning

Browse repository

Tabul Learn (Figura 3.2-3) oferd acces rapid la o serie de resurse utile pentru
invatarea programului RapidMiner Studio. Resursele disponibile online sunt
grupate in trei categorii majore: Academia, Documentatia si Comunitatea
RapidMiner. Local, in interiorul softului, ne este oferit un tutorial care
reproduce pas cu pas principalele tipuri de analize necesare pentru realizarea

unui proiect de data mining.

Activitatile de Invatare propuse sunt grupate in cateva categorii majore,
ordonate logic. Trei dintre acestea sunt relativ mai utile in contextul de fata:

- familiarizarea cu programul (accesarea si manipularea datelor,
elemente introductive de analiza),

- pregdtirea datelor pentru analiza (valorile lipsa, normalizarea
variabilelor, identificarea valorilor extreme etc.) si

- obtinerea unui model (construirea modelului, validarea modelului,

calcularea predictiilor, compararea modelelor).
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Figura 3.2-3. Ecranul de intdmpinare: Learn

llﬂl ‘Welcome to RapidMiner Studio! x
Start Recent Learn
Online Resources Step by Step In-Product Tutorial
- Explore RapidMiner Academy Get started (1/8) Cover the essentials of data access, manipulation, .
t
Jump-start your RapidMiner skills with our and processing using RapidMiner.

free, self-paced online training content,
Prepare data (0/6)
1. Operators and Processes

. Retrieve data and inspect it
Go to Documentation Build a model (0/5)

]

If you wish to learn all the tips and tricks
Studio can offer, check out our online
documentation Collaborate and scale (0/1)

2. Modeling
Combine operators to build a statistical model

3. Accessing Data
Visit Community

Use Hadoop (0/1) Import data to the repository, add it to your
-, o help? Visit our community, with process, visualize it
maore than 500,000 members and active
participation by our research team. 4. Filtering and Sorting

Determine the highest passenger fare women
paid on the Titanic

5. Merging and Grouping
Join two data sets and aggregate to find the most
purchased product

6. Creating and Removing Columns
Calculate total sales based on number of items
sold and price. Keep only the interesting columns

EPT R JE SR Y

3.3. Panelurile RapidMiner Studio (Panels)

Panelurile (ferestrele) RapidMiner sunt folosite pentru a organiza ecranul de

lucru in functie de tipul de sarcina pe care dorim sa o realizam. Principalele
paneluri sunt:

- Repository: depozitul de date intr-un sens larg, adica seturile de date la
care avem acces, procesele, conexiunile, exemplele de analize, resursele
pentru invatare);

- Operators: operatorii sau comenzile disponibile;

- Parameters: optiunile / setdrile aferente operatorilor;

- Recommended operators: operatorii recomandati;

- Help: informatii despre comenzi.

Existda multe alte ferestre, unele potential importante, functie de tipul de
informatie pe care dorim sa-l1 accesam rapid. Panelurile pot fi afisate
selectandu-le in meniul View — ,,Show Panel”.

- 88 DATA MINING PENTRU $TIINTELE SOCIALE




Programul RapidMiner Studio: Data mining pe intelesul tuturor 3 -

Panelul Depozitul de date (Repository)

Fereastra (panelul) Repository (depozit de date) contine o serie de foldere in
care sunt stocate bazele de date si procesele (sintaxele vizuale) aferente
diferitelor proiecte de analiza (Figura 3.3-1). La instalare, RapidMiner
propune utilizatorului crearea unui depozit local (numit implicit ,Local
Repository”) situat intr-o locatie specifica (aceasta poate fi schimbata),
respectiv creeaza cateva foldere care contin o serie de resurse utile pentru
invdtarea programului. Astfel, folderul ,Training Resources” contine
resursele utilizate in cadrul cursurilor RapidMiner Academy, , Samples”
include o serie de seturi de date, exemplele de analiza (templates) care apar
la fereastra de intampinare (tabul Start), respectiv exemplele utilizate in
fereastra ajutor (Help), ,Community Samples” contine seturi de date si
procese realizate de diferiti utilizatori ai programului, ,Data Search
Extension Samples” contine seturi de date si procese utilizate de diferite
extensii instalate de utilizator, iar ,,DB” include conexiunile la diferite baze
de date si aplicatii (email, cloud, Tableau, Twitter etc.) create de utilizator.
Tabul ,Import Data” poate fi utilizat pentru importul datelor (seturi si/sau
baze de date) in RapidMiner. In acest caz, importul este realizat pas cu pas,
manual, fara producerea si salvarea procesului (seriei de comenzi).

Fiqura 3.3-1. Panelul Depozitul de date (Repository)

Repository

€2 Import Data

I
4

» WK Training Resources (connected)
3 Samples

b e Community Samples connected)
b Diata Search Extension Samples
b B Local Repository Local

¢ Bl Rapidminer_Repository (Locsl)
» ﬂ DB (Legacy)

Pentru fiecare element din depozitul de date avem posibilitatea sa accesam
comenzile aferente apasand butonul din dreapta al mouse-lui. Astfel, in cazul

unui depozit de date, putem apela rapid comenzi precum configurare,

stocare, creare sub-folder, copiere, stergere etc. (Figura 3.3-2).
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Figura 3.3-2. Lista comenzilor aferente unui depozit de date

b - LS SRS f Configure Repository
» [ Rapidminer_Reg
308 I Store Process Here
& Create Connection
™7 Create subfolder
HlEEIEIuE @ Create Extension
Search for Operators E Paste Crl+V
» Data Access (51 = Copy Location to Clipboard
» Blending (83) « Delete Delete
] Cleansing (28) ) Refresh folder F5
b | Modeling (168) | 77 show in file browser

Pentru a putea utiliza exemplele de analiza (fisierele de date si procesele)
distribuite Impreuna cu acest manual trebuie sd adaugam in fereastra
Repository folderul DMSS1 (depozitul de date) urmand pasii descrisi in
Figura 3.3-3.

Figura 3.3-3. Crearea unui depozit de date local

Pasul 1:
A . Reposit P
In fereastra depozit de date FREIEL rocess
(Repository) se alege €2 Import Data =5 @ Pprocess
optiunea ,,Creeaza / -

P ” » W Training ResouUrces [connected) [ o Create / Connectto Reposnory]

Conecteaza-te la un depozit
de date” (,,Create / Connect

b [ Samples B connectto a Project

A P &, Community Samples (connected) ]
to Repository”). _
] Data Search Extension Samples o)
] Local Repository (Local) -
= I3 sortby »
» I Rapidminer_Repository (Local) »
] ﬂ DB (Legacy)
Pasul 2:
v v '!QJJJ Create / Connect to Repository »
Alegem sa Cream un nou
depozit local de date (Create Enter parameters to create a new local or connect to a RapidMiner Al Hub
. repository.
new local repository). e

Dam click pe butonul Next [ T
Create new local reposnory;]
(PaSUI urmator). Connectto Al Hub repository

= Erevious | = Next I PE xgancel
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Pasul 3:

Debifam optiunea , foloseste
locatia implicita” (Use default
location).

Alegem numele si locatia
folderului care va constitui
depozitul de date (de la
semnul open).

Pasul 4:

Numele (Alias) depozitului
de date este DMSSI si este
situat in folderul ,2022 —
Manual_DMSS” (locatia
folderului ,,2022 -
Manual_DMSS” poate diferi
de la un computer la altul).
Dam click pe butonul
,Finish” (finalizare).

Pasul 5:

Depozitul local nou creat
apare in fereastra depozitul
de date (Repository).

.

il Create / Connect to Repository >
Enter parameters to create a new local or connect to a RapidMiner Al Hub
+ repository.

Alias

Mew Local Repository

== Pravious m— e F::ﬂ' Finish x Cancel
i Create / Connect to Repository had
Enter parameters to create a new local or connectto a RapidMiner Al Hub
+ repository.
Alias: DMSS1
Root directory: Use default location

J(=]

[D:\WorkS criituri\2022 - Manual_DM3S\DM351

@

== Previous m— [yt annceI

.

Repository

1]
4

0 Import Data

» WK Training Resources (connected)
3 Samples
P e Community Samples (connected)

3 Data Search Extension Samples

» Bl DM3S1 (Local

» B Local Repository (Locsl)
3 - Rapidminer_Repository (Local)
3 ﬂ DB (Legacy)
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Pasii necesari pentru a crea un depozit local de date, in format video, apar si
in Gif 3.3-1.

Gif 3.3-1. Crearea unui depozit de date local

I&eilll <new process> — RapidMiner Studio Educational 9.10.001 @ Mircea2017

FEile -E.di-t Process  View gnnna-ct-\;]-ns-; §e‘ttir‘195; -Egtensio-r;a.; Help
] H - (-
Repository Process
&2 Import Data =v @ Process

b W Training ResOUrces jconnected

13 Samples

P s Community Samples (connecied inp.
P [ ] Data Search Extension Samples

b [l Local Repository (Local

13 - Rapidminer_Repository (Locsl

» B DB regey

Operators

Data Access (61)
Blending (83)
Cleansing (28)
Modeling (168)
Scoring (14)
Walidation (30)
Utility (87)
Extensions (562)

v v v v v v ww w

Deployment (1)

Inainte de a trece la urmatorul panel, trebuie s3 adiugdm o notd importanta
cu privire la panelul Repository. E de preferat ca manipularea fisierelor si
folderelor (redenumire, mutare, copiere, stergere) sa fie facuta prin
intermediul ferestrei Repository si nu in programul , File Explorer” (sau altul
similar). Procedand astfel, modificarile vor fi automat vizibile in programul
RapidMiner. Daca nu respectam aceasta reguld, modificarile vor fi vizibile in
RapidMiner doar dupa ce am dat click dreapta pe folderul respectiv din
Repository si apoi click pe ,Refresh Folder”.

Panelul Operatori (Operators)

Fereastra Operators contine toti operatorii disponibili, inclusiv cei care
apartin de extensiile instalate de utilizator. Operatorii reprezinta comenzile
ce pot fi folosite pentru a crea un proces (set de comenzi care compun o
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analizd) in RapidMiner. De exemplu, cu operatorul Read CSV putem citi un
fisier de date CSV, cu operatorul Store putem salva un set de date in format
RapidMiner, cu operatorul Retrieve putem citi aceste date, cu operatorul
Decision Tree putem produce un model de predictie de tip arbore decizional,
iar cu operatorul Cross-Validation putem valida un model; acesti operatori,
interconectati intr-o ordine specifica, formeaza impreund un proces

particular (o analiza specifica).

Operatorii sunt grupati pe cateva categorii relevante, functie de obiectivul
major urmarit (Figura 3.3-4): ,Data Access” (accesarea datelor), Blending
(definirea, combinarea si selectia datelor), Cleansing (transformarea datelor),
Modeling (modelarea datelor), Scoring (calcularea predictiilor), Validation
(validarea modelului), Utility (asistenta pentru realizarea unor actiuni
specifice), Extensions (extensii / module), Deployment (implementarea
modelului). Putem adduga alti operatori folosind optiunea ,Get more
operators from the Marketplace”. Numarul total de operatori din fiecare
categorie este indicat Intre paranteze.

Figura 3.3-4. Panelul Operatori (Operators)

Operators

Data Access (61)
Blending (83)
Cleansing (28)
Modeling (168)
Scoring (14)
Walidation (30)
Ultility (87)
Extensions (562)

v v ¥ W ¥ ¥ ¥ ¥ ¥

Deployment (1)

@ Get more operators from the Marketplace

Daca dorim sd cautdm rapid un anumit operator si stim numele acestuia (o
parte a numelui sau prima litera din cuvantul / cuvintele care compun
denumirea), putem scrie acel nume in fereastra de cautare (Search for
Operators), iar fereastra Operators va afisa doar operatorii care contin acele
cuvinte / succesiuni de litere (Gif 3.3-2). Alternativ, daca nu stim numele
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operatorului dar avem o idee cu privire la ceea ce ar trebui sa facd, putem

cduta operatorul de interes dand click pe categoria la care acesta ar trebui sa
apartind din punct de vedere logic.

Gif 3.3-2. Cautarea unui operator in fereastra Operators

Operators

Data Access (61)
Blending (83)
Cleansing (28)
Modeling (168)
Scoring (14)
Validation (30)

| Utility (87)
Extensions (566)
Deployment (1)

v v W W W W W W W

@' Get more operators from the Marketplace

Panelul Parametri (Parameters)

In fereastra Parametri sunt afisate setirile / optiunile asociate operatorului
selectat. Functie de setdrile disponibile si alese de utilizator, respectiv de
valorile stabilite pentru aceste setdri, operatorul va tine cont sau nu de
anumite lucruri, respectiv va realiza actiunile intr-un anumit fel.

Elementele afisate in panelul Parameters se modifica de fiecare datd cand
selectam un operator (indiferent daca facem selectia in fereastra Operators
sau Process), fiind populata cu parametrii specifici acelui operator. De
exemplu, daca selectam operatorul ,Set Role” (definirea rolului variabilelor /
atributelor), ne vor aparea parametrii:

- attribute name — numele atributului selectat;

- target role — rolul definit pentru acel atribut in cadrul analizei
respective;

- set additional roles — definirea rolurilor pentru o serie de atribute,
similar cu optiunea anterioard cu diferenta ca in acest caz putem defini
rolurile in cazul mai multor atribute (variabile).
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Daca operatorul selectat este ,Cross Validation” (Figura 3.3-5), putem defini

o serie de parametri precum:

- split on batch attribute — foloseste pentru divizarea bazei de date
atributul special cu rolul batch (defineste loturi / sub-seturi de cazuri);
in acest caz alegerea altor parametri pentru divizarea bazei nu mai este
posibila;

- leave one out — setul de date de test va include pe rand fiecare caz /
exemplu din setul de date utilizat pentru antrenarea modelului
(training dataset);

- number of folds — numarul de sub-seturi de date in care este impartit
setul de date utilizat pentru antrenarea modelului;

- sampling type — tipul de esantion dorit;

- use local number seed — indicarea unui numadr aleator; optiunea este
utila in cazul in care dorim sa obtinem exact aceleasi rezultate atunci
cand reludm analiza respectiva;

- enable parallel execution — executia in paralel a comenzii, adica

utilizarea simultana a mai multor procesoare.

Figura 3.3-5. Fereastra Parametri (Parameters)

Parameters

% Cross Validation

split on batch attribute @
leave one out 6]
number of folds % |10 @
sampling type W* automatic v @
use local random seed @
enabile parallel execution @

;‘ Hide advanced parameters

+ Change compatibility (9.10.001)

Fereastra Parameters in cazul operatorului Cross Validation
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In cazul operatorilor care au mai multe versiuni, putem pastra
compatibilitatea cu versiunile anterioare ale programului folosind optiunea
,Change compatibility” (apare doar in cazul operatorilor care au mai multe
versiuni). De asemenea, putem alege daca sa fie afisate sau nu optiunile
avansate. Fiecare optiune este insotitd de un mic semn sugestiv (©). Atunci
cand trecem cu cursorul peste acesta, se deschide o fereastra temporara care
contine informatiile de baza cu privire la acel parametru. Foarte util, in cazul
parametrilor numerici, se prezinta si intervalul de variatie teoretic al valorilor
posibile. Daca dam click pe semnul L., putem vedea distributia statistica a
setarilor alese de catre ceilalti utilizatori.

Panelul XML (XML)

Fereastra XML (Figura 3.3-6) nu este inclusa automat la instalarea
programului, dar poate fi afisata de la meniul View - ,Show Panel”. Aceasta
fereastra contine comenzile sau sintaxa analizei in format XML (eXtensible
Markup Language). XML este un meta-limbaj utilizat pentru marcarea
(adnotarea) documentelor. Prin marcare ne referim la etichete personalizate
(tag-uri) care contin instructiuni utilizate de computer pentru a structura un
document. Astfel, un document in format XML poate fi transferat intre
diferite programe, respectiv poate fi citit atat de catre oameni, cat si de
computere. De exemplu, in RapidMiner, ultima sectiune a primei linii din
fereastra XML (<?xml version="1.0" encoding="UTF-8"?><process
version="9.10.001">) indica faptul cd pentru scrierea acelui proces am folosit
versiunea RapidMiner 9.10.

Figura 3.3-6. Panelul XML

XML
v

‘»<process version="9.18.881"> A

W
L

1 o

wocess” compatibility="9.1@.881"
lue="init"/>

le="2081" />

10 ="never™/>

oo

11 (1" value=""/» v
< L >
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Fereastra XML poate fi utild atunci cand dorim sda importdm un proces
realizat de altcineva, dar avem la dispozitie doar formatul XML al acestuia.
Succesiunea de imagini de mai jos ilustreaza tocmai aceasta situatie (Gif
3.3-3): copiem continutul procesului de la sursa in fereastra noastra XML,
dam click pe bifa verde si observdm cum fereastra Process se populeaza cu o
serie de operatori interconectati. Alternativ, putem folosi comanda , Import
Process” din meniul File (alegem formatul XML). Desigur, procesul va rula
doar daca avem si setul de date utilizat (in acest exemplu, setul de date este

unul dintre cele incluse In program).

Gif 3.3-3. Importul manual al unui proces XML

Uity (87) —
Extensions (565) ynopsis

most operator.
Deployment (1) e ypr

Fle EGU Process View Comnecions Selings Extensions Help
Hi-| [»]-]W Design Resuls | TuboPrep | AuoModel | Deployments | msudo
Repository Process Parametors
© importData =~ © Process PP P iz w | | Weroces
ogverdosi it
» ' Traiing Resources cconeces e I
» 73 Sampi
waed Togtle
» & Community Samples correce
» 7 Data Search Exension Samples resuttio
» Wousst
» Bl LocalReposior . randomseed | 2001
» B Rapicminer_Repository Locs!
» B 08 e senamail never
encoding svsTEm vl
Operators
& Hide advanced parameters.
» 17 Data Access (61
ata Access (61)  Chanas comostbif (9.10 00
» 21 Blencing (82)
» 15 Cleansing 28)
» " Modeling (168) sk,
» 771 Scorng (14) 4 Process
» 27 Valiaton (30) RapidMiner Studio Core
»
»
»

@ Gat more operstors romthe Markstpace Description

of the process. This operator p aset

Parameters
logverbosity (optional)
Log verbosity level.

Recommended Operators v

v e (@ 6% | [ setRo 26 Iy Model st
< 5 £ Retieve o ‘Select Atrioutes o 7 setRole of © Aoply Mode o e M

Panelul Ajutor (Help)

In fereastra Help (Ajutor) sunt afisate informatiile disponibile relativ la
operatorul selectat (Figura 3.3-7). Continutul ferestrei Help se modifica de
fiecare datd cand selectdm un operator, indiferent daca acesta este selectat
(click pe numele sau imaginea operatorului) in fereastra Operators sau
Process. Informatiile teoretice prezentate vizeaza descrierea utilizarii

generale a operatorului, rolul, parametrii si optiunile aferente acestuia. De
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asemenea, sunt prezentate exemple de utilizare (tutoriale) si se ofera
posibilitatea de a incarca in program procesele aferente acestor exemple (click
,Jump to Tutorial Process” apoi alegem , Tutorial Process”).

Figura 3.3-7. Panelul Ajutor (Help)

Help

Cross Validation
Concurrency

Tags: Cross-Validations, Cross-validations, Folds, K-Folds, K-folds

Validations, Estimations, Evaluations, Performances, Splitting, X-

Validation, X-Prediction, Validation

Synopsis

This Operator performs a cross validation to estimate the statistical
performance of a learning model.

ump to Tutorial Process

Description

It is mainly used to estimate how accurately a model {learned by a
particular learning Operator) will perform in practice.

Fereastra Help in cazul operatorului Cross Validation

Panelul Proces (Process)

Fereastra centrala, cea mai mare, se numeste Process. Aici definim analizele
aferente unui proces (serie de comenzi legate intre ele). Fereastra poate fi
populata foarte simplu cu diferite comenzi, folosind mouse-ul si comanda
,drag&drop”. In partea de jos a ferestrei Process, putem alege s fie afisati
sau nu o serie de operatori recomandati. Recomandarile sunt realizate
automat de catre program in functie de doua tipuri de informatii disponibile
la un moment dat: operatorii inclusi in acel moment in fereastra Process,
respectiv operatorii inclusi in cadrul unor analize similare realizate de alti
utilizatori ai programului. In baza acestor criterii, pentru fiecare dintre
operatorii existenti in program se calculeaza probabilitatea de a fi util in acel
context. Programul afiseaza automat operatorii cu probabilitatea cea mai
mare de fi utili in cazul acelei analize, ordonandu-i descrescator de la stanga
la dreapta.

Pentru incdrcarea unui set de date sau a unui operator in fereastra Process
folosim simplu ,,drag&drop”. In exemplul din Gif 3.3-4 am ilustrat incircarea
directd a setului de date Deals din folderul Samples/Data (fereastra
Repository). In exemplul din Gif 3.3-5 am facut acelasi lucru in doi pasi: (1)
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drag&drop operatorul Retrieve in fereastra Process si (2) definirea locatiei
bazei de date. Operatorul Retrieve poate fi gasit in folderul ,,Data Access” din
fereastra Operators sau putem sa-l cdutam in casuta Search (trebuie sd-i stim
numele, mdcar aproximativ) sau putem sd-1 alegem direct din lista
operatorilor recomandati.

Gif 3.3-4. Incdrcarea unui set de date in fereastra Process

\!%l_ﬂ <new process*> — RapidMiner Studio Educational 9.10.001 @ Mircea2017

File Edit Process View Connections Seftings Estensions Help

el (> I

Repository Process
ﬂlmponData = 0 Process
b W Training Resources jcannected

b [ ] Samples

» 4L Community Samples (cennected inp
b || Data Search Extension Samples

b I DMSS (Local)

» Il Local Repository (Locsl)

» Il Rapidminer_Repository (Local

» B DB Legecy

Gif 3.3-5. Incdrcarea unui operator in fereastra Process

QOperators

Data Access (61)
Blending (83)
Cleansing (28)
Modeling (168)
Scoring (14)
Walidation (30)
Utility (87)
Extensions (562)

v v v T T Y v v w

Deployment (1)

@ Cet more operators from the Marketplace

9 </process»

XML

"4

10 <parameter key="send_mail" waluga
11 <parameter k notification_emg
12 <parameter key="process_duratior
13 <parameter key="encoding” value:
14 <process expanded="true">

15 <portSpacing port="source_inpi
16 <portSpacing port="sink_resul{
17 </process> =
1% </operator> Recommended Operators ()

<

* Retrieve =2 12% | | [ Select Attributes

< Il >
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3.4. Meniul RapidMiner Studio

Meniul de comenzi RapidMiner Studio contine cateva categorii majore,
denumite cat se poate de informativ: File, Edit, Process, View, Connections,
Settings, Extensions si Help.

Meniul File include o serie de comenzi in principal relativ la procese, rolul
acestora rezultand clar din denumirea lor (Figura 3.4-1). Folosind aceste
comenzi putem deschide un proces nou, Incdrca un proces existent, inspecta
procesele utilizate recent, salva un proces (cu acelasi nume sau cu nume
diferit), respectiv importa sau exporta un proces. Tot aici avem posibilitatea
de a importa un set de date sau un tabel dintr-o baza de date (Import Data),
sd printdm sau exportam o imagine, respectiv sa inchidem programul.

Figura 3.4-1. Meniul File

File |Edit Process View Connectiong

Mew Process Cirl+N

Open Process... Ctrl+0
} RecentProcesses 3
I save Process Ctrl+S

k& Save Process as...

0 Import Data

[_tq Import Process...

;_‘E Export Process...

F Create Custom Operator...

=y PrintExport Image

& Exit

Meniul Edit (Figura 3.4-2) include o serie de comenzi relativ la ...

- modificdrile realizate anterior: Undo si Redo pentru a reveni pas cu pas
la stadiile anterioare, respectiv a relua actiunile anterioare,

- operatori: informatii, activare, redenumire, eliminare, copiere, lipire,
stergere,

- procese: includerea unei pauze — breakpoint — inainte sau dupa un anumit

operator, dupa fiecare operator, respectiv eliminarea tuturor pauzelor si
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- combinatii de operatori: includerea sau salvarea unei combinatii de
operatori — ,Building Block”.

Fiecare dintre aceste comenzi este activata sau nu functie de ce operatori sunt
inclusi si/sau selectati in fereastra Process. De exemplu, In imaginea din
Figura 3.4-2, comenzile referitoare la operatori sau pauze (breakpoint) nu
sunt activate deoarece procesul nu contine niciun operator. Pentru acelasi
motiv, nici comanda de inserare a unei combinatii de operatori nu este activa.
Inserarea unei combinatii predefinite de operatori (Insert Building Block)
intr-un proces nu este posibila nici daca am selectat (dat click pe) un operator.
Pentru a putea insera o combinatie de operatori trebuie sd nu avem selectat
niciun operator. Fiecare dintre aceste comenzi poate fi apelata folosind o
combinatie specifica de taste (indicatd in dreapta comenzii).

Figura 3.4-2. Meniul Edit

Edit |Process View Conneclions Seftings

O

c

[

v 9

/

M cut Cirl+X
= Copy Cirl+C
= Paste Cirl+V

x Delete Delete

a

E

x

[ |

s

=

Meniul Process include o serie de comenzi referitoare la procese si anume:
rularea locala a unui proces (Run, Pause, Stop, Background), validarea,
gestionarea (Auto-Wire, Change operator order, Process layout), respectiv
rularea unui proces in AI Hub (putem face acest ultim lucru doar daca avem

definitd o conexiune la un depozit online de date) (Figura 3.4-3).

PREGATIREA DATELOR iN RAPIDMINER STUDIO 101 -




Programul RapidMiner Studio: Data mining pe intelesul tuturor

Figura 3.4-3. Meniul Process

Process |£iew Connections Seftings Extensions
D- Run Process Locally F11

C? Synchronize Meta Data with Real Data

v Walidate Process F12
Validate Automatically

a Auto-Wire Operators

@' Change operator order

] Process Layout »
W Run Process in Background

n
B

Meniul View (Figura 3.4-4) ne ofera acces la perspectivele RapidMiner
(Views), ne permite sa definim o perspectiva personalizata (New Custom
View), ne arata ferestrele posibile pe care le putem afisa (Show Panel) si ne
oferd posibilitatea sa revenim la starea initiala a ferestrelor, cea definita
automat la instalarea programului (Restore Default View).

Comenzile incluse in meniul Settings (Figura 3.4-4) ne ajuta sa gestionam
blocurile (combinatiile) de operatori (Manage Bulding Blocks), licentele si
parolele, respectiv sa setam optiunile preferate cu privire la o serie foarte
mare de aspecte (generale, start, sistem, unelte, actualizari, softurile R si
Python etc.). De exemplu, dacd dorim sa rulam in RapidMiner comenzi din
R sau Python, aici vom defini locatia fisierelor care ruleaza aceste programe,
respectiv putem testa comunicarea dintre RapidMiner si aceste programe.

Figura 3.4-4. Meniurile View si Settings

[View | Connections  Seftings Seftings | Extensions  Help
= Views » =% Manage Building Blocks...
=* New custom View... % Manage Licenses...

] Show Panel ’ 2 Manage Passwords
=] Restore Default View [% Preferences...

In meniul Connections (Figura 3.4-5) putem defini si gestiona legaturile
dintre RapidMiner si diferite tipuri de servicii oferite in cloud (precum
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Amazon S3, Azure), baze de date (MySQL, Oracle, PostgreSQL), softuri
(Tableau) sau aplicatii (Twitter). Conexiunile definite de utilizator in relatie
cu un anumit Repository (DMSS1 de exemplu) vor fi stocate in folderul
Connections din acel Repository.

In meniul Extensions (Figura 3.4-5) apar comenzile referitoare la producerea
unei extensii (aplicatie, modul), instalarea si actualizarea extensiilor,
gestionarea acestora (aici putem dezactiva, respectiv dezinstala o extensie,
putem vedea versiunea instalatd) precum si informatii despre extensiile
instalate. Extensiile instalate cel mai frecvent de catre utilizatori sunt , Text
Mining”, ,,Web Mining” si ,,Operator Toolbox”. O listd a tuturor extensiilor
poate fi gasita online?, acestea fiind organizate pe categorii, respectiv tipuri
de analiza si numar de descarcari.

Din meniul Help (Figura 3.4-5) putem accesa tutorialele locale RapidMiner
(cele care apar si in fereastra de Intampinare Learn), resursele online de
invdtare (RapidMiner Academy), resursele oferite tot online de catre
comunitate, documentatia oficiala a programului, respectiv putem primi
asistenta online din partea angajatilor companiei.

Figura 3.4-5. Meniurile Connections, Extensions si Help

Connections | Settings Extensions Help

& Create Connection

1. Legacy Connections b|  Bf Manage Database Connections (Legacy)

ﬁ'c Manage Connections (Legacy)

ol |
m‘ﬂelp B Tutorials
:.14; Create Custom Extension... W RapidMiner Academy (Web)
Q Marketplace (Updates and Extensions)... e Visit Community (Web)
#x Manage Extensions... E Documentation (Web)
g About Installed Extensions ’ 2 support (Weh)
0 About RapidMiner Studio...

28 https://marketplace.rapidminer.com/UpdateServer/faces/index.xhtml
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4. ACCESAREA DATELOR (DATA ACCESS)

Accesarea datelor (intr-un sens larg) se poate face cu ajutorul operatorilor
grupati in folderul Data Access. Functie de tipul si locatia datelor, putem
folosi o categorie sau alta a acestor operatori. Astfel, operatorii Files sunt utili
pentru a lucra cu diferite tipuri de fisiere stocate pe PC (incarcare / citire si
salvare / scriere), operatorii Database fac acelasi lucru dar pentru baze de
date, operatorii Applications permit accesarea unor date oferite de diferite
aplicatii precum Twitter sau Tableau, iar operatorii Cloud Storage ne ajuta sa
ne conectam la date stocate in cloud. Pe langa aceste categorii, tot aici putem
accesa si cativa operatori relativ la Repository (redenumire, copiere, stergere,
mutare a depozitului de date), respectiv la Incdrcarea si salvarea unui set de
date in format RapidMiner (Retrieve si Store).

4.1. Depozitul de date (Repository)

Inainte de a utiliza un set de date care nu este in format RapidMiner
(rmhdf5table) trebuie sa-1 importdm. Putem sd importdm manual un set
folosind butonul , Import Data” din panelul Repository. Alternativ, putem
folosi drag&drop (tragem fisierul respectiv in panelul Process). Putem alege
s& importam un set de date sau un tabel (o selectie) dintr-o bazi de date. In
Figura 4.1-1 am prezentat pas cu pas un exemplu de importare manuald a
unui set de date Excel. Dupd cum se poate observa, procesul de importare
este asistat de RapidMiner si este relativ simplu. Insd, daci ar trebui sa
reluam acesti pasi de mai multe ori, foarte probabil am prefera sa lucram cu
un proces (sintaxa). Astfel, nu ar mai trebui de fiecare data sa definim calea
spre fisierul dorit, sd indicam numele fisierelor sau sa definim nivelele de

masurare si rolurile atributelor.

PREGATIREA DATELOR iN RAPIDMINER STUDIO 105 -




__ !

Accesarea datelor (Data Access)

Figura 4.1-1. Importarea manuald a unui set de date

Pasul 1: .

Repository
Import Data
l 0 Import Data

¥

Import Data - Where s your data?

Pasul 2:
Alegem locatia datelor (My
Computer in acest caz) si

Where is your data?

categoria majora: set de
date (in acest exemplu) sau
baza de date.

il My Computer

a Database

for more data sources from the Rapidhiner

¥

Import Data - Select the data location,

Pasul 3:
Alegem setul de date,
apoi Next. oe

Select the data location.

IGE-E X

Selectém ﬁSierul EXCe] Bookmarks File Name size Type Last Modified
S _LastDirectory &) Book1xlsx ke Wicrasat Excel Worksheet Jan 25, 2022 ~
P 7 dis cretize.csv 1K Microsoft Excel Comma Se... Fed 10,2022
”employee_tumover,xlsx . [ discretize rmhafstable 3KB RMHDFSTABLE File Feb 10,2022
[ empi_att1.rmhdfstable 21KB RMHDF5TABLE File War 6, 2022
[ empl_sttz mnctstavie 15K8 RUHDFSTABLE File Mars, 2022
[[] empl_atta rmndfstable 15 KB RMHDFSTABLE File Mar 6, 2022
(1] empl_atts rmndfstable 20k8 RMHDFSTABLE File Mar6, 2022
[ employee_atrition rmnafStable 259KB RMHDF5TABLE File Fep 24,2022
&3 emploee_atirtion xisx 273KB  Microsoft Excel Workshest  Jan 27,2022
[[] employee_tumaver rmnaftable 17 KB RMHDFSTABLE File Feb 24,2022
B3] employee_tumover xisx 20k8B Microsoft Excel Workshest  Feb 24,2022
[ iris_no_roles.rmhafstable 8KkB RMHDFSTABLE File Jan 20,2022
[] job_role.mhdfstable 1K8 RMHDFSTABLE File Fen7,2022
£33 job_role xisx 9kB Microsoft Excel Worksheet  Fen7, 2022
8 labor_negociations.csv 2KB Microsoft Excel Comma Se... Dec, 2021
[ tabar_negodiations. mhdtatle ke RUHDFSTABLE File Jan 19,2022
3] abor_negociations xisx 6KB Microsoft Excel Worksheet  Dec, 2021
[1] 1abor_negociations_shertrmhfStable 1K8 RMHDFSTABLE File Jan 23,2022

employee_tumover xisx

Al Files

The selected file will be imported as: Excel Change

—previous || —b et || P cancer
Pasul 4: Import Data - Select the cels to import. X
Facem selectiile dorite,
. Select the cells to import.
apoi Next.
RapidMiner a 1dent1f1cat Sheet:  tumover ¥ Cellrange: AK Select All Define header row: 15
automat cd dorim sa A o c > £ g © ¥ : ’ «
1] quit age tenure (m.. WOTKfrust.. Workfrust.. workfrust. jobsatisfa.. jobsatisfa.. jobsatisfa.. itenttoq..
importém t()ate Coloanele 2 1000 no 36.000 6000 5.000 5 6000 5.000 4 4 3.000
. . - 5 | 2000 o 63000 31.000 2000 4 2000 5000 6 6 1.000
dln foala turnover §l Ca 4 3000 yes 45.000 42,000 5000 3 3,000 5000 5 4 2,000
. 5 | 4000 o 44,000 74.000 6000 3 6.000 5000 3 E 5.000
numele atributelor apare |, w0 . o[ oaowe [ | P .
pe prima linie. 7 8000 no 50.000 92000 £000 5 5000 5000 5 5 3.000
8 700 no 31.000 108000 1000 1 1,000 6000 6 6 2000
9 | 2000 no 36.000 38.000 2000 4 4000 5000 5 5 2,000
10 10000 no 29.000 113000 4000 2 4000 5000 6 6 2000
1 11000 no 43.000 204000 4000 2 6000 5000 2 5 3.000
12| 12000 no 70.000 164000 2000 2 2000 5000 4 6 1.000
13 13000 no 50.000 192000 2000 2 2000 4000 4 4 3.000
14 15000 o 46.000 15.000 3000 1 2000 4000 4 5 4.000
15 16000 no 35.000 48.000 2000 2 2000 5000 5 5 2,000
16 17.000 o 31.000 50000 4000 5 1000 5000 5 5 3.000
17| 18000 yes 44000 204000 1000 5 5000 3000 2 4 3.000
18 19000 no 30,000 92000 4000 4 2000 5000 6 5 2000
19 21000 no 57.000 48.000 4000 5 4000 5000 5 5 3.000
20 23000 yes 24000 16.000 2000 2 5000 5000 4 5 3.000

—rned | I cancel
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Pasul 5:

Definim atributele
(coloanele), apoi alegem
Next.

RapidMiner ghiceste
nivelul de masurare al
atributelor. Putem alege
sa schimbam nivelul, sa
redenumim o coloanad, sa
o excludem, sa-i atribuim
un rol.

Pasul 6:

Atributul id este de tip
numar intreg (integer). Ti
atribuim rolul de id
(identificare).

Pasul 7:

Atributul quit era initial
de tip polinominal, fara
un rol special. Acum e
binominal si are rolul
de label (variabila
dependenta).

Atributele speciale (id,
label) au un fundal
colorat.

A

Import Data - Format your columns, X
Format your columns.
Replace errors with missing values (1)
id & v | quit & | age # ~ | tenure (mo... # v| work frustr... % v work frustr... # v work frustr... & ~ job satisfac.
integer polynominal integer integer integer integer integer integer
11 no 36 6 5 5 3 5 &
2 2 no 63 31 2 4 2 6
3|3 yes 46 42 5 3 3 5 =
4 4 no 44 4 6 6
5 5 41 - . 6 5
" id # - | quit
6 6 no 50 5 5
77 = 3 integer Change Type  » 1 s
8 9 no 36 4 5
9 10 ne 20 1 Change Role 4 6
10 11 no 43 8 5
" o1 no 0 2 Rename column 2 s
12 13 no 50 E)( | d | 2 4
13 15 no 46 3 clude column 2 4
14 16 no 35 48 2 2 2 8
15 17 no 31 60 4 5 1 5
16 18 yes 44 204 1 5 5 3
17 19 no 39 92 4 4 2 6
8 21 no 7 48 4 5 4 5 v
< [l >
@ no problems.
= Previous || == Next
id & = | quit # v age i) Change role X
integer ChangeTyps  »|  palynominal >
Please enter the new role:
1 Change Role binominal
2 Rename column real =
Exclude column
3 integer \d\ -
4 no date_time
5 no date
! ok | I cancal
8 no time y = =

@

Import Data - Format your columns,

Format your columns.

id
infe
id

Replace errors with missing values (@

# v quit % v age
ger binorninal integer
no £
no 63
yes 4
no a
ne 4
no 50
no 31
no £
no 29
no 43
no 70
no 50
no 45
no 35
no 31
yes 4“4
no 39
no 57

@ | tenure (mo... & ~| work frustr... & ~| work frustr... & ~| work frustr... & ~| job satisfac..

integer

infeger integer
5 5
2 a
5 3
6 6
5 5
5 5
1 1
3 4
4 2
4 2
2 2
2 2
3 1
2 2
4 5
1 5
4 1
4 5

integer

PO R A I

& Previous

integer
5 A
6
s =
6
5
5
6
5
6
5
6
4
n
6
5
3
6
5 v
>
@ no problems

= Next
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Pasul 8: x

Import Data - Where to store the data?

Denumim fisierul si

. . Where to store the data?
alegem locatia, apoi

apasam butonul Finish. | ~moussi .. A
¥ [ Date
] Book1 xisx (172

H discretize (210
67 discretize.csv
H empL_attt
M empl_at2
M empl_att3
H empl_atté 2=

Hl employee_attrtion

B3 employee_attrtion sk
H employee_tumover
] employee_tumoverxisx
Hl iris_no_roles
H job_role (2
£33 job_role

Hl 1abor_negociations ( 11+

£ Iabor_negociations. csv

B3] labor_negociations xlsx

[l 1abor_negociations_short (122122 5:4 P - 11

Name | employee_turnover

Location ADMSS1/Datelemployes_tumover
—prenous || & Emen || 3 cance

Pentru a importa manual un tabel sau o selectie (atribute si cazuri din unul

sau mai multe tabele) dintr-o baza de date urmam pasii din Figura 4.1-2.

Figura 4.1-2. Importarea manuald a unor date dintr-o bazd de date

Pasul 1: Repository
Import Data

l o Import Data =~
Pasul 2: Import Data - Where s your data? -
Alegem Database

Where is your data?

(baza de date).

i - My Computer E Database

Get support for more data sources from i
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Pasul 3:

Alegem conexiunea
(aceasta trebuie de-
finita anterior) apoi
Next.

Pasul 4:

Observam ca tabele
incluse in baza de
date apar in prima
fereastra. Celelalte
ferestre sunt
Attributes, Where
Clause si SQL
Query. Ele ne ajuta
sa facem selectia
dorita a datelor.

Import Data - Select the data location.

~ I DUISSH (Locan)
~ & Connections
BF conn_MySQL_Local (217
B Conn_PostgreSaL_Local (=
[ Conn_PostgreSOL_Online (=
» I Local Repository (Locsi)
» I Rapidminer_Repositary (Lc=)

5
s New Connection Edit Connection

Select the data location.

%Tesl Connection

4= Previous | == Next

I concel

A

Import Data - Build a query to create a data table.

Build a query to create a data table.

Tables
public.chum
public.countries
publicdepartments
public.dependents
public employses
public jobs
publiclocations
publicregions

saL Query

Aftributes

Where Clause
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sarea datelor (Data Ac

Pasul 5:

Facem selectiile do-
rite, apoi Next.

in acest caz am se-
lectat tabelul em-
ployees (toate atri-
butele si cazurile).
Pentru a realiza
acest lucru am se-
lectat cu cursorul
tabelul respectiv,
iar atributele si
formatul SQL al
interogarii au
aparut automat.

Pasul 6:

Indicam locatia in
care dorim sa sal-
vam setul de date si
numele acestuia
apoi alegem Finish.
Setul de date va fi
salvat in format
RapidMiner
(rmhdf5table).

Import Data - Build a query to create a data table.

X
Build a query to create a data table.
Tables Attibutes Where Clause
public.churn public employees employee_id
public.countries public.employees.first_name
public depariments public.employees last_name
public dependents public employees.email
public employees public.employees. phone_number
public jobs public.employees.hire_date
public locations public.employees job_id
public regions public employees.salary
public employees manager_id
public employees. department_id
SQL Query
1| SELECT *
2| FROM “public”."employees™
¢—preious | —Ned | P Cancel
Import Data - Where to store the data? X
Where to store the data?
¥ [ Date 2
¥ " HR_sample
) 1_db_structure.sql ( =
@ 2_insent_datasal
@ hr_sample.sal (211
» [7Log
¥ [ Loop_Atiibutes
¥ [ Loop_Files =
35 Book1isx
H discretize (2 348)
) discretize.cs:
M empl_att1
M empl_att2
[l empi_attz
M empl_att¢
Bl empioyes_attrition
35 employee_attrition xsx ( 1
M employee_turnover 2
5] employee_tumoverxis
Hl iris_no_roles (12022 1 v)

Name |employee]

Location /DMSS/Date/HR_sample/employee

= Previous

FW" gmisn || 9 cancel
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4.2. Incircarea si salvarea unui set de date RapidMiner
(Retrieve & Store)

Pentru a incarca un set de date RapidMiner folosim operatorul Retrieve.
Aducem acest operator in fereastra de lucru si realizdm conexiunile (unim
porturile out=output si res=results folosind mouse-ul). Operatorul Retrieve
are asociat un singur parametru, locatia fisierului (repository entry). Cu
ajutorul acestui parametru setam calea spre setul de date pe care dorim sa-1
folosim in analiza. Pentru a vizualiza setul de date trebuie sa rulam procesul
apdsand butonul de Play (procesul va rula local).

Pentru a salva un set de date folosim operatorul Store. Acesta trebuie sa fie
conectat cu operatorul Retrieve, respectiv cu portul res. Conexiunile se
realizeaza simplu, cu mouse-ul, trasand o linie intre cele doud puncte de
legdtura. Store are un singur parametru ce trebuie definit, locatia (repository

entry), adica numele fisierului si folderul in care acesta urmeaza sa fie salvat.

Gif 4.2-1. Incircarea si stocarea unui set de date de tip RapidMiner (Retrieve & Store)

Design Resufs | TuooPrep | Auolodel | Deployments o 2| mnsudo v

Repository Process Parameters

© importData = © Process PP BE 43 @ | #eoces
logveroosity | int v @
Togtle
» & Communiy Samples cormectea
» [ Data Search Extensi
» EDUSS1 Lo

» B Local Repository .cc= randomseed 2001
» B Rapidminer_Reposiory .ccs!
» B 0B e, ‘send mail never. v ®

Operators

Data Access (1)

Modeling (168) GH
Scorng (1)

Vataaton G0) [N
sty 67)

Extension (52)

e

Synopsis =|

most.
Deployment (1) ’ ’
Description
fass, and it
must be the ro0t operator of the process. This operator provides 3 set

Recommended Operators 1 v

Retrieve. 2% 12% [ Select Attributes. EX 17 SetRole F1) 9 ly Model 2 an
= - ot Togfile (optional) v

In imaginile dinamice din Gif 4.2-1 am ilustrat incircarea unui set de date
(Iris) din folderul ,Samples/data” si salvarea lui in folderul ,Local

Repository/data”. In ambele situatii, setul de date este de tip RapidMiner,
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adica are extensia rmhdf5table. Setul de date Iris este inclus automat In

program, la instalare. Dat fiind faptul cd locatia (calea; path in engleza)
acestui set de date este intotdeauna aceeasi, operatorul Retrieve recunoaste
versiunea scurtd a acesteia, si anume ,//Samples/data/Iris”, unde // indica
faptul ca este vorba de o cale relativa (este definita in relatie cu folderul in
care este situat setul de date). Similar, operatorul Store recunoaste calea
scurtd ,,//Local Repository/data/Iris”. Setul de date este vizualizat doar in

urma ruldrii procesului (butonul Play).

Utilizarea unor cai de tip relativ este utild in cazul in care dorim sa mutam
procesul in alt folder si/sau sa reluam analiza pe alt PC. Daca toate cdile sunt
de tip relativ, procesul va rula indiferent de locatia in care este mutat (folder
si/sau PC). Daca procesul contine cdi de tip absolut?, dupa mutarea acestuia
in alta locatie, vor aparea erori la rulare. Pentru a elimina aceste erori, va
trebui sa redefinim manual toate cdile de tip absolut. Pentru a evita acest
lucru, solutia cea mai simpla este sa salvam procesul inainte de includerea
unui operator. In acest caz, RapidMiner va salva automat locatiile (caile /
paths) in forma lor relativa (in cazul tuturor operatorilor care au un

parametru care permite definirea unei locatii).

4.3. Lucrul cu fisiere de date (Files)

Cel mai adesea, seturile de date pe care dorim sa le analizdm sunt in alte
formate decat RapidMiner. Formatele utilizate frecvent in context
organizational sunt csv (comma separated values) si xls/xlsx (Microsoft
Excel). Relativ mai rar sunt utilizate si formate precum sav (SPSS), dat (Stata),
dbf (Dbase) sau accdb (Microsoft Access). RapidMiner poate citi si salva date
din / in toate aceste formate si multe altele (arff, sparse, xml, url etc.).
Operatorii care fac acest lucru sunt localizati in fereastra Operators, folderul
,Data Access/Files”.

» De exemplu ,,C:\Users\Mircea Comsa\ .RapidMiner\ repositories\ Local Repository\ data”.
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Pentru a incdrca un fisier de date de tip csv (pentru alte formate de fisiere

logica este similara) parcurgem urmatorii pasi (Figura 4.3-1):

- drag&drop operatorul ,,Read CSV”;

- realizarea conexiunii dintre output (portul out) si rezultate (portul res);

- configurarea parametrilor: specificarea locatiei fisierului pe care dorim
sa-1 incarcam (parametrul csv file; definirea acestui parametru este
obligatorie), respectiv a altor parametri relativ la acest fisier
(specificarea caracterului utilizat pentru separarea coloanelor,
caracterul utilizat pentru citate — quotes caracter, caracterul utilizat
pentru a ignora caracterul quotes — escape caracter, linia de start,
caracterul utilizat pentru delimitarea zecimalelor etc.);

- rularea procesului.

Figura 4.3-1. Incircarea unui set de date de tip csv (Read CSV)

Process Parameters
3

@ Process = Read CSV

# Import Configuration Wizard... @
Read CSV .
csv file Datellabor_negociations.csv D @
’ "

column separators ; @
trim lines @
use guotes @
quotes character " @
escape character ! @

Salvarea unui fisier de date in format csv se realizeaza cu ajutorul
operatorului ,Write CSV”. Pentru a ilustra acest proces consideram cd avem
un set de date in format RapidMiner (datele pot fi in orice alt format) si

urmdm pasii din Figura 4.3-2:

- drag&drop operatorii ,, Write CSV” si ,,Write File” (e nevoie de acest

operator in toate situatiile in care dorim sa salvam efectiv un fisier pe
hard-disk);
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- realizarea conexiunilor: (1) pentru a scrie un obiect de tip csv; (2) pentru

a trimite obiectul creat spre operatorul ,Write File”; (3) pentru a
vizualiza setul de date initial; (4) pentru a salva pe hard-disk fisierul
Excel;

- configurarea parametrilor aferenti fiecarui operator: in cazul
operatorului ,Write CSV” putem seta caracterul utilizat pentru
separarea coloanelor, daca sda includem sau nu numele atributelor,
formatul pentru variabilele de tip data etc.;

- rularea procesului.

Fiqura 4.3-2. Salvarea unui set de date in format csv (Write CSV)

Process Parameters

o Process b L7 Write CSV

column separator : @

Write File
4

write atfribute names @
inp

Retrieve Labor-Heg... Write CSV quote nominal values w

1

c ™
format date attributes @
date format yyyy-MM-dd HH:mm:ss ||l ®
encoding SYSTEM v | @

Pentru a incarca un fisier de date Excel parcurgem urmatorii pasi (Figura
4.3-3):

- drag&drop operatorul ,,Read Excel”;

- realizarea conexiunii dintre output (portul out) si rezultate (portul res);

- configurarea parametrilor: specificarea locatiei fisierului pe care dorim
sd-1 incarcdm (parametrul excel file; definirea acestui parametru este
obligatorie), respectiv a altor parametri relativ la acest fisier (numele
sau numarul de ordine a foii (sheet) care contine datele, zona in care
apar datele, tipul de encoding, preluarea numelor variabilelor de pe

prima linie etc.);

- rularea procesului.
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Figura 4.3-3. Incdrcarea unui set de date de tip Excel (Read Excel)

Process Parameters
P %, Read Excel
Process »
# Import Configuration Wizard... @
- )
Read Excel excel file Date/labor_negociations.xlsx @
inp g fil } aut [}

=] sheet selection sheet number v |@
sheet number 1 @
imported cell range Al @
encoding SYSTEM v @D
first row as names W @

Salvarea unui fisier de date in format excel se poate face cu ajutorul
operatorului Write Excel. Pentru a ilustra acest proces presupunem ca avem
un set de date in format RapidMiner (datele pot fi in orice alt format) si

urmam pasii din Figura 4.3-4:

- drag&drop operatorii , Write Excel” si ,Write File” (e nevoie de acest
operator in toate situatiile in care dorim sa salvam efectiv un fisier pe
hard-disk);

- realizarea conexiunilor: (1) pentru a scrie un obiect de tip excel; (2)
pentru a trimite obiectul creat spre operatorul , Write File”; (3) pentru
a vizualiza setul de date initial; (4) pentru a salva pe hard-disk fisierul
excel;

- configurarea parametrilor aferenti fiecarui operator;

- rularea procesului.

Fiqura 4.3-4. Salvarea unui set de date in format Excel (Write Excel)

Process

@ Process »

Write File

Write Excel

"
— |

Retrieve Labor-Neg...

c out

1

fil
thr

thr
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4.4. Lucrul cu baze de date (Database)

Pentru a putea lucra cu o baza de date in RapidMiner e nevoie sa setam o
conexiune cu aceasta (Connection). Pentru fiecare tip de baza de date trebuie
setatda o conexiune specifica (de exemplu, SQL dacd baza este SQL). De
asemenea, pentru fiecare baza de date dintr-un anumit tip trebuie sa setam o
conexiune separatd (de exemplu, o conexiune SQL pentru baza X si alta
conexiune SQL pentru baza Y).

Operatorii disponibili In RapidMiner Studio permit citirea, scrierea si
actualizarea unei baze de date (Read Database, Write Database, Update
Database). Aici vom prezenta doar operatorul ,Read Database”. Anterior
oricarei comenzi relativ la o baza de date, trebuie sa definim conexiunea

asociata acesteia.

Setarea unei conexiuni (Connection)

O conexiune este un obiect salvat de obicei in folderul Connections asociat
unui Repository. Fiecare conexiune contine cel putin urmatoarele informatii:
numele bazei de date, driverul asociat acesteia, numele utilizatorului, parola,
adresa serverului (host) si portul. Serverul poate fi local sau online. Tipurile
de conexiuni ce pot fi setate sunt urmatoarele:

- baze de date SQL (JDBC);

- baze de date No SQL si Cloud;
- servicii in Cloud;

- servere email;

- servere securizate Shell.

In acest context discutdm doar despre setarea unei conexiuni la o baza de date
SQL (PostgreSQL) stocata pe un server online. Pentru acest exemplu am
postat o baza de date pe un server online. Toate informatiile necesare pentru
arealiza o conexiune la aceasta baza de date au fost salvate in conexiune, deci
pot fi folosite de oricine are acest fisier. Desigur, conexiunea va putea fi
utilizata atat timp cat baza de date si serverul sunt functionale. Informatiile
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4 1

necesare pentru setarea unei astfel de conexiuni sunt relativ standard si pot

fi aflate de la administratorul bazei.

Primul pas in setarea unei conexiuni la o baza de date consta in alegerea unui

nume pentru conexiune si a tipului acesteia (Database in acest caz). In

continuare oferim o descriere si cateva cuvinte cheie, apoi introducem

informatiile cu privire la server, baza, utilizator, locatia driverului specific

acelei baze. La final testdm conexiunea si o salvam (Figura 4.4-1).%

Fiqura 4.4-1. Setarea unei conexiuni cu o bazi de date PostgreSQL (server online)

Pasul 1:

in Repository
DMSS1 apdasam click
dreapta pe
,,Connections” si
alegem , Create
Connection”.

La ,,Connection Type”
alegem Database.

La ,,Connection
Name” dam un nume
conexiunii respective.
Apasam ,Create”.

Pasul 2:

La tabul Info putem
introduce o descriere a
conexiunii si cateva
cuvinte cheie (tags).

Connections are now objects that are stored in the repository. You can enter more details to your

connection in the next steps
&_‘ Database hd

[ DMss1 v

Connection Type:

Repository:

\
Connection Name: [| Conn_PostgreSO.L_OnIme| I

‘!%1]] Create a new connection x

>

Info Setup Advanced Driver Sources

i Conn_PostgreSQL_Online

-5 Database (JDBC Connectors)

Location /DMSS1

Connections are now repository items.

| PostgreSQL Online I

Description
You can enter a short d
here.

ription for this connection

Tags (Optional)
Add tags so that you can easier filter and find your
connections.

Q Testconnection

 sae x Cancel

1l Edit connection - Conn_PostgreSQL_Online bs

. 4

% Prezentare video: https://academy.rapidminer.com/learn/video/connecting-to-databases.
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Pasul 3:

La tabul Setup
introducem datele
cerute. In cazul de
fata conexiunea
contine deja toate
aceste informatii (ele
sunt salvate in
conexiune si pot fi
utilizate de oricine
atat timp cat baza de
date si serverul sunt
functionale).

Pasul 4:

La tabul Driver
indicam locatia
driverului JDBC (in
acest caz am inclus
fisierul jar respectiv in

Pasul 5:

Testam conexiunea
(Test connection),
observam ca
functioneazd, apoi o
salvam (Save).

& Setinjected parameters

* Testconnection

J Save

An injected parameter is a parameter whose value is provided by an external source.

) Edit connection - Conn_PostgreSQL_Online X
Info Setup Advanced Driver Sources
~
Database system | Custom (configure in Driver tab) > @
User iajywzurichgvn ®
@
Configure URL automatically
Host ©c2-63-34-153-52 eu-west-1.computs amazonaws com 6]
Port 5432 @
Database d5jbfsdgn12165 0]
URL Jjdbcpostgresql.liec2-63-34-153-52 eu-west-1.compute com:54. i 12165 v

x Cancel

@

folderul Connections).

1l Edit connection - Conn_PostgreSQL_Online

Infa Selup Advanced Driver | Sources

Import the jar file for your JOBC Connection

JDBC driver class

org.postgresql.Driver
URL prefix idbcpostoresql:l
Schema separator |/

Import additional libraries

Additional libraries/files that are required for the JDBC driver.

 setinjectad parameters

* Test connaction

J Save

An injected parameter is a parameter whose value is provided by an external source.

x Cancel

.

1)) Edit connection - Conn_PostgreSQL_Online

Info Setup Advanced Driver Sources

i Conn_PostgreSQL_Online
-%- Database (|DEcC s

Location HDM5S1

Connections are now repository items.

Description
You can enter a short description for this connection
here.

PostgreSQL Online

Tags (Optional)
Add tags so that you can easier filter and find your
connections.

" Testsuccessful

x Cancel
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In folderul Connections am inclus si o conexiune la o baza de date
PostgreSQL postata pe un server local. Acesta nu va fi functionala pe alte PC-
uri. Cei interesati pot realiza o conexiune similara functionalda urmand pasii

urmatori (desigur, sunt posibile si alte solutii):

- descarcam fisierul de instalare a softului postgresql ,interactive installer
postgresql” (https://www.postgresql.org/download/windows/);

- instaldm softul®; atentie, alegem versiunea potrivitd pentru sistemul de
operare (aici am ales Windows);

- cream un server3?;

- deschidem softul pdAdmin si Incarcam baza de date hr_sample; am
inclus in folderul Database baza de date respectivd; alternativ, putem
genera structura (schema) bazei de date si sa o populam cu date
folosind scripturile incluse in acelasi folder;

- descdrcam versiunea de driver JDBC potrivita pentru versiunea Java
instalata pe PC (https://jdbc.postgresql.org/download.html);

- definim conexiunea urmand pasii specificati in Figura 4.4-1; atentie,
informatiile relativ la baza, utilizator, parola etc. vor fi altele in acest

caz.

Citirea unei baze de date (Read Database)

Baza de date folosita in cadrul acestui exemplu este doar una de test. Este o
baza SQL, PostgreSQL mai exact. Schema acesteia, adica tabelele, conexiunile
dintre ele si atributele din fiecare tabel sunt prezentate in Figura 4.4-2. Baza
este gazduitd pe un server online (proceddam la fel si dacd serverul este local,

doar setarile conexiunii vor fi diferite).

31 O descriere a instructiunilor de instalare se poate consulta la adresa:
https://www .enterprisedb.com/docs/supported-open-source/postgresql/installer/02_installing
_postgresql_with_the_graphical_installation_wizard/01_invoking_the_graphical_installer/
32 O serie de instructiuni cu privire la realizarea acestui pas pot fi consultate la adresa:
https://docs.rapidminer.com/9.8/legacy/install/database_setup/creating_postgres_db.html
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Figura 4.4-2. Schema bazei de date , hr_sample”

R employees 8 departments BB locations [F regions
13 employee_id 13 department_id 1% location_id 13§ region_id
E8 dependents REC first_name ABC department_name @ = | RBC street_address ABC regicn_name
13 dependent_id ABC last_name le-~ 4123 location_id ABE postal_code [
- ABC email ABC city .
RBEC first_name .- - . '
ABC phone_number ABC state_province [®,
ABC |ast_name . - - *a -
) i &) hire_date e BB jobs ABC country_id - L]
RBC relatlonshl;j.l 123job_id Y. Re P b - B countries
123 employee_id 4 job_i -
123 salary a8C iob til ARG country_id
. job_title
E: ;nanager_ld y '\‘ 123 min,_salary ABC country_narme
epagnent_l A P max_salary 123 region_id

Pentru a citi in RapidMiner o baza de date PostgreSQL postata pe un server
online avem nevoie de o conexiune la acea baza (, Conn_PostgreSQL_Online”,
folderul Connections) si operatorul ,Read Database”. Pentru a defini
informatiile pe care dorim sa le citim folosim parametrul ,,define query”. Aici
putem alege intre:

- query: interogarea SQL - trebuie sa o definim, adica sa scriem
comenzile specifice SQL; putem selecta astfel o parte a atributelor,
cazurilor, din unul sau mai multe tabele;

- query file: fisierul care defineste interogarea - trebuie sa indicam
tisierul care contine comenzile specifice SQL;

- table name: numele tabelului; alegem tabelul pe care dorim sa-1 citim
(in general, o baza de date contine mai multe tabele).

Figura 4.4-3. Citirea unui tabel dintr-o bazi de date PostgreSQL (server online)

Pasul 1:
Din Repository DMSS1, folderul
,Connections”, Incarcam

Read Datahase

out con } out
fad =
con

Retrieve Conn_Post...

conexiunea setata anterior
,,Conn_PostgreSQL_Online”
apoi o conectam cu operatorul
,Read Database”.

v

h
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Pasul 2:
La parametrul , define query”
alegem , table name”. Specifi-

Parameters

%, Read Database

cam astfel ca dorim sa citim CERETED table name Y@
unul dintre tabelele (seturile de .
use default schema 1)
date) din baza de date la care
ne-am conectat. table name employees v|| B o
La parametrul ,,table name”
prepare statement @

alegem employees (numele
tabelului / setului de date). T auto vlo

.

Pasul 3:

Observam ca tabelul respectiv a employee_id first_name last_name email phone_num...

fost incdrcat n RapidMiner. 100 Steven King stevenkin..  515.123.4567
101 MNeena Kochhar neenakoc.. 515.123.4568
102 Lex De Haan lex.de haa.. 515.123.4569
103 Alexander Hunold alexander... 590.423.4567
104 Bruce Ermnst pruce.ems... 590.423.4568
105 David Austin david.austi.. 590.423.4569

4.5. Lucrul cu aplicatii (Applications)

Pentru a putea folosi in RapidMiner Studio date din alte aplicatii (precum
Twitter), primul pas consta in realizarea unei conexiuni intre RapidMiner
Studio si aplicatia respectiva. Succesiunea de imagini de mai jos (Figura 4.5-1)

ilustreaza pasii necesari pentru a realiza o conexiune cu aplicatia Twitter.

Figura 4.5-1. Conectarea la Twitter

Pasul 1: il Create a new connection X
In RePOSitory DMSSl Connections are now objects that are stored in the repository. You can enter more details to your

v o . connection in the next steps.
apasdm click dreapta pe
,Connections” si alegem I LT v
,,Create Connection”. Repositny mousst .
La , Connection Type”

Conneclion Name ICunn_Twmsd I

alegem Twitter.

La ,,Connection Name”
dam un nume conexiunii
respective.

Apdsam ,Create”.
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Pasul 2: 14 i connection - Conn Tt *
Info Setup Sources
Introducem toke.nul. de — —
acces pentru aplicatia
Twitter (trebuie sa aveti un
cont obisnuit de Twitter,
respectiv unul de
dezvoltator Twitter3?).
Testam si salvam conexi-
unea. & Setinjected parameters Aninjected parameter is a parameter whose value is provided by an external source.
7o) X

4.6. Accesarea datelor stocate in cloud (Cloud Storage)

Pentru a accesa date stocate In cloud, prima data trebuie sa definim o
conexiune cu aplicatia care ofera acest serviciu. Pasii sunt similari cu cei
descrisi in sectiunea anterioara. {i ilustrdm aici in cazul aplicatiilor Google
Cloud si Dropbox. In ambele situatii, este necesar s obtinem tokenul de acces
inainte de a ne conecta la serviciile / aplicatiile respective.

Figura 4.6-1. Conectarea la Google Cloud

Pasul 1: i) Create a new connection X
In Repository DMSS1
apasam click dreapta pe
,Connections” si alegem Connection Type: v
,,Create Connection”.

La , Connection Type”
alegem ,,Google Cloud
Services”.

La ,,Connection Name” dam
un nume conexiunii

Connections are now objects that are stored in the repository. You can enter more details to your
connection in the next steps

Repositary: 3 DMsSs1 Ad

Connection Name: ICnnn_Guug\eCluunﬂ I

respective.

v v Creats C |
Apdsdm ,Create”. ¥ gonce

3 https://developer.twitter.com/en/docs/twitter-api/getting-started/getting-access-to-the-twitter-api
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acces.?

Apasam butonul mic din
dreapta tokenului (Request
access token) si urmam cei
doi pasi.

Testam conexiunea (Test
connection).

Salvam conexiunea (Save).

Pasul 2: i) Edit connection - Conn_GoogleCloud %
Introducem datele necesare ol sewn |[Jooie
(ID proiect si tokenul de PrlectiD ©
acces pentru Google Cloud). s S o
Testam conexiunea (Test fosess Token wjlajoe
connection).
Salvam conexiunea (Save).

& setinjected parameters An injected parameter is a parameterwhose value is provided by an external source

Figura 4.6-2. Conectarea la Dropbox si citirea unui fisier cu date
Pasul 1: I!;JJ_JI Create a new connection x
In Rep0s1t0ry DMSSl Connections are now objects that are stored in the repository. You can enter more details to your
apésém click dreapta pe connection in the next steps
. .
,Connections” si alegem Comecton Tipe =
,,Create Connection”.
La , Connection Type” Repasitory: I DS v
alegem Dropbox.
La Connection Name" Connection Name: ICunn_Dmphu;dI
P
ddam un nume conexiunii
respective.
Apdsam ,Create”.
x gance‘
Pasul 2: ) Edit connection - Conn_Dropbox X
Info Setup Sources

Introducem tokenul de ‘

[Accsss Token | \] £ |a

& Setinjected parameters

st conn

An injected parameter is a parameter whose value is provided by an external source

o sae || 3 cancer

. 4

3 https://developers.dropbox.com/oauth-guide
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Pasul 3: Retrieve Read Dropbox
Incarcam operatorul Retrieve si indicdm Dropbox la Pt out = Ey @
numele conexiunii. con

Conectam operatorul ,Read Dropbox” si indicdm

numele fisierului RapidMiner (in acest caz,

labor_negociations). Read Dropbox Read Excel
Pentru a citi fisiere de alt tip, folosim operatorul
,Read Dropbox” (indicim numele conexiunii si al
fisierului), apoi conectdm operatorul care poate citi
acel tip de fisier (xIsx In acest caz).

il b out
al

il

con
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5. LUCRUL CU ATRIBUTE, CAZURI,
TABELE SI VALORI (BLENDING)

Operatorii din categoria Blending sunt grupati in patru sub-categorii:

Attributes: include operatorii care modificd atributele;
- Examples: include operatorii care modifica exemplele / cazurile;

Tables: acesti operatori faciliteaza lucrul cu tabele;

Values: acesti operatori faciliteaza lucrul cu valori.

5.1. Lucrul cu atribute (Attributes)

Informatiile relativ la cazurile statistice (acestea apar pe linii In tabele /
fisierele cu date) sunt denumite generic variabile (apar pe coloane) in
manualele de specialitate. In literatura pe tema metodologiei colectrii
datelor cantitative, variabilele sunt denumite uneori atribute. Tehnic,
denumirea generala corectd este cea de variabild, atributul fiind un tip
particular de variabila, si anume o variabila non-metrica sau calitativa.
Simplu spus, o astfel de variabila, mai exact insusirea pe care aceasta o
evalueaza (,masoarda” %), nu are asociata o unitate de mdsura. Astfel de
variabile pot fi de tip nominal sau ordinal. O variabild nominald este orice
clasificare (gruparea cazurilor in clase in functie de un criteriu). De exemplu,
variabila sex este una nominald deoarece in functie de acest criteriu distingem
intre doua clase (categorii), barbat si femeie, fiecare om apartinand uneia

% Termenul de masoara apare aici intre ghilimele pentru a indica faptul ca nu este sinonim cu
termenul de evaluare, fiind un tip specific de evaluare, unul care are asociat o unitate de
masura (Rotariu, 1991). in general, In literatura, aceastda distinctie nu apare sau nu este
explicita, termenul de masurare fiind folosit pentru toate tipurile de scale, non-metrice (fara
unitate de mdsurd: nominala si ordinald) si metrice (cu unitate de masura: interval si raport).

PREGATIREA DATELOR iN RAPIDMINER STUDIO 125 -




- 5 Lucrul cu atribute, cazuri, tabele si valori (Blending)

dintre acestea (nu se poate sa nu apartina niciunei clase, nici sa apartina mai
multor clase). Dacd clasele rezultate In urma unei clasificari pot fi ordonate in
functie de intensitatea perceputa a insusirii, variabila respectiva este de tip
ordinal. In domeniul metodologiei masurarii din stiintele sociale, folosim
denumirea de atribut pentru a ne referi la o variabild de tip nominal sau
ordinal, respectiv la una dintre clasele unei variabile de tip nominal, la o
insusire a unui caz (barbat, femeie, tanar, batran, rezidenta in urban etc.).
Oarecum contrar acestor conventii, in RapidMiner Studio variabilele sunt
numite atribute, prin urmare se referd la toate caracteristicile / insusirile
cazurilor, indiferent de nivelul lor de evaluare / masurare. In acest manual
vom folosi intersanjabil cei doi termeni (variabila si atribut), dar vom avea
in vedere sensul larg, cel definit de conceptul de variabila.

In RapidMiner Studio comenzile relativ la atribute se regésesc in fereastra
Operators, sectiunea Blending/Attributes. Acesti operatori pot fi folositi
pentru a defini numele atributelor, rolurile, tipurile, a selecta anumite
atribute, a genera atribute, respectiv a le reordona (schimba ordinea lor in
setul de date). In continuare vom prezenta si ilustra principalii operatori din
fiecare categorie.

Numele si rolul atributelor (Names & Roles)

Operatorii Rename pot fi folositi pentru redenumirea atributelor. Uneori
acest lucru poate fi util, mai ales atunci cand denumirile originale ale
atributelor constau in litere si cifre, sunt neclare sau insuficient de
informative. In imaginea din Figura 5.1-1 am ilustrat modalitatea de
redenumire a unei variabile oferind un exemplu in care am schimbat numele
a doua atribute. Astfel, am redenumit atributul vechi ,label” cu numele
,iris_type”, respectiv ,al” cu ,sepal_length_cm”. La start, operatorul
Rename ofera posibilitatea de a redenumi o singurd variabild, dar putem
indica mai multe variabile prin apdsarea butonului ,,Add Entry”. Eliminarea
unei redenumiri se face folosind ,Remove Entry”, iar finalizarea setdrilor cu
,Apply” (renuntarea cu ,Cancel”). Pentru a observa impactul acestei

% In machine learning variabilele / atributele sunt numite features (trasaturi, proprietati
masurabile ale unui fenomen sau ale unei entitati).
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comenzi, procesul prezentat ca exemplu ne aratd prima data (dupa prima
rulare = apasare a butonului Play/Run » ) setul de date cu denumirile initiale,
apoi, dupa inca o apdsare a aceluiasi buton, setul cu denumirile schimbate.
Rularea in doi pasi a procesului a fost posibild ca urmare a utilizarii comenzii
,Breakpoint after” (aceastd comanda poate fi accesata rapid folosind click
dreapta pe operatorul relativ la care dorim sd inseram o pauzd; pentru a
continua rularea apasam din nou butonul Play/Run »).

Figura 5.1-1. Redenumirea unui atribut (Rename)

Retrieve Iris Rename
ot exa [0 exa
c o R
i an
v
l!e‘l,]_JJ Edit Parameter List: rename attributes X

Edit Parameter List: rename attributes
:.f Use this list to define the renaming of the attributes.

old name new name
label ¥ iris_type
|3’1| A lsepal_length_cm

= Add Entry =% Eemove Entry o Apply x Cancel

Setarea rolului variabilelor dintr-un set de date este un pas esential care
trebuie realizat naintea oricarei analize. Prin stabilirea rolurilor, comunicam
programului care sunt variabilele pe care trebuie sd le includa in analiza si
care sunt rolurile pe care aceste variabile le vor avea in analiza respectiva fara
sa fim nevoiti sa facem acest lucru de fiecare data cand folosim acel set de
date. Simplu spus, rolul fiecdrei variabile este definit direct in setul de date.
In RapidMiner Studio avem doud tipuri principale de roluri: obisnuit
(regular) si special (special = toate atributele care nu sunt de tip obisnuit). Mai
detaliat, rolurile posibile pe care le poate avea un atribut sunt urmatoarele
(Mierswa, 2016b, p. 14; RapidMiner, 2022, pp. 160-161):

- regular = independentd / obisnuitd / predictor — reprezinta o variabila
care nu are un rol special; frecvent, o astfel de variabild este utilizata
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pentru a prezice valorile / apartenenta la clasele unei variabile label /
dependente;

id = de identificare — este o variabild speciala care ajuta la identificarea
cazurilor; valorile pot fi formate din litere, numere, caractere speciale
sau combinatii ale acestora; fiecare caz are asociat un id unic; o variabila
de tip id este exclusd automat din orice model de predictie; o astfel de
variabila este absolut necesara atunci cand dorim sa unim doua seturi
de date, respectiv poate fi necesard, functie de situatia concretd, atunci
cand dorim sa agregam datele dintr-un set de date, sa transpunem un
set de date etc.;

label = dependenta / prezisa / tintd / de interes (target / class) — este
principala variabild speciald care ne intereseaza intr-o analiza de
predictie; scopul analizei consta In prezicerea cat mai corectd a valorilor
acestei variabile In cazul unei variabile metrice, respectiv a apartenentei
la clasele acestei variabile In cazul unei variabile non-metrice;
prediction = predictie — variabild speciald care contine valorile prezise
(relativ la variabila label / dependentd) de un model de predictie; daca
variabila label este metricd, predictia acesteia va fi tot o variabila
metrica; dacd variabila label este non-metrica (categoriala), variabila
prezisa va fi la fel si va avea asociate suplimentar doud sau mai multe
variabile prezise care indica probabilitatea apartenentei la fiecare dintre
clasele variabilei label; o astfel de variabila este obligatorie (alaturi de o
variabila de tip label) atunci cand dorim sa estimam performanta unui
model de predictie;

cluster = grupare — variabild speciald care indica apartenenta cazurilor
la anumite grupuri rezultate In urma realizarii unei analize cluster / de
grupare;

weight = ponderare — variabila speciald; contine valori numerice care
indicd ponderarea / importanta unui caz; de exemplu, dacd un caz are
asociata valoarea 2 in cazul variabilei weight, In analiza acest caz va
conta ca doua cazuri (ca si cum setul de date ar contine doua astfel de
cazuri identice, nu doar unul); in acest context, o variabild de tip weight
este folosita pentru a aduce structura esantionului la structura
populatiei (sau la o altd structura dorita); de exemplu, daca esantionul
are o pondere a persoanelor educate mai mare comparativ cu populatia
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de referinta, utilizarea unei variabile de ponderare va reduce ponderea
persoanelor educate (prin atribuirea unor valori sub-unitare) si va
creste ponderea persoanelor mai putin educate (au asociate valori
supra-unitare); o astfel de variabila poate fi folosita si atunci cand
evaludm performanta unui model prin faptul cd ne ajutd sa definim
costuri diferite pentru erorile de clasificare; de exemplu, putem atribui
un cost mai mare in cazul erorilor de tip 1 (fals negativ: situatia reala
este ,X” dar modelul prezice ca nu este ,X”, unde ,X” se referd la
categoria de interes — fraudd, parasirea companiei, bolnav etc.);

- batch = variabila speciald care defineste loturi / sub-seturi de cazuri;
este utila In cadrul unei analize de validare incrucisatd (cross-
validation), in situatia In care analistul doreste sa defineasca el, nu
softul, numarul grupurilor si apartenenta cazurilor la aceste grupuri.

Figura 5.1-2. Setarea rolului unui atribut (Set Role)

Pasul 1:

AL Retrieve iris_no_rol... Set Role

Incarcam setul de date

. . .. out Ff ema

RapidMiner ,iris_no_roles”. = i~ I

Conectam operatorul ,Set

Role”.

Pasul 2: Parameters

Setam rolul de id pentru 777 SetRole

atributul numit id.
attribute name id| ¥ |@
target role id v | @
set additional roles =5 Edit List (1)... ®

Pasul 3: I!ngJ Edit Parameter List: set additional roles *

Setam alte roluri — in acest
caz setam rolul de label
pentru atributul numit
,iris_type”.

Putem adauga alte variabile attribute name target role
cu ,,Add Entry”.

Edit Parameter List: set additional roles.
Ef This parameter defines additional attribute role
T combinations.

liris_ty'pe| '] label A

_-_'|_ Add Entry _.'3 Remaove Entry o Apply x Cancel
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Tipuri de atribute (Types)

Prin tipuri de atribute intelegem niveluri de evaluare / masurare. Literatura
de specialitate distinge Intre doud mari tipuri metric si non-metric (variabila
/ atributul are sau nu asociatd o unitate de masurd). Variabilele metrice pot fi
de tip interval (valoarea zero absolut este stabilitd conventional) si raport
(zero absolut este natural, corespunde absentei depline a Insusirii).
Variabilele non-metrice pot fi de tip nominal (orice clasificare) si ordinal (o
variabild nominala cu clasele ordonate in functie de intensitatea insusirii).
Denumirile folosite in cadrul RapidMiner Studio pentru a identifica tipurile
de atribute se suprapun partial cu clasificarea prezentati anterior. In
RapidMiner Studio, atributele de tip non-metric (fard unitate de masura) sunt
numite nominale, iar cele metrice sunt numite numerice. Valorile atributelor
nominale iau forma unui text, iar cele numerice iau forma unor numere.%
Pentru fiecare dintre aceste tipuri, RapidMiner distinge diferite sub-tipuri.
Astfel, variabilele de tip nominal pot fi de tip:

- text: orice text (rdspunsuri elaborate de catre subiectii cercetarii; de
obicei astfel de fragmente de discurs sunt unice fiecarui caz / subiect),

- binominal: variabile nominale cu doud categorii / clase (sex: masculin
si feminin),

- polynominal: variabile nominale cu mai mult de doua categorii / clase
(statut marital: cdsatorit / parteneriat, necdsatorit, divortat, vaduv),

- iar cele numerice pot fi de tip

- integer: numere Intregi (numarul de angajati),

- real: numere reale (zecimale) (suprafata biroului In m? masurata cu o
precizie de o zecimald),

- date_time, date, time: data, timpul, respectiv data si timpul.

% Pentru a fi cu adevarat variabile metrice, numerele respective trebuie sd indice intensitatea
prezentei insusirii exprimata in unitatile de masura specifice acelei variabile. O variabila
care are ca variante de raspuns codurile 1 si 2, unde 1 inseamna masculin si 2 feminin, nu
este o variabild metricd pentru cd: nu avem o unitate de masurd, deci nu are sens sa facem
operatii matematice cu valorile acestei variabile (daca adunam doi barbati nu obtinem o
femeie); clasele nu sunt nici macar ordonate (am fi putut sa atribuim codul 1 clasei feminin
si codul 2 clasei masculin). O astfel de variabila este una de tip nominal, binominal mai exact.
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Operatorii grupati in categoria Types pot fi utilizati pentru a defini tipul de
date asociat unei variabile, mai exact pentru a transforma dintr-un tip de date
in altul. Atunci cand importam un set de date in RapidMiner Studio, softul
recunoaste (prezice) tipul de date asociat fiecarei variabile. Uneori, softul
ghiceste gresit tipul unei variabile (aceasta eroare se intampla de fiecare data
in cazul in care o variabild nominald are asociate variantelor de raspuns
coduri numerice, nu etichete / text) deci trebuie sa-1 corectam. Alteori, poate
fi necesar sa recodam o variabila si in situatia In care aceasta este nominala
dar dorim sa o includem intr-o analiza care necesita doar variabile codate
numeric. De exemplu, daca avem o variabila binominald cu variantele de
raspuns nu/da si dorim sa o prezicem folosind clasificatorul neural networks,
va trebui sd o recodam 0/1 deoarece acest clasificator poate prezice doar

variabile (codate ca) numerice.

Functie de situatia concretd in care ne aflam, RapidMiner oferd operatori care
transforma o variabild de tip numeric in una binominald / polinominala /
reala / datd, o variabila de tip nominal in una binominala / numerica / dats,
reala In numere intregi, text in nominald, respectiv data in numerica /
nominald. Nu are sens sa ilustram aici toti acesti operatori deoarece optiunile
sunt similare. Vom exemplifica utilizarea acestor operatori in doua tipuri de
situatii si anume transformarea unei variabile numerice in una binominala,

respectiv a uneia nominale in binominala.

Transformarea unei variabile numerice intr-o variabila binominald se
realizeaza cu ajutorul operatorului , Numerical to Binominal”. La parametrul
,attribute filter type” indicam dacad dorim sa transformam un singur atribut,
cateva sau toate (avem si alte optiuni, utilizate relativ mai rar). La parametrul
,attribute” alegem atributul / atributele, iar la min si max indicam intervalul
valorilor care vor fi transformate in categoria false (restul valorilor vor forma
categoria true). Daca dorim sd selectdm celelalte atribute decat cele indicate
la parametrul , attribute”, bifam optiunea ,invert selection”. Dacd dorim sa

includem si atributele speciale din setul de date, bifdm optiunea ,include

special attributes”.
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Figura 5.1-3. Transformarea unei variabile numerice intr-o variabild binominald
(Numerical to Binominal)

Pasul 1:

AL . . Retrieve Iris Humerical to Binomi...
Incarcam setul de date RapidMiner b

Iris”. fad

Conectam operatorul , Numerical
to Binominal”.

¥

Pasul 2: Parameters
Alegem SIHgle la parametrlﬂ ’; Numerical to Binominal
,attribute filter type”.
B attribute filter type W single ¥ | (@
Alegem atributul al la parametrul
attribute”. attribute al * @
La min si max indicam intervalul
. . i i Tl
de valori care vor fi transformate S “
n categorla false (I?Stul YOY 'ﬁ . include special attributes @
true). 5.84 este media variabilei al
(putem alege orice altd valoare). min 0.0 ®
max 5.84 @
Pasul 3: M ExampleSet (Retrieve Iris) A ExampleSet (Num
Ruldm procesul si comparam cele
doua seturi de date (original si openin | 7| TurboPrep | | I Auto Mode
modificat).
v v . . Row No. | id label al a2 al a4
Observam ca valorile din
1 id_1 Irs-setosa 5100 3500 1400  0.200

intervalul [0; 5.84] ale atributului
al au acum Valoarea false’ iar 2 id_2 Iris-setosa 4900 3 1.400 0.200
restul (peste 5.84) valoarea true.

A ExampleSet (Retrieve Iris)  ExampleSet (Num
Openin "—l Turbo Prep ﬁ Auto Model
Ro.. T | id label al a2 a3 ad
1 id_1 Iris-setosa false 3.500 1.400 0.200
2 id_2 Iris-setosa false 3 1.400 0.200

Transformarea unei variabile nominale intr-o variabild binominala se
realizeaza cu ajutorul operatorului ,Nominal to Binominal”. Parametrii
acestui operator sunt similari cu cei ai operatorului prezentat anterior. Rolul
acestui operator este de a construi cate o noua variabild pentru fiecare dintre
variantele de raspuns ale variabilei(lor) selectate. Acest tip de transformare

poate fi util in situatiile in care (1) dorim sa folosim mai putine categorii in
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modelul de predictie cu scopul de a reduce complexitatea modelului (in
relatie si cu numarul de cazuri disponibile), (2) analiza / clasificatorul permite
doar utilizarea unor variabile de tip numeric (putem transforma variabilele
binominale in variabile numerice), respectiv (3) softul a citit gresit nivelul de

masurare al unei variabile atunci cand am importat setul de date.

Figura 5.1-4. Transformarea unei variabile nominale Intr-o variabild binominald
(Nominal to Binominal)

Pasul 1:
A,y . . Retrieve Hominal to Binominal
Incarcam setul de date RapidMiner
.. out exa ¥ exa
»labor_negociations_short”. = [ .
on
Conectam operatorul ,Nominal e
to Binominal”.
Pasul 2: Parameters
Alegem single la parametrul " Nominal to Binominal
. . ”
nattribute filter type”. create view ®
attribute filter type %" single v |@
attribute Ente e v |@
invert selection @
include special attributes %* @
transform binominal 6]
use underscore in name 6]
Pasul 3: @ ExampleSet (Retrieve labor_negociations_short)
Ruldm procesul si comparam
cele doud seturi de date (original ~ Orenin | mumorrep | i Ao woge
si modificat).
’ B o n . . Row No. class vacation
Observam cd in locul atributului
K K . 1 good average
vacation cu trei categorii de
. 2 good below-average
raspuns (average, below-
i s 3 good generous
average $1 generous), noua baza
are trei atrlbUte’ cate unlﬂ I ExampleSat (Retrisve labor_negociations_short) M ExampleSet (Noi
pentru fiecare dintre categoriile
originale. Noile variante de openin | 7] Tuvoprep | | i Auto Hods
raspuns sunt true / false. . - -
Row No. class vacation = generous vacation = below-average vacation = average
1 good false false true
2 good false true false
3 good true false false
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Alaturi de operatorii prezentati anterior, categoria Types include o serie de

alti operatori precum:

parse numbers: similar cu operatorul ,Nominal to Numerical” cu
mentiunea cd 1n acest caz, desi valorile originale sunt in realitate de tip
numeric, ele sunt definite (stocate) ca nominale in setul de date;
format numbers: formatarea numerelor (de exemplu afisarea valorilor
ca procent sau addugarea unui simbol care specificd moneda);

guess types: ghicirea tipului de variabile;

one-hot encoding: elimina variabilele nominale care au prea multe
categorii (putem specifica pragul), respectiv codificd variabilele ramase
ca numerice;

target encoding: similar cu operatorul anterior;

set positive values: indicarea variantei de raspuns care este privita ca

pozitiva (de interes / de dorit) din punctul de vedere al analizei.

Selectarea atributelor (Selection)

Operatorii inclusi In aceastd categorie au in comun faptul cd, relativ la un set

de date, retin in analizd doar atributele care indeplinesc anumite conditii.

Selectia poate fi realizatd in baza a diferite criterii, functie de obiectivele

urmdrite. Astfel, putem:

specifica direct atributele pe care le dorim (Select Attributes);

selecta atributele care au 0 anumita importanta (Select by Weights), de
obicei mai mare de un anumit prag, dar putem realiza selectia si In
functie de alte criterii (primele x atribute care au scorul importantei cel
mai mare, primele x% care au scorul importantei cel mai mare etc.);
alege aleator un anumit numar de atribute (Select by Random);
elimina atributele dintr-un anumit interval, de exemplu toate atributele
din intervalul 3-5, adica atributele 3, 4 si 5 (Remove Attribute Range);
elimina atributele inutile (Remove Useless Attributes); ne ajutd sa
eliminam atributele numerice care nu depasesc un anumit prag de
variatia (valorile sunt relativ constante), atributele nominale care sunt
mai degraba constante (o mare parte a cazurilor au aceeasi valoare;
putem defini proportia cazurilor), care au foarte multe valori diferite
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(foarte multe valori sunt luate de o parte micd a cazurilor; putem defini
proportia) sau care arata ca o variabild de tip id (valorile sunt toate
diferite intre ele),

- elimina atributele care coreleazd mai mult decat un anumit prag
(pragul poate fi indicat de utilizator, respectiv definit ca valoare
absolutad sau nu) (Remove Correlated Attributes); daca doud atribute
coreleaza foarte puternic, informatia utild pentru predictie adusa de ele
se suprapune in cea mai mare parte, deci utilitatea marginala a unuia
dintre atribute este foarte mica;

- aplica unul sau mai multi operatori (un sub-proces = set de comenzi)
doar unora dintre atributele care apar in setul de date (Work on
Subset).

Operatorul utilizat cel mai frecvent pentru a selecta atributele pe care dorim
sa le utilizdm este ,Select Attributes”. In Figura 5.1-5 ilustram folosirea
acestui operator in doua dintre situatiile posibile (selectarea anumitor

atribute si selectarea atributelor de tip numeric).

Fiqura 5.1-5. Selectia atributelor (Select Attributes)

Pasul 1:

Incdrcam setul de date Retrieve labor_nego... Select Attributes  Select Humeric Attributes
,labor_negociations”. c - o j o o j orn
Conectam operatorul , Select v L LI
Attributes” (de doua ori; al 2-lea il v v

numim ,Select Numeric Attributes”).

A

Parameters

Pasul 2:
Alegem subset la parametrul

attribute filter type”, iar la attributes - Sclect Attributes

alegem variabilele contribution-to- attribute filter ype % | subset v|®
dental-plan si contribution-to-health- -

attributes g, Select Attributes... @
plan.

ey s

Bifam ,,invert selection” pentru a invert selection % o)
indica faptul ca dorim sa retinem
restul Variabilelor. include special attributes @

4
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Pasul 3:
Parameters
Alegem value_type la parametrul
. . P 77 Select Numeric Attributes (Select Attributes)
,attribute filter type”.
La parametrul ,,Value type” alegem attribute filter type W* value_type v |
numeric. .
value type numeric v | @
Scopul este de a selecta toate
variabilele de tip numeric. use value type exception @
invert selection % @
include special attributes @
Pasul 4: Name Fd Type Name Fd Type
Ruldm procesul si comparam cele
Label Label
doua seturi de date. “ class Nominal ' class Nominal
Observam ca in setul nou de date
nu mai apar cele doud variabile ' duration integer % duration Integer
excluse la pasul 2 si nici variabilele
care in setul original nu erau Vv wage-inc-1st Real /' wage-inc-ist Real
numerice (cu exceptia variabilei
numite class care este o variabil3 7 e Real % wage-inc-2nd Real
speciala de tip label; dacd dorim sa
aplicim comanda respectiva si ' wage-ine-srd Red ¥ wage-inc-3rd Real
acestei variabile, trebuie sa bifam
parametrul , include special e tomnel ' working-nours nteger
”
attributes”).
“  working-hours Integer s standby-pay Integer
' pension Nominal sy ghift-differential Integer
¥ standby-pay Iteger s statutory-holidays = Integer

Generarea atributelor (Generation)

Operatorii inclusi in categoria Generation pot fi utilizati pentru a construi
atribute pornind de la atributele deja existente in setul de date (doar
operatorul ,generate ID” genereaza un atribut de tip ID = cod unic de
identificare pentru fiecare caz din setul de date). Posibilitatile de a genera
atribute sunt numeroase, dupa cum se poate vedea din scurta descriere a

operatorilor disponibili:
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Generate Attributes: genereaza atribute folosind expresii (matematice si
logice) definite de utilizator;

Generate Empty Attribute: genereaza atribute fara valori (putem
denumi atributul si specifica nivelul de masurare);

Generate Copy: genereaza un atribut identic cu un alt atribut existent
in setul de date;

Generate Concatenation: uneste doua atribute intr-un nou atribut de
tip nominal cu valori egale cu valorile unite ale celor doua atribute
(putem addauga sau nu diferite caractere separatoare intre valori); de
exemplu, putem uni doud atribute care contin numele, respectiv
prenumele intr-un nou atribut care le contine pe ambele;

Generate Aggregation: genereaza un atribut nou care ia valorile
indicate de functia de agregare specificata; de exemplu, putem genera
un atribut care ia valoarea medie a unei variabile existente in setul de
date sau media acelei variabile in cadrul claselor altei variabile;
Generate Absolutes: inlocuieste toate valorile numerice cu modulul lor
(valorile negative devin pozitive);

Generate Products: genereaza cate un atribut nou pentru fiecare
produs de doud atribute indicate in doua liste de atribute;

Generate Gaussians: genereazad o variabild care ia valori definite de
atributul, media si abaterea standard specificate;

Generate Function Set: genereaza o serie de atribute pentru fiecare
dintre atributele din setul de date in urma aplicdrii uneia sau mai
multora dintre functiile predefinite selectate;

Generate TFIDF: calculeaza importanta cuvintelor relativ la fiecare
dintre documentele analizate;

Generate Item Set Indicators: creeaza atribute numerice de tip binar
(0/1) unde 1 indica faptul cd textul respectiv include cuvintele
specificate de utilizator;

Generate Weight (Stratification): calculeaza o variabila de tip
ponderare (weight) egald cu numarul de cazuri indicat de utilizator
astfel Incat numarul de cazuri sa fie acelasi intre categoriile / clasele

variabilei label;
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- Generate Weight (LPR): genereaza o variabila de tip weight folosind

Local Polynomial Regression;

- Generate Batch: produce un atribut special de tip batch (divide setul
de date in numarul specificat de grupuri);

- Text Vectorization: util pentru extragerea informatiilor din variabile de
tip text (de exemplu extrage informatii cu privire la prezenta anumitor
cuvinte, sentimentul general al textului (sentiment analysis), detecteaza

limba folosita).

Foarte probabil, cel mai frecvent utilizat operator din aceasta categorie este

,Generate Attributes”, motiv pentru care il ilustram in continuare (Figura

5.1-6).
Figura 5.1-6. Generarea atributelor (Generate Attributes)
Pasul 1:
incércém setul de date Labor-Hegotiations Generate Attributes
,labor_negociations”. .C i

Conectdam operatorii ,Set Macros” si
,Generate Attributes”.

¥

Pasul 2:
. attribute name function expressions
Folosind operatorul ,Generate .
. o .. . average wage-inc ([wage-inc-1sf] + [wage-inc-2nd] + [wage-inc-3rd]) / 3 =]
Attributes” definim numele noilor
: . .. . neglected worker bool (working-hours] >= 35) && ([education-allowance] 1= "yes”)| &
atribute si functiile asociate lor.
o o . logarithmic attribute log([shifi-dgifferential]) + In([standby-pay]) ]
Imaginea prezinta doar o parte dintre
. trigno attribute sin((wage-inc-1sf]) + cos([wage-inc-1st]) + tan({[wage-inc-1= E
atributele generate (pentru alte
. rounded average wage-inc  round(avg(lwage-inc-1st,[wage-inc-2nd] [wage-inc-3rd])) E
exemple se pot vedea procesul si
’ vacations replaceAll(vacation,"generous”,"above-average”) E
Tabelul 5.1-1).
deadline if(class=="good", date_add(date_now() 25 DATE_UNIT_DA E
shift complete iflmissing([shift-differential])==true, floor(rand()*25), [shift-di E

Operatorul ,Generate Attributes” genereaza atribute folosind expresii
matematice si logice definite de utilizator (expresiile pot include una sau mai
multe functii). In cele ce urmeazi (vezi si fisierul cu exemplul de proces,
respectiv Tabelul 5.1-1), ilustram si explicam cateva astfel de expresii.
Desigur, nu este posibil sa acoperim nici macar toate tipurile de situatii
posibile. Prima coloand reprezintd numele atributului pe care dorim sa-1
generam, iar a doua expresia asociata.
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51

Tabelul 5.1-1. Exemple de functii utilizate pentru generarea unor atribute

attribute name

function expressions

average wage-inc

[wage-inc-1st] + [wage-inc-2nd] + [wage-inc-3rd]) / 3

neglected worker bool

([working-hours] >= 35) && ([education-allowance] = "yes")
&& (vacation == "average" | | vacation = "below-average")

logarithmic attribute

log([shift-differential]) + In([standby-pay])

trigno attribute

sin([wage-inc-1st]) + cos([wage-inc-1st]) + tan([wage-inc-1st])

rounded average wage-inc

round(avg([wage-inc-1st],[wage-inc-2nd],[wage-inc-3rd]))

vacations replaceAll(vacation,"generous","above-average")

deadline if(class=="good",
date_add(date_now(),25,DATE_UNIT_DAY),
date_add(date_now(),10,DATE_UNIT_DAY))

shift complete if(missing([shift-differential])==true, floor(rand()*25), [shift-

differential])

remaining_holidays

15 - [statutory-holidays]

remaining_holidays_perc

remaining_holidays / 15 * 100

constants Pl*e
cut cut(class,0,2) + " "+ cut("class",0,2)
index index(class,"0")

date constants date_str(deadline, DATE_FULL,DATE_SHOW_TIME_ONLY)

* Sursa: Help RapidMiner

- Primul exemplu (Tabelul 5.1-1) ilustreaza generarea unei variabile
numite ,average wage-inc” ca medie aritmeticd a variabilelor wage-
inc-1st, wage-inc-2nd si wage-inc-3rd. Fiecare dintre numele acestor
atribute este pus intre paranteze drepte deoarece numele respective
contin caractere ,ilegale”. Un caracter ,ilegal” este un caracter care are
asociata o functie, deci nu ar trebui sa fie folosit in denumirea unui
atribut. In acest caz, caracterul ,-” are asociata operatia de scadere, deci
softul ar Intelege gresit cd atributul ,,wage-inc-1st” este o diferentd intre
atributul ,wage” si atributele ,inc” si , 1st”. in absenta parantezelor
drepte care sa delimiteze fiecare atribut si deoarece setul de date nu
contine un atribut cu numele ,, wage” (sau ,inc” sau , 1st”), softul va
semnala faptul ca expresia respectiva nu este corectd si nu o va executa
(procesul nu va rula). Desigur, dacd numele unui atribut nu contine

caractere ,ilegale”, nu e nevoie sa-1 punem intre paranteze drepte.
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Exemplul secund ilustreaza generarea unei variabile binominale
(numita , neglected worker bool”) care ia valorile fals si true, functie de
statutul de adevdr al expresiei logice indicate.

Atributul ,rounded average wage-inc” este similar cu atributul din
primul exemplu doar cd in acest caz valorile sunt rotunjite, media fiind
calculata folosind functia avg (average) din RapidMiner.

Urmatoarele doua atribute generate (,,logarithmic attribute” si , trigno
attribute”) exemplifica generarea cu ajutorul functiilor logaritmice si
trigonometrice.

Atributul nou ,,vacations” ia valorile atributului vechi , vacation”, dar
in locul variantei de raspuns ,,generous” pune ,, above-average”.
Atributul nou ,deadline” indicd, raportat la momentul rularii
procesului, a 25-a zi pentru cazurile care la variabila class au valoarea
,good”, respectiv a 10-a pentru cazurile ,bad”.

Atributul ,shift complete” copiaza valorile atributului ,shift-
differential” dar inlocuieste valorile lipsa (missing values) cu valori
aleatoare mai mici de 25.

Atributul nou , remaining_holidays” este egal cu valoarea 15 (numarul
total de zile de concediu) minus valoarea atributului ,statutory-
holidays” (numarul de zile de concediu avute). Atributul
,remaining_holidays_perc” exprima valorile calculate la atributul
,remaining_holidays” ca procent din total zile de concediu. Se poate
observa ca In acest caz atributul ,, remaining_holidays” nu este pus intre
paranteze drepte deoarece caracterul underscore (_) poate fi folosit in
denumirea unui atribut.

Atributul ,,constants” este egal cu o constanta (produsul dintre valorile
constantelor PI si e).

Atributul denumit ,,cut” uneste (concateneaza) trei fragmente de text si
anume: literele ba sau go (primele doua litere de la rdspunsul observat
la atributul class), un spatiu si literele cl (primele doua litere ale
cuvantului class).

Atributul numit , index” ia valorile 1 daca raspunsul la atributul class
contine litera o si -1 daca nu contine aceasta litera.

Atributul denumit ,date constants” copiaza valorile atributului
,deadline” (indica ziua si ora pana la care trebuie finalizata sarcina; e o
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variabila de tip , Date time”) dar afiseaza doar timpul ca text (variabila
de tip nominal).

5.2. Lucrul cu cazuri (Examples)

In RapidMiner Studio, conceptul de exemplu se refer la cazul statistic, liniile
dintr-un tabel cu date, unitatea relativ la care au fost colectate datele
(atributele). Operatorii grupati in sectiunea ,, Examples” au in comun tocmai
faptul cd realizeaza actiuni in relatie cu cazurile din setul de date. Distingem
intre trei categorii mari de actiuni si anume filtrarea / selectia (Filter),
esantionarea (Sampling) si sortarea cazurilor (Sort).

Filtrarea cazurilor (Filter)

Prin filtrare, RapidMiner intelege selectie, deci operatorii Filter sunt folositi
pentru a retine dintr-un set de date doar cazurile care indeplinesc conditiile
specificate de analist. Filtrarea cazurilor se poate realiza folosind doi
operatori: ,Filter Examples” si , Filter Example by Range”. Ultimul operator
este utilizat pentru a selecta cazurile in functie de pozitia lor in setul de date,
utilizatorul indicand doar intervalul de cazuri pe care il doreste. Primul
operator este mai complex si mai util, deci merita o atentie sporita.

Operatorul , Filter Examples” are un parametru principal, ,condition class”,
acesta indicand optiunile pe care le avem la dispozitie atunci cand dorim sa
definim conditiile pe care trebuie sa le respecte cazurile care vor ramane in
setul de date:

- all: pastreaza toate cazurile;

- correct_predictions: pdstreazad cazurile cu predictii corecte (setul de
date trebuie sa contina doua variabile speciale, una de tip label si una
prediction);

- wrong_predictions: pastreaza cazurile cu predictii incorecte (setul de
date trebuie sa contina doua variabile speciale, una de tip label si una

prediction);
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- no_missing_attributes: pastreaza cazurile care nu au valori lipsa la
niciun atribut (indicate cu ,,?” in RapidMiner);

- missing_attributes: pastreaza cazurile care au valori lipsa la toate
atributele;

- no_missing labels: pastreazd cazurile care nu au valori lipsa la
atributul special de tip label;

- missing_labels: pastreaza cazurile care au valori lipsd la atributul
special de tip label;

- attribute_value_filter: pastreaza cazurile care respectd conditia
indicata la parametrul string (acest parametru este afisat doar in cazul
acestei optiuni);

- expression: pdstreaza cazurile care respectd expresia indicata la
parametrul ,, parameter expression” (acest parametru este afisat doar in
cazul acestei optiuni);

- custom_filters: pastreaza doar cazurile care respectd conditiile definite
de utilizator; conditiile sunt definite in relatie cu unul sau mai multe
atribute prin accesarea parametrul , filters” (apare doar in cazul acestei

optiuni); utilizarea acestei optiuni este ilustrata in Figura 5.2-1.

Figura 5.2-1. Selectia cazurilor (Filter Examples)

Pasul 1:

Incdrcdm setul de date Retrieve labor_nego... Filter Examples
1 iations”.

P abor_flegoc1at10ns . ot )

Conectdam operatorul , Filter c

Examples”. Conectam porturile de
output exa (setul de date nou) si
ori (setul de date original) la
porturile cu rezultate (res).

. 4

Parameters

Pasul 2:

Alegem optiunea custom_filters la
parametrul ,,condition class”.
Observam ca apare posibilitatea filters VP Add Filters... ®
de a defini filtrele dorite.

'V Filter Examples

condition class custom_filters v (@

invert filter @

. 4
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Pasul 3: ) Create Filters: filters x
Alegem atributul relativ la care Cremte Fiter:fitere

dorim Sé deﬁnim Condit’:ia Y Defines the list of filters to apply.

(working-hours), relatia (=) si woring-nours mn «| [0 PR,

valoarea (40). Punand aceasta 220 (mim)
40.0 (max)

conditie, in setul de date vor
ramane doar angajatii care
lucreaza 40 ore pe saptamana.
< ] >

Matchall () Match any Preselect comparators Sasaeny | o ok || I cancel

. 4

Pasul 4:

Definim si alte conditii, functie de
obiectivele urmarite. In acest e e
exemplu am adaugat doud T ST R Eonel
conditii: angajatul sa nu aiba un
plan de pensie si ultima crestere
salariald sa fie de cel putin 5%.
Alegem una dintre optiunile
,Match all” (cazurile selectate vor
respecta toate conditiile specificate)
sau ,,Match any” (cel putin una
dintre conditii).

W Create Filters: filters X

warking-hours v |= ¥ 400 4 X

x

pension v | | equals ¥ | nene k4

wage-inc-1st v 2 v g ‘/ x|

A

[} >

Match all Mateh any Preselect comparators — AddEntry o ¥ cancel

Daca alegem sa definim noi conditiile (,,custom_filters”), putem face asta
folosind diferite functii. Astfel, cu ajutorul functiilor ,is missing” / , is not
missing”, putem selecta cazurile care au valori la un anumit atribut (numeric
sau nominal), respectiv nu au valori. Unele functii (=, # >, < 2, <) pot fi
utilizate doar in cazul atributelor numerice, altele doar in cazul celor de tip

nominal. Denumirile ultimelor sunt indicative relativ la rolul lor:

- equals/ does not equal: valoarea nominald luata de un caz este aceeasi
cu valoarea indicatd, respectiv nu este aceeasi;

- isin/ is not in: valoarea nominald apare in listd, respectiv nu apare;
putem alege una sau mai multe valori nominale / categorii de raspuns
(trebuie separate prin semnul ,,;”);

- contains / does not contain: valoarea nominala contine, respectiv nu
contine caracterele mentionate;

- starts with / ends with: valoarea nominala incepe, respectiv se termina

cu caracterele mentionate;

- matches: valoarea nominala este identica cu valoarea indicata.
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Esantionarea cazurilor (Sampling)

Pentru a extrage diferite esantioane din setul de date folosim seria de
operatori inclusi in categoria ,Sampling”. Acestia ne ajuta sa realizam diferite
tipuri de esantioane, de la cele mai simple (simplu aleator) la unele mai
complicate precum stratificat aleator sau bootstrap. Operatorii ,Sample” si
»~Sample (Stratification)” au in comun faptul ca selecteaza din setul de date
original o parte dintre cazuri (cel mult toate cazurile), fiecare caz putand fi
selectat o singura datda intr-un esantion (sampling without replacement).
Operatorul ,,Sample (Bootstrapping)” poate selecta un caz de mai multe ori
(sampling with replacement), deci poate ajunge la un esantion oricat de mare
dorim (adica inclusiv mai mare decat esantionul original). In continuare, vom

ilustra aceste trei modalitati prin care putem extrage esantioane.

Cea mai simpla selectie se poate realiza cu operatorul ,Sample” (Figura 5.2-2,
Figura 5.2-3). Parametrul ,,sample” asociat acestui operator permite alegerea
tipului de valori numerice in functie de care va fi realizat esantionul. Putem

alege intre:

- valori absolute (absolute) — adica un anumit numadr de cazuri (Figura
5.2-2),

- valori relative (relative) — adica o anumita pondere a cazurilor
(Figura 5.2-3), si

- probabilitati (probability) — selectia este realizatd conform probabilitatilor
specificate (Figura 5.2-4).

Pentru fiecare dintre aceste optiuni va trebui sa indicAm numarul de cazuri /
proportia / probabilitatea relativ la numarul initial de cazuri. O reducere a
numarului de cazuri® poate fi utild mai ales in situatia in care numarul de
cazuri din setul de date este foarte mare (milioane) si/sau e nevoie sa
pregatim setul de date si/sau dorim sd testdm un model complex (multe

atribute, multe clase pentru atributul label etc.). Rularea unor procese poate

3 Uneori dorim, dimpotrivd, sd crestem numarul de cazuri, in total sau doar in cazul clasei cu
o incidenta foarte scazuta (de exemplu marim numarul de cazuri de frauda dintr-un set de
date) sau a unei combinatii de atribute. Procedura bootstrapping este utila tocmai pentru
astfel de situatii.
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dura exponential mai mult daca setul de date are milioane de cazuri. Pentru
a vedea dacd procesele realizate sunt corecte, ce rezultate produc, compara
diferite modele de predictie, e mai simplu daca folosim initial un esantion
mai mic. Astfel, reducem foarte mult din timpul alocat pentru pregatirea si

analiza datelor.

Dacad dorim sa realizam selectia diferit pentru cel putin una dintre clasele
atributului label, bifam optiunea ,balance data” si apoi indicdm numarul de
cazuri / ponderea / probabilitdtile relativ la fiecare dintre clasele atributului
label. Trebuie sa fim atenti cand scriem denumirile claselor. Acestea trebuie
sd fie identice cu cele din setul de date, altfel operatorul va produce un
esantion fara cazuri. Astfel, pentru cele doua exemple de mai jos - denumirea
corecta a claselor este Yes si No (denumirile incep cu majuscule) - daca trecem
yes si no (denumiri fara majuscule), procesul va rula, dar esantionul rezultat

nu va contine niciun caz.

Dacéd bifam optiunea ,use local random seed”, respectiv trecem un numar in
casutd, ne asiguram ca procesul va produce exact aceleasi rezultate la fiecare

rulare.

Exemplul din Figura 5.2-2 ilustreaza selectia unui esantion care va avea un
numar precizat de cazuri (237) pentru fiecare dintre cele doua clase ale
variabilei de tip label numite Attrition. Observam ca setul original contine in
total 1470 cazuri, din care 237 Yes (angajati care au pdrdsit compania) si 1233
No (angajati care lucreazd in continuare in companie). Firesc, avand in vedere
tipul de comportament studiat, numadarul de cazuri este destul de
dezechilibrat (unbalanced) intre cele doud clase. Un astfel de set de date pune
o serie de probleme atunci cand dorim sa realizam un model de predictie.
Pentru a echilibra setul de date (clasele variabilei label sa fie relativ apropiate
ca numadr), putem apela la diferite strategii. Una dintre strategii consta in
reducerea numarului de cazuri aferent categoriei dominante. In cazul de fats,

am selectat aleator 237 de cazuri No din cele 1233.
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Fiqura 5.2-2. Extragerea unui esantion (Sample) — valori absolute

Pasul 1: ]
fncarcim setul de date Retrieve employee_... Sample
,employee_attrition” si conectam c out | )

operatorul ,Sample”. Conectdm
porturile de output exa si ori la
porturile cu rezultate (res).

¥

Pasul 2: Parameters
Alegem optiunea ,absolute” la ¥ sample
parametrul ,,sample”.

> i . sample W absolute v @
Bifam optiunea ,balance data
(observam ca apare un nou balance data % @
parametru - ,sample size per
class”). sample size per class 5 EditList (2)... [6)
Bifam optiunea ,use local random

o . A x v use local random seed @

seed”, respectiv trecem In casuta
1992 (Sau alt numar)‘ local random seed 1892 @
Pasul 3: l!e_gl']JJ Edit Parameter List: sample size per class X

La parametrul ,sample size per
class” trecem numarul de cazuri
pe care le vom selecta relativ la
fiecare clasa. Aici, selectam acelasi
numar de cazuri (237) pentru
ambele clase (retinem toate
cazurile Yes si selectam aleator ‘N0| |23?
237 dintre cele 1233 cazuri No). '

Edit Parameter List: sample size per class
The absolute sample size per class.

class size

Yes 237

_—_'|_ Add Entry "-3 Remove Entry o Apply x Cancel

Selectia cazurilor se poate face si relativ, nu doar absolut. Simplu spus,
putem selecta aleator o anumitd proportie a cazurilor (nu doar un anumit
numér de cazuri). In Figura 5.2-3 reludm exemplul prezentat anterior
folosind de aceasta data selectia relativa. Astfel, din totalul angajatilor care
au pardsit compania (raspuns No la variabila label) (1233), alegem sa
selectdm 20% si ramanem cu 246 cazuri No. Pentru ca avem putin cazuri
Yes (237), alegem sa le pastram pe toate. Setul de date rezultat va avea 483
cazuri in total (246 + 237).
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Pasul 1:

Incircam setul de date
,employee_attrition” si conectam
operatorul ,Sample”. Conectdm
porturile de output exa si ori la
porturile cu rezultate (res).

Pasul 2:

Alegem optiunea ,relative” la
parametrul ,,sample”.

Bifam optiunea , balance data”
(observam ca apare un nou
parametru - ,sample ratio per
class”).

Bifam optiunea , use local random
seed”, respectiv trecem In casuta
1992 (sau alt numar).

Pasul 3:

La parametrul ,sample ratio per
class” definim ponderea cazurilor
care urmeaza sa fie selectate
relativ la fiecare dintre cele doua
clase. Pentru cd avem putine
cazuri ,Yes”, le selectam pe toate.
Pentru clasa ,,No” selectam doar o
20% dintre cazuri, astfel incat
ponderile celor douad clase sa fie
cat mai apropiate (~50%).

Retrieve employee_...

c P

Sample

exa exa
4 Y D

ari )

¥

Parameters
T sample

sample % relative

balance data %
sample ratioperclass | »
use local random seed %

local random seed 19082

. 4

» Edit List (2)...

6]
L)
6]
L)
6]
L)
6]

L)

6]
i

l!e_gl,JJJ Edit Parameter List: sample ratic per class

Edit Parameter List. sample ratio per class
The fraction per class.

class ratio
Yes 1.0
‘N0| |0.2
_—_'|_ Add Entry _.'” Remove Entry o Apply

x Cancel

Selectia probabilistd este similard cu cea relativa. In Figura 5.2-4 reluim
exemplul prezentat anterior folosind de aceastd data selectia probabilista.
Cazurile No (1233 in setul de date original) au asociata probabilitatea de
selectie 0.2, deci vor ramane 231. Cazurile Yes au asociata probabilitatea de
selectie 1, deci vor ramane toate (237). Setul de date final va avea 468 cazuri
in total (231 + 237).
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Figura 5.2-4. Extragerea unui esantion (Sample) — valori probabiliste

Pasul 1: Retri ' < '

~ v v rieve employee_... ample
Incdrcam setul de date P !
,employee_attrition” si conectam c EL gxa Y’ xa

ari

operatorul ,Sample”. Conectdm
porturile de output exa si ori la
porturile cu rezultate (res).

¥
Pasul 2: Parameters
Alegem optiunea , probability” la WP sampie
parametrul ,sample”.
Bifam optiunea , balance data”
(observam ca apare un nou
parametru - ,sample probability
per class”). sample probability per class 5 EditList (2)... @
Bifam optiunea ,use local random

sample % probability v |@

balance data W @

fi\
seed”, respectiv trecem in cdsuta FERITFEIETEEEY N
1992 (sau alt numar). N
local random seed 1992 69

Pasul 3: I%]JJ Edit Parameter List: sample probability per class x

La parametrul ,sample
probability per class” definim
probabilitatile cu care vor fi
selectate cazurile relativ la fiecare

Edit Parameter List: sample probability per class
The fraction per class.

. o o class probability
dintre cele doua clase. Pentru ca
N
avem putine cazuri , Yes”, le Ves 10
selectam pe toate (probabilitatea e ‘N0| |U.2 “
1). Pentru clasa ,,No” selectaim
) " ___'|_ Add Entry _.'” Remaove Entry o Apply x Cancel

cazuri cu probabilitatea 0.2, astfel
incat ponderile celor doua clase sa
fie cat mai apropiate (~50%).

Operatorul ,Sample (Stratified)” (Figura 5.2-5) extrage dintr-un set de date
un esantion de tip aleator stratificat. Prima data setul de date este divizat in
sub-seturi de date, fiecare sub-set fiind compus din cazurile care formeaza o
anumita clasa de raspunsuri relativ la variabila label. Astfel, variabila label
din exemplele anterioare, Attrition, are doua clase, Yes si No, deci vor rezulta
doua sub-seturi de date. Din fiecare sub-set sunt selectate simplu aleator un
anumit numdr de cazuri, cele doua esantioane rezultate fiind apoi unite
rezultand astfel esantionul final. Simplu spus, un esantion aleator stratificat
este unul care reproduce proportia claselor variabilei label. Acest operator
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poate fi folosit doar daca setul de date include un atribut label de tip nominal.

Marimea doritd a esantionului poate fi specificatd in termeni absoluti (numar

de cazuri) sau relativi (proportii din cazuri).

Fiqura 5.2-5. Extragerea unui esantion de tip stratificat (Sample - Stratified)

Pasul 1:

Incircam setul de date
,employee_attrition” si conectam
operatorul ,Sample (Stratified)”.
Conectam porturile de output exa
si ori la porturile cu rezultate
(res).

Pasul 2 (absolute):

Alegem optiunea ,,absolute” la
parametrul ,,sample”, iar la
,sample size” trecem numarul de
cazuri dorit (500).

Esantionul rezultat va avea 500 de
cazuri, iar proportiile claselor Yes
si No vor fi similare cu proportiile
din setul original.

Pasul 2 (relative):

Alegem optiunea ,relative” la
parametrul ,sample”. La ,sample
ratio” trecem proportia doritd a
cazurilor care dorim sa rdmana
(0.5).

Esantionul rezultat va avea
jumatate din numarul de cazuri
din setul original, iar proportiile
claselor Yes si No vor fi similare

cu proportiile din setul original.

Retrieve employee_...

c out |
v

¥

Parameters
TP sample (Stratified)

sample absolute
sample size 500

use local random seed

local random seed 1992

Parameters

T sample (Stratified)
sample relative
sample ratio 05

use local random seed

local random seed 1992

Sample (Stratified)

exa exa
( Y P

ari )

f6a)
L)
f6a)
L)
f6a)

w

f6a)
L)

@
\
@
w

m
W

m
W

Operatorul ,Sample (Bootstrapping)” poate produce un esantion cu un

numar de cazuri mai mic sau mai mare decat numarul de cazuri din setul de

date original, functie de intentiile analistului. In ambele situatii, un caz poate

intra o data, de mai multe ori sau niciodata in esantionul rezultat. Tehnic

spus, acest tip de esantionare este una cu inlocuire (sampling with

replacement), adicd la fiecare moment al selectiei, fiecare caz are aceeasi

probabilitate de a fi selectat (nu conteaza daca a mai fost selectat anterior sau
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nu). Marimea dorita a esantionului poate fi definitd la modul absolut sau
relativ. Figura 5.2-6 prezinta ambele tipuri de situatii. Daca setul de date
original include un atribut special de tip weight (ponderare), putem tine cont
de aceasta informatie atunci cand realizam un esantion folosind
bootstrapping. Simplu spus, la fiecare pas al selectiei, probabilitatea de
selectie a unui caz va fi determinatd si de valoarea de ponderare asociata
acelui caz. Pentru a tine cont de variabila de ponderare, in cazul in care exista

una, bifdm parametrul ,,use weights”.

Figura 5.2-6. Realizarea unui esantion folosind procedura bootstrapping
(Sample - Bootstrapping)

Pasul 1:

Incarcam setul de date Retrieve employee_... Sample (Bootstrappi...
,employee_attrition” si conectam

ut
operatorul ,Sample c out ( = Y EH_ D
(Bootstrapping)”. Conectam ori |

porturile de output exa si ori la
porturile cu rezultate (res).

4

Pasul 2 (absolute):
Alegem optiunea ,,absolute” la
parametrul ,sample”, iar la

Alegem optiunea ,relative” la
parametrul ,sample”. La ,sample
ratio” trecem valoarea cu care

original.

Parameters

T sample (Bootstrapping)

' sample (Bootstrapping)

., o sample % absolute @
,sample size” trecem numarul de
cazuri dorit (2000). TR 2000 @
Esantionul rezultat va avea 2000
de cazuri, iar proportiile claselor use weights @
Yes si No vor fi similare cu
.. . .. use local random seed ®
proportiile din setul original.
local random seed 1992 ®
Pasul 2 (relative):
Parameters

sample % relative @

multiplicim numarul de cazuri
din setul original (3). sample ratio 3 ®
Esantionul rezultat va avea de trei

. o . g use weights @
ori numarul de cazuri din setul
orlgmal“(1470 x3= 4410),‘ iar Jse local random seed ®
proportiile claselor Yes si No vor
fi similare cu proportiile din setul  jocal random seed 1992 @
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Sortarea cazurilor (Sort)

Grupul de operatori ,Sort” contine operatorii: Sort, Shuffle si Sort by Pareto
Rank. Sort poate fi utilizat pentru a sorta, dupa unul sau mai multe atribute,
ascendent sau descendent, cazurile dintr-un set de date (Figura 5.2-7). Shuffle

poate fi utilizat pentru a amesteca cazurile (a le ordona la intamplare).

Fiqura 5.2-7. Sortarea cazurilor (Sort)

Pasul 1:

Incircam setul de date
,labor_negociations” si conectam
operatorul ,,Sort”. Conectam
porturile de output exa si ori la
porturile cu rezultate (res).

Retrieve labor_nego...

adi

.

I%]JJ Edit Parameter List: sort by

Pasul 2:
Alegem variabilele in functie de

care dorim sa facem sortarea si
indicam sensul acesteia.

class

attribute name

Edit Parameter List. sort by
This parameter defines how to sort by specifying the
attributes to sort by and the associated sorting orders.

sorting order

¥ | ascending v

wage-inc-1s{

-

v l ascending

& #ooy

=73 Remaove Entry

x Cancel

5.3. Lucrul cu tabele (Tables)

Operatorii grupati in categoria Tables pot fi utilizati pentru trei tipuri mari
de sarcini: gruparea / agregarea datelor dintr-un tabel (Grouping), rotatia
unui tabel (Rotation) si unirea a doua sau mai multe tabele (Joins).

Agregarea datelor dintr-un tabel (Aggregate)

Pentru a grupa datele dintr-un tabel folosim operatorul Aggregate (Figura
5.3-1). Prima data trebuie sa specificam atributul(ele) in functie de care dorim
sa facem agregarea datelor. Un astfel de atribut trebuie sa fie unul de tip
nominal (binominal sau polinominal), adica sa aiba categorii de raspuns.
Apoi alegem ce atribute dorim sa agregam, respectiv indicdm ce masuri
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dorim sa calculam. S& presupunem ca dorim sa compardm varsta medie a

celor doua tipuri de angajati, cei care au plecat din companie, respectiv cei
care au ramas (atributul Attrition). In acest caz, atributul in functie de care
facem agregarea este Attrition, atributul agregat este Age, iar functia de
agregare folositd este media (average). Operatorul va produce un tabel care

include doud valori, media varstei celor care au plecat, respectiv a celor care

au ramas.
Fiqura 5.3-1. Agregarea datelor dintr-un tabel (Aggregate)
!’asul 1: Retrieve employee_.. Set Role
Incércam setul de date oo o [ e
,employee_attrition” si conectam v B
operatorul Aggregate. Ceilalti
operatori ne ajuta sa producem un Agaregate

tabel personalizat.

v E

Pasul 2:

Operatorul Aggregate are doi
parametri principali: ,,aggregation
attributes” (atributele pe care dorim
sd le agregam si functiile de agregare)  aggregation atrioutes ™, Edil List (5)... 0
si ,group by attributes” (atributele in

Parameters
 Aggregate

use default aggregation @

. . v group by attriputes o, Select Atfributes .. §

functie de care dorim sa facem :
agregarea)~ count all combinations @
only distinct @

ignore missings @

A

Pasul 3:
. I!?%UJ Edit Parameter List: aggregation attributes X

La parametrul , aggregation
attributes” indicam func’gia §1 — Edit Parameter List: aggregation attributes

. o . . v . - v The attributes which should be aggregated.
atributul caruia dorim sa-i aplicaim
aceastd functie. Functia aleasa trebuie

e e K L K aggregation attribute aggregation functions

sa aiba sens in relatie cu nivelul de .

v . . Age ¥ | average v
masurare al atributului.
in exemplul aléturat cerem DistanceFromHome ¥ average v

4
calcularea mediei pentru atributele Monthlyincome ¥  median v =
Age si DistanceFromHome, mediana Monthiyincome v | standard_deviation v
si abaterea standard pentru
’ i . Id| ¥ | count ¥ s
MontlyIncome si numarul de cazuri. | .
-+ Add Entry _-" Remove Entry o Apply x Cancel

. 4
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Pasul 4:
La parametrul , group by attributes” B

. A . = Select Atributes: group by attributes
alegem atrlbutele mn functle de care —-q Performs a grouping by the values of the atiributes by the selected atfributes
dorim sa facem agregarea.

'!#l Select Attributes: group by attributes x

. . o e Altributes Selected Aftributes
Toate aceste atribute trebuie sa fie de (I olx
tip nominal (au clase / categorii de # rce . & Aton
raspuns). Putem alege unul sau mai 4 BusinessTravel © || |# Department
# DailyRate & JobRole
multe atribute. ## DistanceFromHome Q

& Education

# EducationField
#f EmployeeCount
A FmnlaveeNumber

o Apply x Cancel

A

Rezultat:
Department JobRole Attrition Employees (#)  Age (mean) DistanceFro... Monthlylnco... Monthlylnco...
Human Reso.. HumanReso.. MNo 40 37125 6.600 3600 2241.002
Human Reso.. HumanReso.. Yes 12 30.083 13417 2741 3063978
Human Reso... Manager Mo 11 48727 11.182 18844 1785.629
Research &..  Healthcare R.. Mo 122 39.877 9.205 6755 2560.465
Research & ...  Healthcare R.. Yes 9 38.889 17.667 8722 2152779
Research &..  Laboratory Te.. Mo 197 34.944 9.330 3068 1172.986

Pivotarea unui tabel (Pivot)

Pentru a pivota datele dintr-un tabel folosim operatorul Pivot (Figura 5.3-2).
Prima data specificim atributele in functie de care dorim sd facem gruparea
datelor. Pentru aceasta, indicim la parametrul ,,group by attributes” unul sau
mai multe atribute (acestea vor apdrea pe linii in tabelul rezultat la final), iar
la parametrul ,, column grouping attribute” alegem un singur atribut. Toate
aceste atribute trebuie sa fie de tip nominal. La parametrul ,aggregation
attributes” indicam atributele pe care vrem sd le agregam Impreuna cu
masurile dorite. Sa presupunem ca dorim sa afldim daca rata plecdrilor
(Attrition = Yes) variaza in functie de departament si intensitatea deplasarilor
in interes de serviciu (atributul BusinessTravel). Atributele in functie de care
facem gruparea sunt exact acestea doua, iar atributul agregat prin calcularea
mediei este , Attrition = Yes”. Aceste comenzi vor produce un tabel care va
contine probabilitatile de plecare pentru fiecare dintre combinatiile claselor

atributelor BusinessTravel si Departament.
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Fiqura 5.3-2. Pivotarea unui tabel (Pivot)

Pasul 1:

Incarcam setul de date
,employee_attrition” si conectam
operatorul Pivot. Ceilalti operatori
ne ajutd sa producem un tabel
personalizat.

Pasul 2:

Operatorul Pivot are trei parametri
principali: , group by attributes”
(atributele in functie de care dorim
sa facem gruparea) si ,column
grouping attribute” (atributul in
functie de care dorim sd facem
gruparea pe coloane) si
»aggregation attributes” (atributele
pe care dorim sd le agregam si
functiile de agregare).

Pasul 3:

La parametrul , group by
attributes” alegem atributele in
functie de care dorim sd facem
agregarea.

Toate aceste atribute trebuie sa fie
de tip nominal (au clase / categorii
de raspuns). Putem alege unul sau
mai multe atribute.

Pasul 4:

La parametrul ,,aggregation
attributes” indicam functia si
atributul caruia dorim sa-i aplicam
aceasta functie. Functia aleasa
trebuie sd aibd sens in relatie cu
nivelul de mdsurare al atributului.
In exemplul aliturat cerem
calcularea mediei pentru atributul
,Attrition = Yes”.

Retrieve employee_... Pivot

Reorder Attributes

c out inp i
i . ;
E ori re

Hominal to Humerical Rename

exa exa

die or

'_j

Parameters
T Pivot

group by attributes ; Select Atfributes...
column grouping attribute BusinessTravel
aggregation attributes 5 Edit List (1)

use default aggregation

¥

I Select Attributes: group by attributes

=k Select Attributes: group by attributes
—Q Attributes that groups the examples which form one row after pivoting.
Altributes Selected Altributes
|\,‘-; ch | x Searc ﬂ x
I Age A =) & Depariment
f Attrition = No
H Attrition = Yes Q
# BusinessTravel
## DailyRate
4 DistanceFromHome v
o Apply x Cancel
‘»JJJ Edit Parameter List: aggregation attributes x
Edit Parameter List: aggregation attributes
The attributes which should be aggregated.
aggregation attribute aggregation function
lAﬂrition =Yes| v ] average v
=+ Add Entry =% Remaove Entry o Apply x Cancel

. 4
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Rezultat:
Department Travel - None Travel - Rarely Travel - Frequently
Sales 0.085 0.190 0.333
Research & Development 0.082 0.129 0.203
Human Resources 0 0174 0.364

De-pivotarea unui tabel (De-Pivot)

Pentru a ilustra utilizarea operatorului De-Pivot, sd presupunem cd avem un
set de date care contine variabilele id, class/label, wage-inc-1st, wage-inc-2nd
si wage-inc-3rd. Dorim sa transformam acest set de date Intr-un set care sa
contind doud variabile, wage-inc-id si wage-inc, unde wage-inc-id sd indice
numadrul de ordine al cresterii salariale, iar wage-inc procentul cu care a
crescut salariul la acel moment. Pasii descrisi in Figura 5.3-3 realizeaza tocmai
acest lucru.

Figura 5.3-3. Depivotarea unui tabel (De-Pivot)

Pasul 1: ) ) )
N o . Retrieve labor_nego... Select Attributes De-Pivot
Incarcam setul de date P p q= _;] o o ]. o
,labor_negociations” si conectam v E e ori Hiol
operatorul De-Pivot. Ceilalti operatori v v
ne ajutd sa producem un set de date
.. . . Generate ID Replace Missing Values

potrivit pentru a ilustra rolul acestui q
operator.
Pasul 2:

. . Parameters
La parametrul ,index attribut”

[7% De-Pivot

denumim atributul generat cu

scopul de a identifica atributul SREUESIEE  EdiList(1).- =
sursa din care au fost preluate

. ) L index attribute wage-inc-id @

valorile (prima crestere salariald, a
doua, a treia). create nominal index % @
keep missings @

. 4
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Pasul 3:
L trul ttribut P I%JJ Edit Parameter List: attribute name X
a parametrul , attribut name

alegem un nume pentru atributul " EgitParameter List attribute name
generat si indicam atributele sursa E‘/ Maps a number of source atiributes onto result attributes
Aici, ,wage-inc.*” indica faptul ca

. . attribute name attributes
vom include toate atributele care au
in nume , wage-inc” ‘wage'i”d ‘ wage-inc.* a

—, Add Entry ,.; Remave Entry o Apply x Cancel
Rezultat:
. . . . class id wage-inc-id wage-inc

Pentru fiecare dintre cele trei cresteri 0 ¢

. . . . P d d_1 1 5
salariale, noile atribute indica goe -

ss . . d d_1 2 o

procentul cresterii (wage-inc) si gee -
numarul de ordine al cresterii good |fat |3 0
salariale (1-3). good w2 |1 4500
Observam ca fiecare caz din setul de good @2 2 5800
date original apare acum de trei ori. good 0.2 3 0

Transpunerea unui tabel (Transpose)

Asa cum indica si numele, operatorul Transpose transpune liniile si coloanele
dintr-un set de date. Simplu spus, liniile / cazurile devin coloane / atribute,
iar coloanele / atributele devin linii / cazuri. Pentru a ilustra functionarea
acestui operator vom folosi tabelul rezultat in urma analizei Pivot prezentate

anterior (Figura 5.3-4).

Figura 5.3-4. Transpunerea unui tabel (Transpose)

Pasul 1:
Asa arati tabelul cu rezultate Department Travel -None | Travel-Rar..  Travel - Freq...
inainte de aplicarea operatorului Sales 0.085 0.190 0.333
Transpose. Research& .  0.082 0.129 0.203

Human Reso.. 0 0.174 0.364
Pasul 2:

Acelasi tabel dupa aplicare

. id att_1 att_2 att_3
operatorului Transpose.
Dat fiind faptul ca tabelul initial Department Sales Research& .. Human Reso..
continea o variabild nominald, Travel-None  0.085106382. 0.082474226.. 0.0

toate atributele din noul tabel
sunt de tip nominal (chiar daca
ultimele trei contin numere).

Travel - Rarely  0.190476190... 0.129032258.. 0173913043

Travel -Frequ... 0333333333 0.203296703.. 0.363636363..
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Aspecte generale cu privire la unirea tabelelor (Joins)

Functie de situatia concretd, unirea a doua tabele (seturi de date) poate lua
diferite forme. Astfel, putem uni doud tabele care au aceleasi atribute dar
cazuri diferite (operatorii Append si Append (Robust)) sau cazuri si atribute
(partial) diferite (operatorii Join si altii). Append si Join sunt si comenzile
utilizate cel mai des. Inss, in RapidMiner Studio sunt disponibile comenzi
care unesc seturi de date si dupa alte reguli (Set Minus, Intersect, Union,
Superset, Cartesian Product).

Unirea cazurilor din doua tabele (Append)

Operatorul Append este folosit pentru a pune impreuna cazurile din doua
sau mai multe seturi de date care au aceeasi structura (aceleasi atribute,
definite identic). Exemplul prezentat in Figura 5.3-5 ilustreaza utilizarea
acestui operator.

Figura 5.3-5. Unirea cazurilor din doud tabele (Append)

Fasul 1: Retrieve employee ... Filter Example 1-1000 Append
Incdrcam setul de date o P RE
~employee_attrition” si conectdm v Muttiply - o
o1 B
operatorul Append. Ceilalti
Operatori ne a]uté Sé producem Select Attributes Filter Example 1001+
o . . Q= exa )
doua seturi de date cu aceleasi '
variabile dar cazuri diferite. 4
Pasul 2:
Dorim s& unim doud tabele care 1 RICIBOT Age L=
au aceleasi variabile (aceeasi 1 Yes 41 Sales
structura) dar cazuri diferite. 9 No 49 Research &
Primul set .are cazurile cu Id 1- 3 Ves 37 Research &
1000, al doilea 1001-1470.
4 Mo 33 Research & ...
Id Attrition Age Department
1001 Mo 52 Research & ..
1002 Mo 37 Research & ...
1003 Mo 35 Research & ...
1004 Mo 25 Research & ...
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Rezultat:

Tabelul rezultat va include toate la Attrition Age Department

cele 1470 cazuri. 1 Yes 4 Sales
2 Mo 49 Research & ..
3 Yes 37 Research & ..
4 No 33 Research & ...
1001 No 52 Research & ..
1002 No 37 Research & ...
1003 No 35 Research &...
1004 No 25 Research & ...

RapidMiner include un alt operator extrem de similar cu Append, si anume
,Append (Robust)”. Diferenta dintre cei doi constd in faptul ca ultimul retine
toate valorile atributelor de tip nominal, chiar dacd acestea apar in doar una
dintre bazele care au fost unite.

Unirea cazurilor si atributelor din doua tabele (Join)

Operatorul Join uneste cazurile si atributele din doua seturi de date (putem
uni mai multe seturi doar daca folosim operatorul Join de mai multe ori).
Pentru a performa aceastd operatie, ambele seturi de date trebuie sa contina
cel putin un atribut de tip id, definit identic. Acest atribut este folosit pentru
a pune In corespondentd cazurile din seturile de date pe care dorim sa le
unim. Daca dorim, putem identifica cazurile dupa mai mult de un atribut.
Join este foarte util atunci cand dorim sa selectam din cateva seturi de date

atributele pe care dorim sa le includem intr-un set nou de date.

Sd presupunem cd datele cu privire la salariile angajatilor apar intr-o bazad,
istoricul pozitiilor ocupate de fiecare angajat apar in altd baza, vanzarile
realizate de acestia in alta, evaluarile anuale in alta etc. Daca dorim sa aflam
care sunt factorii care prezic performanta angajatilor va trebuie sa preluam
diferite variabile din diferite baze sau seturi de date. In exemplul din Figura
5.3-6 am folosit operatorul Join pentru a pune in acelasi tabel atributele
Attrition (angajatul a parasit sau nu compania), Age si Education (date socio-
demografice). Intentia este de a vedea daca rata plecarilor variaza in functie
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de varsta si nivelul de educatie al angajatilor. Corespondenta intre cazuri a

fost realizata folosind atributul de tip id numit Id.

Fiqura 5.3-6. Unirea atributelor si cazurilor din doud tabele (Join)

Pasul 1: Retrieve employee ... Select Attributes Join
Incircam setul de date e e A= = g
. . o - ori rig
,employee_attrition” si conectdm L v p v
operatorul Join (cu optiunea inner).
Ceilalti operatori ne ajuts sa Multiply Select Attributes (2)
o . inp out exa T exa
producem douad seturi de date cu ™ & mg ) bl » ;
aceleasi variabile dar cazuri diferite. at) |
v
Pasul 2: 1d Attrition Department
Dorim sa unim doua tabele care c - sales
contin atribute diferite cu privire la
C . 2 No Research & ...
aceleasi cazuri.
. . . . 3 Yes Research & ...
Primul set include variabilele Id,
Attrition si Department. Setul secund < i Research &...
include atributele Id, Age si Education. = Age e —
Observam ca variabila numita Id este ; “ ot
o . . v . 41y ollege
comuna si este definita ca variabila
- 1w .. 2 49 Below College
speciald de tip id. ’
Ambele seturi contin aceleasi 1470 3 3 Coliege
cazuri. 4 3 Master
Rezultat: Id Attrition | Department = Age | Education
Tabelul rezultat va include toate c s Sales 41 College
atributele din cele doua tabele, pentru
. Mo Research & ... 49 Below College
toate cele 1470 cazuri.
2 Yes Research & ... 37 College
4 Mo Research & ... 33 Master

Operatorul Join are un parametru (joint type) care specifica tipul de unire pe
care dorim sd o realizam (procesele aferente nu sunt prezentate aici, dar sunt

incluse in folderul cu fisiere aferent acestui volum). Putem alege intre:

- inner: retine cazurile comune, cele care apar in ambele seturile de date,
respectiv toate atributele;
- left: retine doar cazurile care apar in setul de date conectat la portul left,

respectiv toate atributele;
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- right: retine doar cazurile care apar in setul de date conectat la portul
right, respectiv toate atributele;
- outer: retine cazurile care apar in cel putin unul dintre seturile de date,

respectiv toate atributele (Figura 5.3-7).

Figura 5.3-7. Tipuri de join: inner, outer, left, right

INNER JOIN FULL OUTER JOIN

VAL_X
VAL_Y

N| = KEY

N KEY

LEFT JOIN
> | 4| R
« g s |s ===
1|x|v 1 |x1|va
2 | x2 |v2 2 | X2 |v2
- X3 |nuLL NULL| V3

Sursa: (Grolemund & Wickham, 2017)

Unirea tabelelor cu pastrarea cazurilor specifice unui tabel (Set Minus)

Operatorul ,Set Minus” identifica si returneaza intr-un tabel de date cazurile
care se regdsesc doar in primul tabel (Figura 5.3-8) (numit si left; in limbaj
SQL este vorba de comanda left anti-join, fiind posibil sd avem si o comanda
right anti-join). Identificarea acestor cazuri se poate realiza doar daca ambele
seturi de date contin un atribut de tip id identic (acelasi nivel de mdsurare).
Nu este nevoie ca seturile de date initiale s& aiba aceleasi alte atribute. In
Figura 5.3-9 am prezentat un proces care ilustreaza utilizarea acestui

operator.

Figura 5.3-8. Tipuri de join: Set Minus

LEFT ANTI-JOIN RIGHT ANTI-JOIN

SET MINUS SET MINUS
.
,—ﬂ > |
ERE
NULL

KEY
VAL_X
VAL_Y

S| vaLy

X3 [nNuLL

Sursa: (Grolemund & Wickham, 2017)
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Figura 5.3-9. Unirea tabelelor cu pastrarea cazurilor specifice unui tabel (Set Minus)

51

Pasul 1:

Incircam setul de date
,employee_attrition” si
conectam operatorul ,,Set
Minus”. Ceilalti operatori ne
ajutd sa producem douad seturi de
date cu variabile diferite si
cateva cazuri comune.

Pasul 2:

Dorim sa identificam cazurile
care apar intr-un tabel dar nu si
in altul.

Primul set include variabilele Id,
Attrition si Department. Setul
secund include atributele Id, Age
si Education.

Observam ca variabila numita Id
este comuna si este definitd ca
variabild speciala de tip id.
Cazurile cu Id 1-4 apar doar in
primul set, 5-10 sunt comune, iar
11-20 apar doar in setul secund.

Rezultat:

Tabelul rezultat va include doar
cazurile care apar in primul set
de date (Id 1-4).

Retrieve employee_... Select Attributes Filter Example Range Set Minus
out exa 9 exa exa exa = @N) =
e FED YD Lot
v L4 4

Multiply

Select Attributes (2)  Filter Example Range (2)

v

\

@i j out

Attrition Department 11
Yes Sales 12
No Research &
13
Yes Research &
14
Mo Research & .
15
No Research &
18
No Research & ..
Mo Research & . 1
No Research & ik
No Research & .. 1
Mo Research & .. 20
Attrition Department
Yes Sales
Mo Research &
Yes Research &
Mo Research &

exa —; exa exa 'F exa
out . o ori
wp o v

Age Education

27 Below College
32 College

59 Bachelor

30 Below College
38 Bachelor

36 Bachelor

35 Bachelor

29 College

31 Below College
34 College

28 Bachelor

29 Master

32 College

22 College

53 Master

38 Bachelor

Unirea tabelelor cu pastrarea cazurilor comune (Intersect)

Asa cum indica si numele, operatorul Intersect retine doar cazurile comune

din doua seturi de date (care au acelasi Id). Atributul de tip id trebuie sd apara

in ambele seturi si sa fie definit identic. In rest, cele doua seturi de date nu

trebuie sa aiba aceleasi atribute, nici ca celelalte atribute sa fie definite la fel

(Figura 5.3-10).
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Figura 5.3-10. Unirea tabelelor cu pdstrarea cazurilor comune (Intersect)

Pasul 1:
~ o o Retrieve employee _.. Select Attributes Filter Example Range Intersect
Incarcam setul de date c out exa '_g exa exa ? exa exa @ exa
,employee_attrition” si v o o on
conectam operatorul Intersect. v v v
Ceﬂalti operatorj ne ajuté sa Multiply Select Attributes (2)  Filter Fxample Range (2)
producem doua seturi de date cu i i
e
variabile diferite si cateva cazuri v
comune.
Pasul 2: Id Age Education
Dorim sa identificam cazurile 5 2 Below Callege
comune celor doua tabele. E 32 Caliege
Primul set include variabilele Id, v 5 Bachelor
Attrition si Department. Setul 8 30 | Belw College
secund include atributele Id, Age ? 3 | Badhelr
. . 10 36 Bachel
si Education. achelor
’ o o C . .. = CEOETD 1 EEsniiren 1 35 Bachelor
Observam ca variabila numita Id , voe Salos
v . TR 12 29 College
este comuna si este definitd ca 2 oz Rescarcha .
. 1y ™ .. 13 k| Below College
variabild speciala de tip id. 3 Yos Research &
. 14 4 College
Cazurile cu Id 5-10 sunt comune. 4 No Research &
15 28 Bachelor
5 No Research & ...
5 No Ressarch & 16 29 Master
T No Research & ... i 32 College
8 No Research & 18 22 College
9 No Research & 18 53 Master
10 No Research & ... 20 s Bachelor
Rezultat:
. Id Attrition Department
Tabelul rezultat include doar
. 5 No Research & Develo
cazurile comune (Id 5-10). . o Recoarch & Daveln
T Mo Research & Develo..
8 No Research & Develo
9 No Research & Develo
10 Mo Research & Develo..

Unirea tabelelor cu pastrarea tuturor cazurilor si atributelor (Union)

Folosim operatorul Union pentru a retine toate cazurile si atributele, comune
si necomune, din douad seturi de date (Figura 5.3-11). Atributele comune celor
doua seturi nu vor aparea de doua ori. Daca atributele speciale sunt
compatibile, va fi retinut unul, iar acesta va contine valorile ambelor atribute
initiale. Daca nu sunt compatibile, va fi retinut atributul din primul set de
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date. Daca douad atribute au acelasi nume, ele trebuie sa fie compatibile, altfel
procesul nu va rula.

Fiqura 5.3-11. Unirea tabelelor cu pastrarea tuturor cazurilor si atributelor (Union)

Pasul 1:

A o o Retrieve employee ... Select Attributes Filter Example Range Union
Incarcam Setul de date c nut) exa 1 exa exa ? exa exa @ uni
,employee_attrition” si conectam v T o %
operatorul Union. Ceilalti s _ -
Operatori ne ajuté sa producem Multiply Select Attributes (2)  Filter Example Range (2)

douad seturi de date necesare ~ B :; =

pentru a ilustra rolul operatorului )

Union. v

Pasul 2:

Primul set include variabilele 1Id,
Attrition si Department. Setul
secund include atributele Id,

Id Attrition Department Id Age Department Education
Age, Department si Education. ] = sales BN . | eccacna | Colege
Observam cd variabila numita Id = - rescarcns.| [ 33 | Rescarchs. | Master
este comuna si este definita ca 3 Tes Research&. | 5 27  Research&. Below ColL.
variabila speciala de tip id. 4 No Researcn & & 3 Reseah&. Collsge
Atributul Department este si el 5 No Research & 7 59 Research&. Bachelor

comun. Ambele atribute comune
sunt definite identic.
Cazurile cu Id 3-5 sunt comune.

Rezultat:
Id Attrition Department Age Education
Dorim sd combinam toate cazurile vee caee . )
si variabilele din cele doua tabele.
> . No Research & ... ? ?
Tabelul produs include toate Ea— I )
cazurile si variabilele. PR Resema... | 2 .
Semnul de intrebare (?) indica P et | 7 )
faptul ca informatia respectiva s = Research&_ | 37 | Collsge
lipseste (nu apdrea in niciunul . ” Researcha_ | 33| aster
dintre seturile de date initiale). z 2 Researcha | 27 Selow Co
[ 7 Research & ... 32 College
T ? Research & 59 Bachelor

Compatibilizarea structurii a doua tabele (Superset)

Operatorul Superset aduce atributele care se regasesc doar in unul dintre cele
doua tabele in celalalt tabel (Figura 5.3-12). Astfel, rezultd doua tabele noi,
fiecare tabel incluzand toate atributele din cele doua seturi initiale. Fiecare
dintre tabelele produse poate avea un numar de cazuri cuprins in intervalul
definit de numarul de cazuri din tabelul original si suma numarului de cazuri
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din cele doud tabele initiale (functie de numarul de cazuri care apar in ambele
tabele initiale). In cazul noilor atribute introduse intr-un tabel, raspunsurile
apar ca valori lipsa (?). Un astfel de set de date poate avea un singur atribut
special de un anumit tip.

Figura 5.3-12. Compatibilizarea structurii a doud tabele (Superset)

Pasul 1: ] ) ]

A Retrieve employee_... Select Attributes Filter Example Range Superset
Incarcam setul de date oo g - @ =
»~employee_attrition” si enF % exa supF
conectam operatorul Superset.

Ceilalti operatori ne ajuta sa Multiply Select Attributes (2)  Filter Example Rang...

producem doud seturi de date ~ - = = P =
necesare pentru a ilustra rolul ™
operatorului Superset.

Pasul 2:

Primul set include variabilele Id,
Attrition, Department si JobRole.

Id Attrition Department JobRole Id Age Department Education
Setul secund include atributele , ves sales saesoec. I 57 | Ressarcna | Gollegs
Id’ Age’ Department §1 2 No Research &.. Research ... 4 33 Research & Master
Education. 3 Yes Research & Laboratory . 5 27 Research & Below Coll
Observam ca atributele Id si PR Researtna.. Reseacn.. 6 32 Researcn&.  College
Department sunt comune si 5 No Research&. Laboraloy. <7 59  Research&. Bachelor

definite identic.
Cazurile cu Id 3-5 sunt comune.

Rezultat: - - -
Id Attrition Department Age Education Ia Age Department Education JobRole
Dorim Sé Combiném atributele 1 Yes Sales ? ? 3 37 Research & College ?
dil’l Cele dOl.lé seturi de date. 2 No Research & 7 2 4 a3 Research & . Master 2
Dupa rularea comenzii rezulta 2 | Reseathd. | ? | 7 Gl 7 | Rescochd. | BeiowCol. | ?
doua tabele, unul pentru fiecare ~ * " Rossarms—|” |” B 2 | Fesewcnt- | Coleoe | 7
No Research & ? 2 7 59 Research &. Bachelor ?

dintre cele doua tabele initiale.
Fiecare dintre tabelele produse
include toate atributele si
cazurile din tabelul original plus
toate atributele diferite
identificate in celalalt tabel.

,?” indicd faptul ca informatia
respectiva lipseste.

Produsul cartezian a doua tabele (Cartesian Product)

Uneori dorim sa producem un set de date ca produs cartezian al altor doua
seturi de date. Pentru a realiza acest lucru folosim operatorul , Cartesian
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Product” (Figura 5.3-13). Un exemplu de utilizare a acestui operator in

RapidMiner apare in Figura 5.3-14.

Figura 5.3-13. Tipuri de join: Cartesian Product

CROSS JOIN

CARTESIAN PRODUCT
.—ﬂ N
g2 |8

1 X1 Y1

1 X1 Y2

1 X1 Y3

2 X2 Y1

2 X2 Y2

2 X2 Y3

X3 Y1

X3 Y2

X3 Y3

Sursa: (Grolemund & Wickham, 2017)

Figura 5.3-14. Produsul cartezian a doud tabele (Cartesian Product)

Pasul 1' Retrieve employee_.. Select Attributes Filter Example Range

Incircam setul de date 5 0 - == ==
e c ™ E = )
,,employee_attrltlon S1 v o o Cartesian
4 v

conectam operatorul , Cartesian = @ *~P
Product”. Ceilalti operatori ne Multiply Select Attributes (2) Filter Example Range (2) 3

ajutd sa producem doud seturi de "l - i i
date necesare pentru a ilustra o v
rolul acestui operator. v
Pasul 2: Distancefro.. = Monthlyinco... OverTime Age
Primul set include atributele . ”

. . 1 5993 es
DistanceFromHome si [ ]
MontlyIncome iar setul secund 8 5130 No 49
atributele OverTime si Age. 5 090 Yes a7

Observam ca toate variabilele cu
exceptia OverTime sunt numerice.
Rezultat:

o .. o Distancefro... h*!th lyinco...
Dupa rularea comenzii rezultd

OverTime ‘ Age

un set de date care include toate ! 5993 ves “
atributele. L 5082 Mo 29
in noul tabel, fiecare caz din ! 5093 Ves 7
primul set este multiplicat de n 8 o130 ves “
ori, unde n este egal cu numarul 8 5130 No 49
de cazuri din setul secund. 8 5130 Yes 37
Valorile noilor atribute (cele care 2 2090 Yes 41
nu apdreau in primul set) sunt 2 2090 Ho 49
cele din setul secund. 2 2000 Yes 7
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5.4. Lucrul cu valori (Values)

Operatorii utili pentru lucrul cu valori sunt grupati in categoria Values.
Folosind acesti operatori putem realiza urmatoarele actiuni: redenumirea
valorilor (Map), inlocuirea valorilor (Replace), inlocuirea valorilor cu
ajutorul unui dictionar (Replace (Dictionary)), divizarea variantelor de
raspuns asociate atributelor nominale (Split), eliminarea unor sectiuni din
valori (Cut), eliminarea spatiilor din valori (Trim), unirea a doua sau mai
multe valori (Merge), addugarea unei categorii de rdspuns la categoriile unui
atribut nominal (Add), redefinirea valorilor de tip binominal (Remap
Binominals), setarea valorilor (Set Data) si ajustarea valorilor de tip data
(Adjust Date).

Redenumirea valorilor (Map)

Pentru a redenumi valorile (categoriile de raspuns) unui atribut (de tip
nominal sau numeric) folosim operatorul Map. Acesta permite realizarea
unor redenumiri simple cu ajutorul parametrului ,values mappings”. In
Figura 5.4-1 am prezentat cateva exemple de redenumire a unor variante de
raspuns. De exemplu, am inlocuit varianta de raspuns Male cu barbat,

respectiv ,Very high” cu 4.

Pentru redenumiri mai complexe, definite general, ca paternuri de litere si
cifre folosim parametrul , replace what”. Aici definim valorile de interes
folosind regex (regular expression). De exemplu, dacd dorim sa cautam
toate variantele de rdspuns care au in componenta lor cel putin o litera,
folosim expresia [a-zA-Z], iar pentru cele care au cel putin o cifra folosim

expresia [0-9].
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Fiqura 5.4-1. Redenumirea valorilor (Map)

Pasul 1:

Incircam setul de date
,employee_attrition” si conectam
operatorul ,Map”. Operatorul
Select ne ajutd sa producem un set
de date mai simplu.

Pasul 2:

Cel mai important parametru este
,values mappings”. Aici indicdm
valorile de raspuns pe care dorim sa
le recodam si care sunt noile valori.
Pentru a defini cautari si inlocuiri
mai complexe folosim parametrul
,replace what” (permite definirea
cautdrilor folosind formatul regex -
regular expression — adica paternuri
de litere si cifre).

Retrieve employee_... Select Attributes

c ot |
¢ oni
B v

¥

Parameters
[T map
attribute filter type % all
invert selection
include special attributes %
value mappings ; Edit List (9).

replace what

replace by

¥

Pasul 3: - -
L ¢ 1 1 . p ‘!J.Jl Edit Parameter List: value mappings x
a parametrul , values mappings
TTTTT ~
atribuim valorilor vechi noile valori. o E{f‘em;;z’;ifgs""“e mappings
Putem atribui valori noi de tip text =
sau numerice. Chiar daca am old values new value
atribuit valori numerice, atributul Vale barbat
respectiv va pastra nivelul de emale remeie
masurare anterior. De exemplu,
Yes leave
atributul JobSatisfaction (Very high . t
A A . o stay
— Very low) va ramane in continuare
. . . . . . Wery high 4
de tip polinominal, desi noile valori
. . . v . High 3
atribuite sunt cifre. Daca dorim,
putem s&-1 transformdm in numeric | "™ ¢
(integer In acest caz). Low !
‘Very \Uwi |0
= Add Entry ":; Remave Entry O Apply x Cancel
Rezultat:
Dupé rularea comenzii Attrition Gender JobSatisf... Attrition Gender JobSatis...
obtinem un set de date care are ~ '®® Female | Vewmian 50 femeie | 4
variantele noi de raspuns. No Male Wedium stay barbat 2
JobSatisfaction e definit in Yes Male High leave birbat 3
continuare ca atribut de tip No Female High stay femeie 3

polinominal chiar daca
raspunsurile sunt numerice.
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Inlocuirea valorilor (Replace)

Operatorul Replace poate fi folosit pentru a inlocui variantele de rdaspuns
(fragmente din acestea) cu alte variante de rispuns (fragmente). Inlocuirea se
poate face pentru unul sau mai multe atribute simultan. In exemplul din
Figura 5.4-2 am ardtat cum putem iInlocui toate variantele de raspuns care
contin cel putin unul dintre cuvintele indicate (Manager sau Director) cu o
alta variantd de raspuns (Top). Definirea fragmentelor sau paternurilor de
text care ne intereseaza (litere, cifre, alte caractere sau combinatii ale acestora)
se realizeaza cu ajutorul regex (regular expressions). Pentru mai multe
informatii relativ la regex si exemple de definire a paternurilor de cautare se
pot consulta diferite pagini web.

Figura 5.4-2. Inlocuirea valorilor (Replace)

Pasul 1:
N o o Retrieve employee_... Filter Examples Generate Attributes Replace
Incarcam setul de date c out) exa Y exa ( e [E era) exa g exa
,employee_attrition” si v = E2 R
conectam operatorul v v
,Replace”. Ceilalti operatori Select Attributes Sample
ne ajutd sa producem un (5 =) (= p =p
set de date potrivit pentru o wip i
acest exemplu.
Pasul 2:
. T Parameters
Prima data indicam care
este atributul in care dorim | [ Replace
sa facem inlocuirea. attribute filter type % single v |@
La parametrul ,replace
what” definim expresia pe | attribute JobCat ¥ @
care dorim sa o folosim
pentru inlocuire' invert selection @
Aici, variantele de
) ) ) .

réspuns care Con’gm include special attributes 61
oricare dintre cuvintele 8

. replace what *Manager.*|.*Director.* q @
Manager sau Director,
P021§19nate oriunde, sunt — Top ®
inlocuite cu Top.

% https://www.regular-expressions.info/
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Rezultat:

Dup4 rularea comenzii i JobCat JobRole

observam ca atributul 225 Top Manufacturing Director

JocCat ia valoarea Top 446 Top Manager

pentru toate cazurile care

. . . 542 To Research Director

contin unul dintre cuvintele e

Manager sau Director la Toa Top Manufacturing Director

atributul JobRole. 742 Top Manager
952 Research Scientist Research Scientist
1015 Top Research Director
1102 Research Scientist Research Scientist

Inlocuirea valorilor cu ajutorul unui dictionar (Replace (Dictionary))

Daca dorim sa inlocuim valorile (pdrti ale acestora) asociate unor atribute
nominale cu valori predefinite si stocate intr-un dictionar, folosim operatorul
,Replace (Dictionary)”. In practica, dictionarul e de fapt un set de date cu
doua coloane (atribute), prima asociata valorii vechi, a doua celei noi. Prin
urmare, pentru a ilustra utilizarea acestui operator avem nevoie de doua
seturi de date, cel de lucru, in care dorim sa facem inlocuirile, si setul de date
(dictionarul) care contine corespondenta dintre vechile si noile valori. Pentru
exemplul din Figura 5.4-3 am produs un set de date cu atributele nominale
Old si New, unde Old contine tipurile de pozitii (job-uri) (vezi atributul
JobRole din setul de date employee_attrition), iar New specificd noile

categorii (valori) asociate acestora (Low, Middle, Top).

Figura 5.4-3. Inlocuirea valorilor folosind un dictionar (Replace (Dictionary))

Fasul 1: Retrieve employee_... Subprocess Replace (Dictionary)
Incarcam seturile de date .
. o out in E= out )
,employee_attrition” si , job_role” .C o ot
L . < 4
(dictionarul), apoi le conectam la v
operatorul , Replace (Dictionary)”.
Ceilalti operatori ne ajuta sa Retrieve (Dictionary)
producem un set de date potrivit fad ot
pentru acest exemplu. v

PREGATIREA DATELOR iN RAPIDMINER STUDIO




- 5 Lucrul cu atribute, cazuri, tabele si valori (Blending)

Pasul 2:
Parameters
Prima datd indicam care este [EE Roplace (Dictionary)
atributul pentru care dorim sa ) N
n ) . create view ®
facem inlocuirea valorilor.
La parametrul , from attribute” B | °" M
alegem Old (numele vechii attribute JobCal v I
categorii de raspuns), iar la ,,to
. invert selecti @
attribute” alegem New (numele reerseiecion
noii Categorii de réspuns). include special attributes ®
from attribute old v @
to attribute Mew v @
Rezultat:
Dupd rularea comenzii td dobCat | JobRole
observém ca atributul ]ocCat ia a1 Middle Healthcare Representative
valorile Top, Middle, Low, 122 Low Sales Executive
func’gie de valoarea indicata In 334 Middle Healthcare Representative
dictionar. Atributul JobRole 732 Middle Research Sciertist
Contlne vechile ValOI‘l, Pentru 733 Low Laboratory Technician
comparatie. 755 Middle Sales Representative

Dividerea valorilor (Split)

Operatorul Split divide In doua sau mai multe parti valorile luate de un
atribut de tip nominal rezultand astfel doua sau mai multe atribute de tip
nominal. Caracterul relativ la care se realizeaza diviziunea poate fi ales in
functie de situatia concretd. Acesta poate fi un spatiu, o virgula, un punct sau
oricare alt caracter. De exemplu, un atribut cu valoarea ,Research Scientist”,
poate fi divizat (raportat la caracterul spatiu) in doua atribute, unul cu
valoarea ,Research”, altul ,Scientist”. Diviziunea valorilor se poate face in
doua moduri (,split pattern”): ordonat (ordered_split) sau neordonat
(unordered_split). Diviziunea de tip ordonat produce un numar de atribute
egal cu numarul de sub-diviziuni asociate cazului care are cele mai multe
sub-diviziuni. Diviziunea de tip neordonat produce un numar de atribute
egal cu numadrul total de sub-diviziuni diferite posibile (conform

specificatiilor).
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Fiqura 5.4-4. Diviziunea valorilor (Split)

Pasul 1:
N Retrieve employee_... Subprocess Split
Incércam setul de date
e . v exa
,employee_attrition” si conectam i
on
operatorul ,Split”. Ceilalti ne ajuta v
sa producem un set de date
potrivit.
Pasul 2: p
.y . . arameters
Indicdm atributul pe care dorim
¢ o1 . split
sa-1 dividem (putem alege mai = o
multe atribute simultan). attribute filter type % | single v|®
La parametrul ,split pattern”
il fi\
trecem caracterul in functie de atiribute JobRale M
care dorim sa facem diviziunea. nvert selection .
at
Aici e spatiu, deci nu este vizibil
in imagine. include special attributes @
La , split pattern” alegem
ordered_split (la final reludm spitt pattern a |®
analiza folosind unordered_split).
split mode ordered_split v |@D
Rezultat (ordered_split):
< . . Id JobName JobRole_1 JobRole_2
Dupa rularea comenzii obtinem = =
doui atribute nominale noi 91 Healthcare Representative Healthcare Representative
(deoarece, indiferent de caz, 733 Laboratory Technician Laboratory  Technician
caracterul utlhzat Pentru Separare 851 Sales Representative Sales Representative
- spatiu - apare cel mult o data).
o ; K . a0s Manager Manager ?
Primul atribut contine prima
parte a vechiului continut (de la 999 Research Scientist Research Scientist
inceput péné la prima apari’gie a 1026 Sales Executive Sales Executive
caracterului spatiu). Al doilea 1105 Research Scientist Research  Scientist
atribut ia valorile celei de a doua
sectiuni.
Rezultat (unordered_split):
Aici numarul de atribute Id JobName JobRole_Executive JobRole_Healthcare
binominale rezultat este egal cu 91 Healthcare Representative  false frue
numarul total de sub-diviziuni 733 Laboratory Technician false false
diferite. Valorile luate de aceste 851 Sales Representative falze falze
atribute sunt true si false. True
v ’ . 908 Manager false false
apare daca acel caz contine o
anumita sub—diviziune. 999 Research Scientist false false
1026 Sales Executive frue false
1105 Reszearch Scientist falze falze
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Eliminarea unei sectiuni (Cut)

Operatorul Cut e util pentru a elimina parti din variantele de rdaspuns ale
unor atribute de tip nominal. Eliminarea se realizeaza in functie de pozitiile
caracterelor, utilizatorul avand posibilitatea sa indice primul si ultimul
caracter selectat. Vom obtine astfel toate caracterele incepand cu primul
indicat pana la ultimul indicat.

Figura 5.4-5. Eliminarea unei sectiuni (Cut)

Pasul 1:
Incdrcam setul de date Retrieve employee_... Subprocess Cut
,employee_attrition” si conectam : .C aut in & aut exa ;] exa
operatorul ,Cut”. Operatorul Select v in out : ori
ne ajutd sa producem un set de date o
potrivit pentru acest exemplu.
Pasul 2:
o . . . Parameters
Selectam atributul de interes (numit -
N Cut
Id, in acest caz).
La parametrul ,first character SR I EE ol @
. P . . .
index” indicam pozitia primului J— » n
caracter care dorim sa ramana.
La parametrul ,last character invert selection ®
index” indicdm pozitia ultimului
. e A . include special attributes @
caracter care dorim sd ramana.
first character index 4 6]
last character index 10 @
Rezultat:
« .. . Id Id
Dupad rularea comenzii, valorile
atributului Id nu mai includ ld_91 o
secventa ,Id_" (asa cum aparea 1d_733 733
initial) (primele trei caractere au fost 13_908 908
eliminate).
Id_1026 1026
Id_1105 1105

Eliminarea spatiilor (Trim)

Operatorul Trim elimina caracterele de tip spatiu ce apar inaintea valorilor
sau dupa valorile unui atribut de tip nominal (spatiile care apar in interiorul
textului nu sunt eliminate). Astfel, in urma aplicarii operatorului Trim,
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,person 2”, ,person 3”.

Unirea valorilor (Merge)

Lucrul cu atribute, cazuri, tabele si valori (Blending) 5 -

variantele de rdspuns ,person 17, ,person 2”, ,,person 3” devin ,person 17,

Operatorul Merge este utilizat pentru a uni doua valori de tip text. Cel putin

una dintre cele doua valori trebuie sd apara in atributul selectat. Merge poate

fi aplicat doar unor atribute obisnuite. Figura 5.4-6 prezintd un exemplu

simplu de utilizare a acestui operator.

Fiqura 5.4-6. Unirea valorilor (Merge)

Pasul 1:

Incircam setul de date
,employee_attrition” si conectam
operatorul ,Merge”. Ceilalti
operatori ne ajuta sa producem un
set de date potrivit.

Pasul 2:

La , attribute name” indicam
atributul pe care dorim sa-1
modificam. La ,, first value”
indicam valoarea pe care dorim sa
o modificam. La ,,second value”
indicam valoarea pe care dorim sa
o adaugam la prima valoare.

Rezultat:

Dupa rularea comenzii obtinem
observam ca valorile 1 au devenit
1_low.

Retrieve employee_...

Subprocess

cout
v B

¥

Parameters

[ Merge

attribute name JobLevel

first value 1

second value low

@

Id JoblLevel
91 4
733 1
08 5
1026 2

1105 1

in E= out

aut

a1

733

08

1026

1105

JobLevel

1_low

1_low

@
v W

@
@

@
@

Re-maparea valorilor binominale (Remap Binominals)

Acest operator poate fi aplicat doar unor atribute definite explicit ca

binominale. In cazul unor astfel de atribute, uneori dorim sa inversam

ordinea celor doud variante de rdspuns, mai exact sa o definim pe alta dintre

ele ca varianta pozitiva / de interes. Pentru a face acest lucru, softul va
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schimba doar valorile alocate intern celor doua variante de raspuns (prin

urmare schimbarea nu va fi vizibild explicit in setul de date). Exemplu din

Lucrul cu atribute, cazuri, tabele si valori (Blending)

Figura 5.4-7 ilustreaza rolul acestui operator.

Figura 5.4-7. Re-maparea valorilor binominale (Remap Binominals)

Pasul 1:
Incircadm setul de date
,employee_attrition” si conectam

ori (dorim sa remapam doua atribute
diferite).
In acest moment valorile pozitive si

Gender si Attrition arata asa:

Label

7/ Attrition

Pasul 2:

Selectam atributul ale carui valori
dorim sd le remapdm (Attrition).
Pentru ca este un atribut special,
bifdm parametrul ,,include special
attributes”.

La ,negative value” si ,positive
value” indicdm variantele de raspuns
pe care dorim sa le consideram
pozitive / negative.

Pasul 3:

Selectam atributul ale carui valori
dorim sa le remapam (Gender).

La ,negative value” si , positive
value” indicam variantele de raspuns
pe care dorim sa le consideram
pozitive / negative.

operatorul ,Remap Binominals” de doua

negative atribuite conventional atributelor

¥ i Gender

Retrieve employee_... Remap Binominals
c out ) C exa | ] exa )
‘ or }
Select Attributes Remap Binominals (2)
( exa 'j exa ) c exa g exa }
b ori :) : ori )
v v
Negative Fositive
Binominal 0 Yes No
Megative Positive
Binominal 0 Female Male
Parameters
[=7] Remap Binominals
attribute filter type % | single v (@
attribute Aftrition v |@
invert selection ®
include special attributes @
negative value No 6]
positive value Yes (6]
Parameters
[77] Remap Binominals {2) {Remap Bi )
altribute filter type % single v |@
attribute Gender v |@

invert selection
include special attributes %"
negative value Male

positive value Female

> 4
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Rezultat:

Dupa rularea comenzii, cele doua atribute, Attrition si Gender, au fiecare valorile pozitive
si negative inversate comparativ cu starea initiala. Astfel, valorile considerate pozitive
sunt acum Yes si Female (anterior erau No si Male).

Lebel Negative Positive

“ Attrition Binominal 0 Mo Yes
Negative Positive
“ /i Gender Binominal 0 Male Female

Setarea valorilor (Set Data)

Folosind acest operator putem modifica valorile unor atribute pentru cazurile
specificate (Figura 5.4-8). Indicarea cazurilor se realizeaza folosind indexul
intern al softului. Pentru ca inlocuirea sa fie realizatd, este necesar ca valorile
indicate sa fie de acelasi tip cu cele ale atributului cdruia i se aplicd. De
exemplu, dacd atributul este numeric, valoarea noud va trebui sa fie un

numat.
Figura 5.4-8. Setarea valorilor (Set Data)
Pasul 1:
R Retrieve employee_,.. Select Attributes Set Data
Incarcam setul de date
.o o aut exa [T exa exa [T exa
,employee_attrition” si .C 3 i g i
o ari ori
conectam operatorul ,Set Data”. 4
Ll v
Pasul 2:
Parameters
La parametrul ,example
. ISR T < [77] Set Data
index” indicam numarul de
ordine al cazului pentru care example index 1 [6)
dorim sa schimbam valorile.
/i\
La ,attribute name” alegem FHEELETS -
atributul iar la ,,value” : o
o . attribute name Gender ¥ [
valoarea noua dorita (valoarea
veche va fi inlocuita cu value Male 6]
aceasta).
additional values » Edit List (1)... @

. 4
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Pasul 3:
La parametrul , additional
values” putem alege si alte
atribute.

il Edit Parameter List: additional values X

frnnn
Edit Parameter List: additional values

_f This list allows to set additional values ofthe addressed

L. ) example.
Aici am ales un atribut
numeric (HourlyRate) Si am attribute name value
specificat cd dorim sa inlocuim
l HourlyRate| v IQU

vechea valoare cu valoarea 90.

_—_'|_ Add Entry _-" Remove Entry o Apply x Cancel

@

Rezultat: id | Aftiion  Gender | HouriyRate  Id Attrition | Gender | HourlyRate
Observdm ca primul

Yes Female 94 1 Yes Male a0
caz ia valori diferite
. Mo Male 61 2 No Male 61
la atributele Gender ’
3 Yes Male gz 3 Yes Male 9z

si HourlyRate.

Ajustarea valorilor de tip data (Adjust Date)

Acest operator este folosit pentru a aduna sau scddea o anumita perioadd de
timp (secunde, minute, ore, zile etc.) relativ la un atribut de tip data. Putem
aduna / scadea simultan un anumit numar de ore, zile, luni etc. Daca dorim,

putem pdstra si vechiul atribut (Figura 5.4-9).

Figura 5.4-9. Ajustarea valorilor de tip data (Adjust Date)

Pasul 1:

Subprocesul produce setul de
date necesar. Conectam
operatorul ,Adjust Date”.

Subprocess Adjust Date

Pasul 2:

La parametrul , attribute Parameters

name” alegem atributul pe 8 Adjust Date

care dorim sa-1 modificam. attribute name Date v|®

Bifam faptul ca dorim sa

péstram si vechiul atribut. adjustments IR @
keep old attribute @

4
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Pasul 3:

La parametrul , adjustments”
specificim valorile si unitatile
de timp dorite in functie de
care va fi realizatd modificarea
atributului Date. In acest adjustment date unit
exemplu adundm 5 zile,
scadem 2 luni si adunam 3 ore.

I!%]JJ Edit Parameter List: adjustments b4

Edit Parameter List: adjustments
:.f This list defines all date adjustments.

5 Day -

-2 IMonth v

‘ Hour v

= Remaove Entry o Apply x Cancel

Rezultat:

Dupé rularea ComenZii Row No. Date Date_adjusted

observam ca noua variabila, 1 Oct 30, 2014 11:33:34 AM EET Sep 4, 2014 2:33:34 PM EEST

de acelasi tip, contine datele 2 Apr 3, 2016 11:33:34 AM EEST Feb g, 2016 2:33:34 PM EET

modificate conform 3 Apr 20, 2016 11:33:34 AM EEST Feb 25, 2016 2:33:34 PM EET

instructiunilor anterioare. 4 May 5, 2016 11:33:34 AM EEST Mar 10, 2016 2:33:34 PM EET
5 Sep 24,2016 11:33:34 AMEEST  Jul 29, 2016 2:33:34 PM EEST
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6. ,,CURATAREA” SITRANSFORMAREA
DATELOR (CLEANSING)

Categoria Cleansing include mai multe sub-categorii de operatori:

- Normalization: contine comenzile care normalizeaza atributele;

- Binning: contine comenzile care ne ajuta sa grupam valorile
atributelor;

- Missing: contine comenzile care ne ajutd sa inlocuim valorile lipsa;

- Duplicates: contine comenzile care ne ajuta sa identificam si eliminam
cazurile duplicate;

- Outliers: contine comenzile care ne ajuta sd identificam cazurile
extreme;

- Dimensionality Reduction: contine comenzile care ne ajuta sa
reducem numarul de atribute pastrand in acelasi timp cat mai mult din
informatia asociata acestora;

- Statistics si Quality Measures: calculeaza diferite masuri statistice si
ale calitatii atributelor.

6.1. Normalizarea variabilelor (Normalization)

Operatorii grupati in categoria Normalization pot fi aplicati doar unor
variabile metrice (numerice). Exista trei operatori de acest tip, fiecare cu
functii specifice:

- Normalizarea (Normalize);
- Denormalizarea (De-Normalize);
- Scalarea in functie de importanta (Scale by Weights).
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Normalizarea (Normalize)

Atributele metrice cu care lucram au adesea diferite unitati de masura, iar
valorile au intervale de variatie foarte diferite. De exemplu, varsta unui
angajat ia cel mai adesea valori in intervalul 18-65, in timp ce salariul lunar
poate lua valori de cel putin o 100 de ori mai mari; venitul unei persoane
poate fi masurat In RON sau mii RON, deci valoarea inregistrata poate fi 3
sau 3000, functie de unitatea de masuré folosita. In cazul anumitor tipuri de
analiza (de exemplu, cele care folosesc distante de tip Euclidian), diferentele
mari intre scalele si unitatile de masura ale atributelor sunt problematice. O
comparatie corectd ar presupune scale similare. Operatorul Normalization
face tocmai acest lucru (Figura 6.1-1). In esentd, normalizarea inseamna
transformarea (translatarea) valorilor unui atribut astfel incat sa acopere un
interval specific (simultan, unitatea de mdsura initiald dispare, fiind inlocuita

de o unitate oarecum fictiva, trans-atribut, precum abaterea standard).
Normalizarea se poate realiza folosind una dintre urmatoarele solutii:

- Z-transformation: transformarea valorilor cu ajutorul scorurilor Z,
numitd si standardizare; pentru a realiza aceasta transformare, scadem
din vechea valoare media atributului respectiv si impartim rezultatul
la abaterea standard a acelui atribut; variabila transformata va avea
media 0 (deci va lua valori pozitive si negative) si abaterea standard 1;
acest tip de transformare pdstreaza distributia originald a atributului si
este mai putin influentata de valorile extreme (outliers);

- range transformation: se referd la translatarea valorilor din intervalul
original de variatie in altul, acelasi pentru toate atributele; de obicei,
acest interval este [0;1] sau [-1;1]; de exemplu, pentru a transforma
valorile unui atribut in intervalul [0;1], scadem din fiecare valoare
valoarea minima si impartim rezultatul la valoarea maxima; acest tip
de transformare pastreaza distributia originala a atributului, dar este
influentata relativ mai mult de valorile extreme;

- proportion transformation: normalizarea se obtine prin impadrtirea

valorilor originale la suma acestor valori;
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6 I

- interquartile range: in acest caz normalizarea este realizata in relatie cu

valoarea mediand (Q2 = quartila 2, adica percentila 50) si abaterea

interquartilica (IQR) (diferenta dintre quartila 3 si 1, adicd percentila 75

si 25) a atributului respectiv; pentru a obtine valorile normalizate

folosind aceastd metoda, scdidem din valoarea originala Q2 si impartim

rezultatul la IQR; ca urmare a faptului ca primele si ultimele 25% dintre

cazuri (sortate ascendent) sunt ignorate atunci cand calculdam Q2 si

IQR, rezultatul este foarte putin influentat de posibilele valori extreme.

Figura 6.1-1. Normalizarea (Normalize)

Pasul 1:

Conectam datele si operatorii
conform imaginii aldturate (a
se vedea si procesul).

Pasul 2:

in cazul operatorului
Normalize, alegem subset la
,attribute filter type” si apoi
indicam cele doua atribute pe
care dorim sa le normalizam
(parametrul attributes).

Z-transformation (scoruri Z).

Rezultat:

Observam ca atributele
...Z contin scorurile
standardizate ale
vechilor atribute.

La parametrul method alegem

91

334

732

Retrieve employee _...

Reorder Attributes

v B

Parameters

[77] Normalize

create view
attribute filter type %
attributes.

invert selection

include special attributes

method %

DailyRate
530
1001

1097

Subprocess Normalize
in out
in E out
v
subset v
& Select Attributes..
Z-ransformation v
DailyRateZ DistanceFromHome
-0.847 1
0.361 7
0.608 11

@
@

DistanceFromHomeZ

-0.866

-0.014

0.553

De-normalizarea (De-Normalize)

Normalizarea datelor este necesara cel mai adesea, deci majoritatea

variabilelor utilizate In analize nu au nici o unitate de masura, nici valori usor

interpretabile. Pentru a rezolva aceastd problemd, putem denormaliza

atributele respective (de exemplu atributele cu predictiile obtinute in urma

rularii unui model). Operatorul De-Normalize face exact acest lucru.
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Figura 6.1-2. Denormalizarea (De-Normalize)

Pasul 1:
Conectam datele si operatorii
conform imaginii aldturate (a se Apply Morlel

B € mod 1ab [}
vedea St proceSUI)' Subprocess 3 De-Hormalize :/"' ©

:; E aut [

)

Retrieve employee _.. Normalize

3

Parameters

Pasul 2:
Prima datd normalizam atributele,

. . N [77 De-Normalize
apoi le de-normalizdm. In acest

. . . o de-normalize predictions 6]
caz nu trebuie sd schimbam
Valoarea parametrﬂor Operatorului missing attribute handling proceed on missing v (@
De-Normalize.
Rezultat: . - .
Observim ci Z-Transformation i el e
91 530.000 1
1 1 H 1i 2 attribut T 1] d i 1.
atrlbutele Contln U:i:; ize attributes to mean and variance _— 100,000 7000
Valorile ini’giale DailyRate —-> mean: 860.1, wariance: 151922.32222222225 732 1087.000 11.000
. DistanceFromHome —-> mean: 7.1, variance: 49.65555555555555
(nestandardizate) 733 100000 5000
ale atributelor. 851 862000 2
873 1146.000 25
908 1099.000 5.000
999 683.000 2

1028 1476.000 4.000

1105 598.000 9.000

Scalarea in functie de importanta (Scale by Weights)

Operatorul Normalize urmdreste sa creascd similitudinea dintre scalele
diferitelor atribute dintr-un set de date, sd le facd cat mai comparabile intre
ele. Scopul este de a acorda atributelor aceleasi sanse la punctul de start al
unei analize. Uneori stim, din alte analize si/sau din literaturd, ca unele
atribute sunt mai importante pentru o anumitd analiza (model de predictie)
comparativ cu altele. Spre deosebire de Normalize, operatorul ,Scale by
Weights” tine cont de importanta diferita a atributelor si le scaleaza in functie
de aceasta. Astfel, in urma procesului de scalare, atributele importante vor
primi scoruri relativ mai mari, iar cele cu o importanta mica, scoruri relativ
mai mici. Desigur, pentru a calcula ponderarile / importanta atributelor, setul
de date trebuie sa includa un atribut de tip label (variabila dependenta).
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Importanta unui atribut va fi calculata in raport cu puterea predictivd a
acestuia relativ la atributul label.

Figura 6.1-3. Scalarea in functie de importanta atributelor (Scale by Weights)

Pasul 1:

o . .. Retrieve employee _... Select Attributes ‘Weight by Chi Squar... Scale by Weights
Conectam datele si operatorii oo g e T o o
conform imaginii aldturate (a se v o C e e
vedea si procesul). = e =
Pasul 2:

A s . attribute weight
In urma aplicdrii operatorului
,Weights by Chi Square” obtinem Percent3alaryHike 4z
importanta fiecarui atribut pentru YearsSinceLastPromation 10073
predictia atributului special de tip DistanceFromHome 15 666
label (Attrltlon) o . YearsinCurrentRole 50737
Conform acestui criteriu, atributul
Age e Cel mai important YearsAtCompany 52797
Age 75480
Rezultat:
Observim ci atributele Id Attrition | Age DistanceFromHome = PercentSalaryHike
cu o importanta mai 1 Yes 41 1 11
mare au primit scoruri 2 No 49 g 23
marite cu un factor
. . . 3 Yes a7 2 15
semnificativ mai mare.
Factorul este egal cu 4 No 33 3 11
ponderarile (weights)
calculate la pasul 2 ] Attrition | Age DistanceFromHome = PercentSalaryHike
1 Yes 3004.680  15.666 51.829
2 Mo 3608.530 125331 108.370
3 Yes 2792768 21333 70676
4 No 2490.847 46999 51829

6.2. Gruparea valorilor (Binning)

In unele situatii poate fi necesar si/sau util si transformam un atribut de tip
numeric in unul de tip nominal. De exemplu, valorile atributului varsta
(masurat ca numar de ani impliniti) pot fi grupate in intervale de ani (de
exemplu <18, 18-34, 35-49, 50-64, 65+) sau in functie de alt criteriu (de
exemplu, grupul 1 format din primele 33.3% cazuri cu varsta cea mai mics,
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grupul 2 format din urmatoarele 33.3% cazuri in ordinea crescdtoare a varstei

si grupul 3 format din ultimele 33.3% cazuri, persoanele cele mai in varsta).
In primul caz obtinem un atribut nominal cu 5 clase / categorii, in celalalt
unul cu 3 clase. Acest proces de grupare, numit si discretizare, poate fi
realizat folosind operatorii inclusi in categoria Binning. Fiecare dintre acesti
operatori realizeaza discretizarea in functie de anumite criterii, utilizatorul
avand posibilitatea s& seteze parametrii aferenti. In cele ce urmeazd vom
descrie si exemplifica utilizarea acestor operatori. Tabelul 6.2-1 prezinta
sintetic diferentele si asemanarile dintre operatorii din categoria Binning

(Discretizare).

Tabelul 6.2-1. O comparatie a tipurilor de discretizare

Denumirea tipului de

discretizare in RM Size Binning Freq. User Entropy

Dlscr'etlzarea se face in ¥ cazurilor range + # mnge‘+ # depinde depinde

functie de ... grupurilor valorilor

Numarul de grupuri utilizator utilizator utilizator utilizator

este stabilit de ... (indirect) (direct) (direct) (direct) soft

Numarul de cazuri in (aproape) variabil (aproape) variabil variabil

fiecare grup este ... egal (depinde) egal (depinde) (depinde)

Intervalele de variatie ) ; . .

asociate grupurilor megale egale megule megale megule
(depinde) (depinde) (depinde) (depinde)

sunt ...

Pentru a clarifica discutia anterioara, oferim aici un exemplu simplu de serie
de valori numerice transformata folosind pe rand fiecare dintre operatorii de
discretizare (cu exceptia operatorului bazat pe entropie; pentru aplicarea
acestuia, setul de date trebuie sda contina un atribut de tip label; in plus,
rezultatul grupadrii va fi dependent de relatia dintre acest atribut si atributul
obisnuit). S& presupunem cd avem seria de valori 0, 4, 12, 16, 16, 18, 24, 26, 28
si dorim s& le grupam in trei grupuri. In Tabelul 6.2-2 prezentim comparativ
rezultatele teoretice care ar trebui sa fie obtinute in urma aplicarii operatorilor
de discretizare. In Tabelul 6.2-3 prezentdim rezultatele furnizate de
RapidMiner. Dat fiind faptul cd exemplul are putin cazuri si ca am ales trei
cazuri pe grup la operatorul ,Discretize by Size”, solutiile produse de
discretizdrile Size si Frequency sunt identice (in practicd, chiar daca setam
valorile parametrilor astfel incat sa rezulte acelasi numar de grupuri, solutiile
obtinute vor fi similare, dar foarte rar identice).
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Tabelul 6.2-2. Rezultatul discretizarii in functie de tipul acesteia (teoretic)

Tip Cazuri Intervale
discretizare  Grupul 1 Grupul 2 Grupul3 Grupull Grupul2 Grupul3
Size 0,4, 12 16, 16, 18 24, 26, 28 [0-14) [14-21) [21+)
Binning 0,4 12, 16, 16, 18 24, 26, 28 [0-9.4) [9.4-18.7) [18.7+)
Freq. 0,4, 12 16, 16, 18 24, 26, 28 [0-14) [14-21) [21+)
User 0 4 12, 16, 16, [01 [1-10) [10+)
18, 24, 26,
28

Tabelul 6.2-3. Rezultatul discretizarii in functie de tipul acesteia (RapidMiner)

id orig d_size d_binn d_freq d_user
1 0 [-ea - 14.0] [-ea - 9.3] [-ea - 14.0] [0]

2 4 [-ea - 14.0] [0 -9.3] [e0 - 14.0] [1-10)
3 12 [0 - 14.0] [9.3-18.7]  [wo-14.0] [10-50)
4 16 [14.0-21.0] [9.3-187] [14.0-21.0] [10-50)
5 16 [14.0-21.0] [9.3-187] [14.0-21.0] [10-50)
6 18 [14.0-21.0] [9.3-187] [14.0-21.0] [10-50)
7 24 [21.0 - 9] [18.7 - ca] [21.0 - 0o] [10-50)
8 26 [21.0 -ca] [18.7 -co] [21.0 -ea] [10-50)
9 23 [21.0 - 9] [18.7 - ca] [21.0 - 0o] [10-50)

Discretizarea in functie de numarul cazurilor (Discretize by Size)

In cazul acestui operator, discretizarea (formarea grupurilor) se realizeaza in
functie de numarul de cazuri pe care dorim sa il aiba fiecare grup. Numarul de
cazuri trebuie indicat de catre utilizator. Pornind de la acest numar si tinand cont
de numarul total de cazuri din setul de date, operatorul va grupa valorile astfel
incat fiecare dintre grupurile rezultate sda aiba un numar de cazuri cat mai
apropiat de numarul dorit de utilizator. Daca atributul original are una sau mai
multe valori care sunt luate de un numar disproportionat de mare / mic de
cazuri, grupurile rezultate vor avea mai multe / putine cazuri decat numarul
indicat, deci grupurile vor avea un numar diferit de cazuri. La fel se Intampla si
dacd numarul total de cazuri nu este un multiplu (aproximativ) al numarului de
cazuri cerut de utilizator. Lungimea intervalelor de variatie (valoarea maxima

minus valoarea minimd) ale fiecdrui grup poate diferi. Utilizarea acestui

operator este ilustratad in Figura 6.2-1.
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Fiqura 6.2-1. Discretizarea in functie de numdarul cazurilor (Discretize by Size)

Pasul 1: Retrieve employee _... Subprocess Discretize Discretize (2)

Conectam datele si operatorii c - [ o e
. T ’ ’

conform imaginii aldturate (a se o o

vedea si procesul).

Pasul 2:

M . . Parameters
Numarul de cazuri pe care le alocam la un P

N . ~ Discretize (Discretize by Size)

grup este 250 (500 in exemplul secund). Dat fi-
ind faptul cd operatorul incearca sa formeze
grupuri de cate 250 cazuri, ne asteptdm sa obti-  |atrioute fitertywe % | single v
nem 6 grupuri (numarul total de cazuri este
1470). Deoarece numarul de valori diferite luate
de atributul PercentSalaryHike este foarte mic EC T
raportat la numarul total de cazuri (multi anga-
jati au parte de aceeasi crestere procentuald), e
posibil sa obtinem mai putine grupuri, respectiv
marimea grupurilor sa fie diferita. T decreasing v|o
La denumirea grupurilor (range name type) am

create view @

attribute PercentSalaryHike_Size250 v | @

a
=)

include special attributes % @

size of bins 250 @

. A range name type long v | @
ales long (interval in exemplul secund).
Rezultat:
. . Id PercentSalarylike_Size500 | PercentSalaryHike_Size250 = PercentSalaryHike
Numele categoriilor di-
R .. .. 1 [-ea - 12.5] range [-oo - 11.500] 11
ferd in cele doua situatii:
e pe . . 2 [15.5 - 0] ranged [18.500 - co] 23
specificarea intervalului
. v 3 [12.5-15.5] ranged4 [13.500 - 15.500] 15
vs. interval + numarul de
. . . 4 -125 1 -11.500] "
ordine al intervalului. [eo- 1251 ranget e !
B [e0 - 12.5] range [11.500 - 12.500] 12
Il'l prlmlﬂ SEAC L Obtlnut Index Nominal value Absolute count Fraction
6 grupurl' Numarul de 1 range4 [13.500 - 15.500] aonz 0.205
cazuri alocat la fiecare 2 range [18 500 - co] 302 0205
grup difera (198-302). 3 ranges [15.500 - 18.500] 249 0.169
Asta se intémplé deoarece 4 range [-oo - 11.500] 210 0.143
atrlbutul are multe CaZuri 5 range3 [12.500 - 13.500] 209 0.142
. . 6 range2 [11.500 - 12.500] 198 0.135
cu exact aceleasi valori.
Aceste tabele apar n per- Index Nominal value Absolute count Fraction
Zpectlva Results, tabul ; (155 -ca] - 0375
tatistics.
2 [12.5-15.5] 511 0.348
3 [eo - 12.5] 403 0278

Discretizarea in functie de numarul grupurilor (Discretize by Binning)*

In cazul acestui operator discretizarea se realizeaza in functie de numarul de
grupuri ales de cdtre utilizator si lungimea intervalului de variatie a

40 Numita in literatura de specialitate ,, Equal Width Binning”.
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atributului de interes. Algoritmul alocd cazurile la grupuri In functie de

raportul dintre intervalul de variatie al atributului si numarul de grupuri

indicat. Simplu spus, intervalul de variatie al atributului se divide in n

intervale, unde n este egal cu numadrul dorit de grupuri. Se obtine astfel

lungimea intervalului. Primul grup va fi format din cazurile cu valori in

intervalul [minim, minim + lungime]. Urmatorul grup va fi format din cazurile

cu valori in intervalul [minim + lungime, minim + 2 x lungime] etc. Firesc,

intervalele de variatie (range) asociate grupurilor vor avea aceeasi lungime.

Grupurile rezultate pot avea un numar (foarte) diferit de cazuri (functie de

forma distributiei atributului original, diferentele pot fi foarte mari). In Figura

6.2-2 am ilustrat doud exemple de discretizare a aceluiasi atribut.

Figura 6.2-2. Discretizarea in functie de numdrul grupurilor (Discretize by Binning)

Pasul 1:

Conectam datele si operatorii
conform imaginii aldturate (a se
vedea si procesul).

Pasul 2:

Folosim operatorul ,Discretize
by Binning” de doua ori pentru a
ilustra diferentele relativ la
optiunile parametrilor. Indicam
faptul ca dorim 3 grupuri (5 in
celalalt caz). Dorim ca numele
claselor sa fie de tip interval.
Intervalul de variatie (range) al
atributului PercentSalaryHike
este 14 (max-min, adicd 25-11).
Impértim 14 la 3 si obtinem 4.7,
deci primul grup va fi format din
cazurile care i-au valori intre 11
si 15.7, urmatorul 15.7 si 20.3 etc.

Rezultat:
gy . I
Denumirile grupurilor au
forma de interval. !
2
3
4

Retrieve employee ...

Subprocess

Discretize

Discretize (2)

v E

Parameters

exa ﬁ

(" Discretize (Discretize by Binning)

create view

attribute filter type *

attribute

invert selection

single

PercentSalaryHike_Bins3

include special attributes “*

number of bins
define boundaries

range name type W

¥

PercentSalaryHike_Bins5
[ea - 13.8]

[22.2-00]

[13.8-16.6]

o - 13.8]

interval

PercentSalaryHike_Bins3
[-eo - 15.7]

[20.3 - e0]

[-ea - 15.7]

[-ea - 15.7]

exa g+ exa

ori

pre

w

w

M
@

P
@

@

@

PercentSalaryHike
1

23
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Numarul de cazuri alocat
fiecarui grup diferd mult Index Nominal value Absolute count Fraction
(grupul asociat valorilor 1 bea-15.7] 919 0.625
mici contine semnificativ 2 [157-203) 380 0259
mai multe cazuri). 3 [20.3 - 0] 171 0.116
Intervalele asociate : :
. L. Index Nominal value Absolute count Fraction

grupurilor au lungimi
. s oo - 13.8] 817 0.420
identice 1n fiecare caz:
46 v 2.8 2 [13.8- 16.6] 380 0.259

-b, TeSpectv 2.5 . 3 [16.6-19.4] 247 0.168
Aceste tabele apar in . [o.4-222) 159 0.108
perspectiva Results, tabul (222 o] 67 0.045
Statistics.

Discretizarea in functie de frecventa (Discretize by Frequency)*

Discretizarea In functie de frecventa pare sa fie acelasi lucru cu discretizarea
in functie de mdrime (numadrul cazurilor). Ele produc solutii similare doar
in conditii speciale. In cazul ,Discretize by Size” alegem numérul de
cazuri pe care dorim sa-1 aiba fiecare din grupurile rezultate iar softul
calculeazi numarul de grupuri. In cazul ,Discretize by Frequency” este
exact invers: stabilim numarul de grupuri*? iar softul determina cate cazuri
va contine fiecare. Algoritmul distribuie cazurile la grupuri in asa fel incat
fiecare grup sa contind aproximativ acelasi numar de cazuri. De exemplu,
daca dorim sa grupam valorile unui atribut in trei grupuri, prima treime
dintre cazuri, cele cu valorile cele mai mici, vor fi alocate primului grup, a
doua treime grupului secund, iar ultima treime (cazurile cu valorile cele mai
mari) grupului cu numarul 3. Daca atributul in cauza are una sau mai multe
valori care sunt luate de un numar disproportionat de mare / mic de cazuri,
grupurile rezultate vor avea mai multe / putine cazuri decat numarul de
cazuri asteptat (numarul de cazuri nu va fi egal intre grupuri). Lungimea
intervalelor de variatie asociate grupurilor poate diferi.

In Figura 6.2-3 am prezentat dous exemple de discretizare de acest tip. In
primul exemplu, operatorul Incearcda sa aloce valorile in mod egal la
fiecare dintre cele trei grupuri, asteptarea fiind ca fiecare grup sa aiba
aproximativ 490 cazuri. Alocarea echilibrata nu este posibila deoarece

4 Numita in literatura de specialitate ,,Equal Frequency Binning”.

#2 Alternativ, putem cere ca numarul de grupuri sa fie determinat automat in functie de
numadrul de cazuri din setul de date (numarul de grupuri va fi egal cu radical de ordinul doi
din numarul de cazuri).
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numarul de valori luate de atributul PercentSalaryHike este foarte mic
raportat la numarul total de cazuri (multi angajati au beneficiat de aceeasi
crestere procentuald relativ mai mica a salariului, respectiv mai putini
angajati au primit o crestere procentuald mare).

Figura 6.2-3. Discretizare in functie de frecventi (Discretize by Frequency)

6 I

Pasul 1:

numarul de cazuri din setul de date
(optiunea ,use sqrt of examples”).

Retrieve employee_... Subprocess Discretize Discretize (2)

Conectdm datele si operatorii oo " ta - ok - = . oo
conform imaginii aldturate (a se v e o ' oo

. = pre
vedea si procesul).
Pasul 2:

. . . Parameters
Folosim operatorul , Discretize by o
F L d d o . ¢ " Discretize (Discretize by Frequency)
requency” de doua ori pentru a
. . . A te @
ilustra diferentele relativ la optiunile crestE v -
parametrilor. Indicam faptul ca dorim  asrivute fiter ype % | singte v|®
3 grupuri (5 in celdlalt caz), iar numele
ClaSElOI‘ Sé aparé ca interval attribute PercentSalaryHike_Bins3 v @
Operatorul va incerca sa produca 3 (5) TE T @
grupuri, fiecare cu aproximativ acelasi
numar de cazuri in cazul de faty include special attributes % [67]
grupurile rezultate vor avea cel mai O ®
probabil un numar diferit de cazuri.
i 3 i i @

Alternativ, numérul de grupuri numberofbins ¥ |3
poate fi calculat de soft in functie de | _ . ometpe v | interval P

automatic number of digits

Rezultat:
.. . Id PercentSalaryHike_Bins5 PercentSalaryHike_Bins3 PercentSalaryHike

Denumirile grupurilor au

forma de interval. " oo - 12.5] [ea-13.5] "
2 [19.5 - oo] [16.5 - oo] 23
3 [135-155] [135-16.5] 15
4 [0 - 12.5] [0 - 13.5] 1

Numdrul de cazuri alocat | 140y | Nominaivae = Absolute count Fraction

la fiecare grup difera = ———— 17 0.420

deoa}rece setul de date 5 (6.5 - oo} 473 0,322

contine foarte multe 3 [3.5 - 16.5] 280 0.959

cazuri cu exact aceleasi

valori. Index Nominal value Absolute count Fraction

Observam ca intervalele 1 [ea - 12.5] 408 0.278

au lungimi diferite. 2 [15.5-19.5] 125 0.221

Aceste tabele apar in & [13.5-15.5] 302 0.205

perspectiva Results, tabul 4 [19.5 - eo] 225 0454

Statistics. 5 [12.5-13.5] 209 0.142
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6

Discretizare in functie de preferintele utilizatorului (Discretize by User

Specification)

In cazul acestei metode de discretizare, utilizatorul trebuie s& specifice atat
numarul de grupuri dorite cat si intervalele de valori asociate acestora
(Figura 6.2-4). In fapt, operatorul realizeazi ceea ce in limbajul softurilor de

analiza statisticd se numeste recodarea valorilor.

Figura 6.2-4. Discretizare in functie de preferinte (Discretize by User Specification)

Pasul 1:

Conectdm datele si operatorii
conform imaginii aldturate (a se
vedea si procesul).

Discretize

exa g+ exa
]

oni

Retrieve employee_... Subprocess

v B

pre

v

Pasul 2:
. . Parameters
La operatorul , Discretize by User O o

Specification” alegem atributul pe
care dorim sa-1 discretizam. Pot fi

create view 6]

alese mai multe atribute simultan. EErEUEREES | v|@
Acest lucru este indicat doar daca attribute Monthiyincome,_3Cat v|®
atributele au aceleasi scale, altfel
o . invert selection @

recoddrile propuse nu au sens
pentru toate atributele. include special atiributes @

classes 2 Edit List (3)... ®
La parametrul classes indicam ) Edit Parameter List: classes X
numele claselor si limita superioara i ) )

. . ’ L. . Edit Parameter List: classes
a intervalului de variatie asociat :/ Defines the classes and the upper limits of each class.
clasei respective.
class names upper limit

<5k 4999.0

5<10k 9999.0

|m+kj |1nnnnnn

__' Add Entry _'* Remove Entry o Apply x Cancel

Rezultat:
Observam ca fiecare valoare Id Monthlylncome_3Cat | Monthlyincome
initiald a fost alocata grupului 1 5<10 k 5993
corespunzator. = E<10 k 5130

3 <5k 2090
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Atributul rezultat are trei clase,
fiecare cu un numar variabil de
cazuri.

Ind... Nominal value Absolute count

1 <5k 749
2 510k 440
3 10+k 281

Fraction
0.510
0.299
0.191

Discretizare in functie de entropie (Discretize by Entropy)

In cazul acestui operator limitele grupurilor sunt stabilite automat astfel incat

entropia (dezordinea) asociata fiecarui grup sa fie minimd. Entropia este

calculata in relatie cu un atribut de tip label, prin urmare este obligatoriu ca

setul de date sa includa un astfel de atribut. Atributele care nu contribuie la

predictie pot fi eliminate, caz in care nu vor mai aparea in setul final. Un scurt

exemplu este prezentat in Figura 6.2-5.

Figura 6.2-5. Discretizare in functie de entropie (Discretize by Entropy)

Pasul 1:

Conectam datele si operatorii
conform imaginii aldturate (a se
vedea si procesul).

Pasul 2:

Operatorul ,,Discretize by
Entropy” stabileste automat
numarul de grupuri alegand
solutia care reduce cel mai mult
entropia. Pentru a calcula entropia
este necesar ca setul de date sa
includa un atribut de tip label.
Reducerea entropiei va fi calculata
in relatie cu acest atribut.

In acest exemplu am inclus mai
multe atribute numerice. Deoarece
am marcat parametrul ,remove
useless”, atributele inutile pentru
predictie vor fi eliminate.

Retrieve employee_... Select Attributes

Discretize

v B

¥

Parameters

"; Discretize (Discretize by Entropy)

create view

attribute filter type all
invert selection
include special attributes
remove useless

range name type interval

automatic number of digits

¥

exa g
L

exa

m
w

m

W

m
w

m
w

m
w

m
w

m
W
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Rezultat: 1d Altrition ~ Monthlylncome  YearsAtCompany  YearsinC
Denumirile grupurilor au forma ' ¢ B0« 20 R0-e] [00-e]
. 2 No [2800.0 -cq] [2.0-c9] [2.0-29) [0.0- 3]
de interval.
. o . 3 Yes [-e0 - 2800.0] [ea-2.0] [e0-2.0] [e0 - 0.0]
Atributele care au ramas si au fost
H 4 No [2800.0 -cq] [2.0-c9] [2.0-29) o2 - 0.0]
discretizate sunt MontlyIncome, . s 2o . 00
YearsAtCompany,
YearsInCurrentRole, MontlyIncome
YearsWithCurrManager. Index Nominal value Absolute count Fraction
In acest exemplu, numarul de 1 [2800.0 - oo} 1135 0772
grupuri stabilit automat este 2, [0 - 2800.0] 235 0.228
indiferent de atribut.
Numarul de cazuri alocat fiecarui YearsAtCompany
grup VariaZé de la un atrlbut la Index Nominal value Absolute count Fraction
altul. 1 [2.0 - oa] 1128 0.767
. [-00 - 2.0] 3432 0.233

6.3. Valorile lipsa (Missing)

Conceptul de valoare lipsd (missing value) este unul central in domeniul
colectarii si analizei datelor. Dat fiind faptul cd tratarea acestei teme in
literatura de specialitate in limba romana este foarte redusa, 1i vom acorda

un spatiu relativ mai mare comparativ cu restul temelor.*

Prin valoare lipsd ne referim la situatia in care informatia relativ la
intersectia dintre un atribut si un caz lipseste (Buuren, 2018, p. 3; Chisholm,
2013, p. 77). De exemplu, in setul de date disponibil, nu apare care este
venitul lunar net al angajatului Ion Ion. La extreme, putem avea situatii in
care pentru unul sau mai multe cazuri lipsesc (aproape) toate valorile,
indiferent de atribut, respectiv situatii in care pentru unul sau mai multe
atribute lipsesc (aproape) toate valorile, indiferent de caz. Desigur, situatia
comuna este cea in care valorile lipsa apar rar, pentru o mica parte a

cazurilor si atributelor (Tabelul 6.3-1).

# De obicei tema este redusa la descrierea succinta (maximum o pagina) a modului in care
definim valorile lipsa in cadrul programului de analiza statistica SPSS (Howitt & Cramer,
2010, pp. 126-131; Opariuc-Dan, 2009, p. 49; Sava, 2011, p. 86; Vasile, 2014, pp. 79-83).
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Tabelul 6.3-1. Date complete vs. date cu valori lipsid

Date complete Valori lipsa: atribut (integral)
Id Venit | Cheltuieli | Angajati Id Venit | Cheltuieli | Angajati
1 1000 1000 10 1 1000 ( ) 10
2 500 400 3 2 500 3
3 400 300 5 3 400 5
4 600 700 8 4 600 8
5 1500 1000 12 5 1500 \ J 12

Valori lipsa: caz (integral) Valori lipsa: atribute si cazuri (partial)
Id Venit | Cheltuieli | Angajati Id Venit | Cheltuieli | Angajati
1 1000 1000 10 1 1000 1000 10
2 500 400 3 2 500 400 3
3 . . . 3 400 | . 5
4 600 700 8 4 600 700 (.
5 1500 1000 12 5 ( . 1000 12

O alta clasificare a tipurilor de valori lipsa (Tabelul 6.3-2), relativ similara,
distinge intre valori lipsa la nivel de item (atribut independent / obisnuit), la
nivel de construct (atribut dependent / label), respectiv la nivel de persoand
(respondent / caz statistic / exemplu) (Newman, 2014).

Tabelul 6.3-2. Date complete vs. incomplete si tipuri de valori lipsd

Complete Data Incomplete Data Three Levels of Missingness
X, X, X, Y X, X, X, 7Y
personl 3 2 2 1 personl 37 f‘),,k 2 1
person2 2 2 2 3 person? ” ‘\3"“\—___“__ + Item-level
person3 4 3 4 4 person3 4 3 4 4 7 missIngness
persond 3 3 3 3 persond Q
person> 2 3 2 3 personS 2 3 2 3 = Construct-level
person6 4 4 4 3 person6 © missingness
personl 4 4 3 5 personT 4 4 3 §,"
person8 3 2 3 5 person8 3 2 7 h W s « Person-level
person9 5 5 4 5 person9 5 5 \41 ’ O‘ missingness
personl0 2 3 2 3 personl0 2 3 2 3

Sursa: (Newman, 2014)

De ce apar valorile lipsa?

Datele lipsa pot avea diferite cauze (Tabelul 6.3-3). De exemplu, in cazul
datelor de anchetd, cauzele dominante sunt refuzul subiectilor de a rdspunde

la unele intrebdri sau chiar la toate, respectiv lipsa informatiei. Secundar, alte
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cauze au legdtura cu schema de esantionare, selectia itemilor (o parte dintre

itemi sunt aplicati doar unor sub-grupuri, pentru a reduce durate de aplicare
a chestionarului), refuzul participdrii la una dintre componentele cercetarii
(subiectul raspunde la chestionarul principal dar nu si la cel optional), refuzul
participdrii la valurile ulterioare ale unei cercetari de tip panel, intrebarile
filtru (de exemplu, daca subiectul nu este somer, nu va raspunde la

intrebarile despre ajutorul de somayj).

In cazul datelor institutionale apar aceleasi cauze, ponderea lor fiind diferita.
Cel mai adesea angajatii raspund la intrebdri sau datele relativ la situatia
acestora sunt preluate din documentele oficiale, dar e posibil ca, In timp,
categoriile de informatii care sunt colectate sa varieze (de exemplu, la inceput
compania a colectat doar date despre pozitiile ocupate de angajat in
companie si beneficiile salariale primite, si doar in ultimii ani a Inceput sa
colecteze si date relativ la satisfactie, recompensele non-financiare,

participarea la cursuri de specializare etc.).

Tabelul 6.3-3. O tipologie a cauzelor aparitiei datelor lipsi

Nonresponse Intentional Unintentional

: . Refusal
Unit nonresponse Sampling Self-selection
Matrix sampling Skip question

It i i
em nonresponse Branching Coding error

Sursa: Buuren, 2018, p. 34

Paternuri de valori lipsa

Dincolo de cauze, datele lipsa dintr-un set de date pot forma diferite
paternuri. E important sd identificam paternul deoarece acesta contine indicii
cu privire la cauzele aparitiei valorilor lipsa, respectiv ne directioneaza spre
tipul adecvat de tratare a valorilor lipsd. Exemplele prezentate in literatura
(Figura 6.3-1) disting intre paternuri de tip:

- Univariat: datele lipsesc in cazul unui atribut, pentru o parte a cazurilor;
- Monoton: datele lipsesc pentru cateva atribute si o parte a cazurilor;

daca sortam atributele si cazurile in functie de numarul valorilor lipsa

observam cd rezultd un patern monoton crescator;
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- General: datele lipsesc pentru cateva atribute si o parte a cazurilor, fara
sa avem un patern evident;

- Potrivire (file matching): se refera la situatia in care unim doud seturi
de date iar cazurile dintre aceste nu se suprapun in totalitate; unele
cazuri vor avea date doar pentru o parte a atributelor;

- Planificat: produse intentionat, prin designul cercetarii, cel mai adesea
cu scopul de a reduce cantitatea de date colectatd de la un sub-esantion
(de obicei aleator) de respondenti.

Figura 6.3-1. Paternuri ale valorilor lipsi

Univariate Monotone File machn‘ General

Sursa: stanga (Buuren, 2018, p. 106), dreapta (Enders, 2010, p. 4); rosu / gri = valori lipsd.

(A) Univariate Pauern. (B) Unit Nonresponse Partern () Monotone Pattern

B n B oY non Yo Y, Y, Y5 Y,

(D) General Pattern (E) Planned Missing Pattern (F) Latent Variable Patrern

R I [ N OO

|5

Tipuri de valori lipsa: MCAR, MAR, MNAR

La prima vedere, toate valorile lipsa par s fie la fel. In realitate, ele pot fi
foarte diferite, mecanismul de producere a lor poate fi diferit, implicatiile pentru
analiza si estimare a statisticilor de interes fiind majore. Cea mai cunoscuta si
utilizatd clasificare a valorilor lipsa distinge intre urmatoarele trei mecanisme
(Buuren, 2018, pp. 8-9; Enders, 2010, pp. 6-8; Little & Rubin, 2019, pp. 13-23):

- MCAR: missing completely at random; probabilitatea aparitiei
valorilor lipsa nu depinde de niciun alt atribut;

- MAR: missing at random; probabilitatea aparitiei valorilor lipsa
depinde de una unul sau mai multe atribute, cu exceptia atributului in

cauza (cel cu valori lipsd);
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- MNAR: missing not at random; probabilitatea aparitiei valorilor lipsa

depinde de atributul in cauza (cel cu valori lipsd), mai exact de valoarea

lipsd in sine.

Pentru a intelege mai bine aceste tipuri vom considera un exemplu simplu.
Sa presupunem cd dorim sd estimam venitul mediu al angajatilor dintr-o
organizatie. In situatia in care alegem s& nu punem intrebarea despre venit
unei sub-esantion aleator al esantionului investigat, valorile lipsa la venit vor
fi de tip MCAR (decizia a fost una externd, a cercetatorului, deci prezenta /
absenta unui rdspuns nu depinde de caracteristicile respondentilor). Daca
rata de raspuns la intrebarea despre venit este mai micd in cazul barbatilor
comparativ cu femeile, valorile lipsa vor fi de tip MAR (prezenta / absenta
raspunsului depinde de gen, dar nu depinde de venit / valoarea acestuia).
Dacd respondentii cu venituri relativ mai mari au o ratd de raspuns mai mica
la intrebarea despre venit, valorile lipsd vor fi de tip MNAR (prezenta /

absenta raspunsului depinde de venit / valoarea acestuia).

In Tabelul 6.3-4 am ilustrat diferenta dintre cele trei tipuri de valori lipsd
(mecanisme de producere a valorilor lipsd) alaturi de impactul asupra
estimarilor. S presupunem ca avem o populatie (sau esantion) de 8 indivizi.
Dorim sd afldm care este venitul mediu al acestei populatii, prin urmare
incercim si colectim date de la toti indivizii (sau un esantion al acestora). In
fiecare situatie avem doua persoane care nu ne raspund la intrebarea despre
venit. In cazul MCAR, probabilitatea ca o persoand si nu declare venitul nu
depinde de mediul de rezidenta (una dintre persoanele care nu raspund e din
urban, cealalta din rural) si nici de marimea venitului (ambele au un venit
apropiat de medie). In cazul MAR, probabilitatea ca o persoana si nu declare
venitul depinde de mediul de rezidenta (ambele sunt din rural), dar nu
depinde de marimea venitului. In cazul MNAR, probabilitatea ca o persoan
sd nu declare venitul depinde de marimea acestuia (cele doua persoane care
nu declara venitul au un venit mai mare decat media). Observam ca
estimdrile produse de cei doi indicatori statistici (media si suma veniturilor)

sunt destul de diferite de valorile reale, respectiv difera in functie de tipul
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mecanismul responsabil pentru producerea valorilor lipsd. Cele mai mari

erori apar in cazul MNAR.

Tabelul 6.3-4. O ilustrare a tipurilor de valori lipsd si impactului acestora

Id Populatie MCAR MAR MNAR Mediu
1 1000 1000 1000 . rural
2 500 500 500 500 rural
3 800 . 800 rural
4 700 700 . 600 rural
5 1000 . 1000 1000 urban
6 1200 1200 1200 1200 urban
7 1500 1500 1500 . urban
8 800 800 800 800 urban
Medie 938 950 1000 817
Suma 7500 5700 6000 4900
Diferenta MCAR MAR MNAR
Medie 12 62 -121
Suma -1800 -1500 -2600

Sd consideram un alt exemplu, de aceasta datd mai apropiat de domeniul
resurselor umane (Enders, 2010, p. 7). Sa presupunem cd organizatia X a
realizat o selectie de personal in baza scorului la un test de inteligenta. Un an
mai tarziu, pentru fiecare nou angajat a fost masurata performanta in munca.
Datele obtinute sunt prezentate in Tabelul 5.1-1, coloana Complete.
Observim ci datele sunt sortate ascendent in functie de atributul IQ. In
practica, adesea, datele disponibile sunt incomplete. Celelalte coloane
prezintd astfel de posibile situatii reale (date incomplete) pentru fiecare dintre
cele trei scenarii (MCAR, MAR, MNAR). In fiecare dintre aceste situatii,
informatia cu privire la performanta In munca lipseste in cazul a cinci
angajati. In cazul MCAR, evaluarea performantei lipseste la intimplare (in
sensul cd nu depinde de niciunul dintre scorurile la cele doud teste,
inteligenta si performantd in munca). In cazul MAR, evaluarea performantei
lipseste mai degraba in cazul angajatilor cu scoruri mici la testul de
inteligents, deci depinde de IQ. In cazul MNAR, evaluarea performantei
lipseste mai degraba in cazul angajatilor cu scoruri mici la performanta (si IQ
sub medie). In acest caz, probabilitatea ca evaluarea performantei si lipseasca
depinde de scorul primit la evaluare (chiar si atunci cand controldm scorul la
testul de inteligenta).
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Tabelul 6.3-5. Selectia personalului: scorul la testul de inteligentd si performanta in muncd

Job performance ratings
1Q Complete MCAR MAR MNAR
78 9 — — 9
84 13 13 — 13
84 10 — — 10
85 8 8 —_ —_
87 7 7 — —
91 7 7 7 —
92 9 9 9 9
94 9 9 9 9
94 11 11 11 11
96 7 —_ 7 —_
99 7 7 7 —
105 10 10 10 10
105 11 11 11 11
106 15 15 15 15
108 10 10 10 10
112 10 — 10 10
113 12 12 12 12
115 14 14 14 14
118 16 16 16 16
134 12 — 12 12

Sursa: Enders, 2010, p. 7

Ce putem face atunci cand avem valori lipsa?

Sd presupunem cd am facut tot ceea ce depinde de noi pentru a colecta date
cat mai complete. Cu toate acestea, o parte din date lipsesc. Ce putem face in
acest caz?* Raspunsul depinde foarte mult de situatia concretd in care ne
aflam, mai exact de mecanismul care a produs datele lipsa (MCAR, MAR,
MNAR), tipul de date (metrice sau non-metrice, sectionale sau longitudinale
/ serii de timp) si tipuri de madsuri statistice pe care dorim sa le calculam
(medie, mediand, coeficient de regresie, suma etc.).

La modul general, avem la dispozitie trei directii generale de actiune: (1)
eliminarea valorilor lipsd, sau, mai exact, eliminarea din analiza a cazurilor
si/sau atributelor cu valori lipsa, (2) estimarea directa a parametrilor de
interes® si (3) imputarea valorilor lipsa (inlocuirea lor cu valorile relativ mai

# Pentru o discutie teoretica cu privire la tratarea valorilor lipsa in cazul bazelor de date mari, se
poate consulta capitolul ,Handling missing data in large databases” (Spiess & Augustin, 2021),
din volumul ,Handbook of Computational Social Science, Volume 2, Data Science, Statistical
Modelling, and Machine Learning Methods”. Autorii mentionati prezintd doud solutii,
ponderarea si imputarea multipld, argumentand ca, in cazul bazelor de date mari, folosirea
imputarii multiple optimizata In raport cu calitatea predictiei poate duce la inferente invalide.

45 In acest caz valorile lipsa nu sunt inlocuite si nici nu sunt eliminate cazurile, respectiv
atributele cu valori lipsa. Nu discutam aici aceasta categorie, doar mentionam cele doua
variante: Full Information Maximum Likelihood (FIML) si Bayesian Estimation (folosind un
algoritm Markov Chain Monte Carlo, de exemplu Metropolis-Hastings).
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probabile, in baza unor asumptii). Pentru situatiile MCAR si MAR putem
utiliza toate strategiile, iar pentru MNAR sunt preferate imputarea si FIML,
respectiv Bayesian Estimation.

Eliminarea valorilor lipsa se poate face in unul dintre urmatoarele moduri:

- Eliminarea cazurilor: eliminam din setul de date (analizd) cazurile cu

valori lipsa prin una dintre metodele:

o Listwise: numitd si analiza cazurilor complete (complet case
analysis); elimind toate cazurile care au cel putin o valoare lipsa la
cel putin unul dintre atributele incluse in analizd / de interes; de
exemplu, dacd dorim ca calculam matricea de corelatii a trei
atribute, toti coeficientii de corelatie vor fi calculati pe acelasi
numadr de cazuri, cele care nu au nicio valoarea lipsd la niciunul
dintre cele trei atribute;

o Pairwise: numita si analiza cazurilor disponibile (available case
analysis); elimind din analiza un numadr variabil de cazuri, functie
de perechea de atribute analizatd; de exemplu, daca dorim ca
calculam matricea de corelatii a trei atribute, fiecare coeficient de
corelatie va fi calculat pe un numar posibil diferit de cazuri,
numadrul respectiv fiind egal cu cel mai mic numar de cazuri
observat in cazul unuia dintre cele doud atribute care compun
perechea respectiva;

- Eliminarea atributelor: eliminam din setul de date (analizd) toate
atributele care au o pondere a valorilor lipsa mai mare decat un anumit
prag.

Eliminarea cazurilor si/sau a atributelor e usor de implementat. In plus,
,pairwise deletion” are avantajul ca tine cont de toata informatia disponibila.
Principalele dezavantaje constau in faptul ca se pierde o parte a informatiei
si ca estimdrile obtinute pot fi distorsionate (mai ales in cazul MCAR). In
general, metodele din aceasta categorie nu sunt de preferat (la nivel general,
solutia optima e imputarea).

Imputarea sau inlocuirea valorilor lipsa se poate face folosind o multitudine
de metode (Buuren, 2018, pp. 9-18; Enders, 2010, pp. 37-55). Mai mult, putem

inlocui o valoare lipsa cu o alta valoare (imputare unica) sau cu mai multe
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valori selectate aleator dintr-o distributie statistica estimata sau dintre

valorile unui set de cazuri similare (imputare multipld). In Tabelul 6.3-6 am

prezentat doar cateva metode de imputare cu valori unice si o scurta

descriere, pe cateva dimensiuni relevante. Imputarea multipla* depdseste

cadrele acestui manual si nici nu este disponibila in RapidMiner in acest

moment, deci nu o vom discuta aici, desi este metoda de preferat in

comparatie cu imputarea unicd si asa zisele metode ad-hoc (Buuren, 2018, p.
20) sau traditionale (Enders, 2010, pp. 37-55).

Tabelul 6.3-6. Metode de imputare unicd a valorilor lipsa (selectie)

Metoda inlocuire cu...  Avantaje Dezavantaje
Masura a media / mediana/ - usor de - distorsioneaza distributia;
tendintei valoarea modala implementat; - reduce varianta;
centrale - distorsioneaza estimarile;
Regresie predictiile produse - usor de - distorsioneaza corelatiile
determinista de un model de implementat; dintre atribute;
regresie - foloseste toatd - sub-estimeaza variabilitatea;
informatia - supra-estimeaza intensitatea
disponibild; relatiilor dintre atribute;
- poate produce predictii
neplauzibile
Regresie predictiile produse - usor de - distorsioneaza corelatiile
stocastica de un model de implementat; dintre atribute;
regresie + o valoare - foloseste toata - sub-estimeaza variabilitatea;
reziduala informatia - supra-estimeaza intensitatea
disponibila; relatiilor dintre atribute;

- poate produce predictii
neplauzibile

Predictive mean
matching
(PMM)

valorile observate
in cazul vecinilor

- usor de implementat;
- potrivita pentru date

(cazuri similare cu  categoriale sau

cazul pentru care numerice;
dorim sa inlocuim - robusta;
valorile lipsd) - distributia finala va fi

similara cu distributia

initialg;

- e necesar un esantion mare;
- probleme daca distributiile
sunt asimetrice (skewed)

sau dispersate (sparse);

- nu poate extrapola dincolo
de intervalul de variatie
initial al atributului;

% La nivel multivariat, functie de paternul valorilor lipsa, se poate folosi una dintre strategiile
de imputare multipla: Monotone, ,Joint Modelling”, ,Multivariate Imputation by Chained
Equations” (MICE) / ,, Fully Conditional Specification” (FCS) (Buuren, 2018).
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Impactul asupra estimarilor

Alegerile pe care le facem cu privire la tratarea valorilor lipsa influenteaza
calitatea estimdrilor statistice obtinute. In cele ce urmeaza vom prezenta

cateva exemple care ilustreaza cateva probleme tipice.

Sd consideram un exemplu foarte simplu cu privire la utilizarea cazurilor
complete versus a cazurilor disponibile pentru a estima media si suma unor
atribute (Tabelul 6.3-7). Observam ca in ambele situatii estimarile obtinute

sunt diferite de valorile reale. In plus, erorile sunt mult mai mari in cazul

sumei.
Tabelul 6.3-7. Listwise vs. Pairwise (cazuri complete vs. disponibile)

Id Venituri | Cheltuieli | Angajati Id Venituri | Cheltuieli | Angajati
1 1000 1000 10 1 1000 1000 10
2 500 400 3 2 500 400 3
3 466 : 5 3 400 - 5
4 600 706 4 600 700

5 : 1066 12 5 1000 12
Medie 750 700 6.5 Medie 625 775 7.5
Suma 1500 1400 13 Suma 2500 3100 30
Populatie Populatie

Medie 660 680 7.4 Medie 660 680 7.4
Suma 3300 3400 37 Suma 3300 3400 37
Diferenta Diferenta

Medie +90 +20 -0.9 Medie -35 +95 +0.1
Suma -1800 -2000 -24 Suma -800 -300 -7

Daca alegem sa compardam doud tipuri de imputare bazate pe regresie,
determinista vs. stocastica (Figura 6.3-2), observam ca distributiile finale
rezultate sunt diferite. Astfel, in cazul regresiei stocastice, valorile imputate
se abat mult mai mult de la dreapta de regresie (ca urmare a termenului
eroare adaugat). Foarte probabil, valorile obtinute cu ajutorul regresiei

stocastice sunt relativ mai apropiate de valorile ,reale” (deoarece relatiile

dintre variabile sunt rareori perfecte).
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Figura 6.3-2. Date imputate: regresie deterministd vs. stocastica

regresie determinista regresie stocastica
(= 2
) ©  Observed Values @ o Observed Values
©  Imputed Values o o ©  Imputed Values o o,
—— Regression Y ~ X1 (] —— Regression Y ~ X1 el
0% o 0%
o _| o o _| o 1@
- o9 Fo = o o
g &
o
o o
>
S o p | 3 A
o sie
Le]
o
= 0o . o
= o 9 = o
o = o P
% ‘R
o o
T T T T T T T T T T
0 5 10 15 20 0 5 10 15 20
X1 X1

Sursa: https://statisticsglobe.com/regression-imputation-stochastic-vs-deterministic/

Sa consideram ca avem doua atribute Y si X si ne intereseazad sa imputam
valorile lipsa in cazul lui Y. Daca relatia dintre cele doua atribute nu respecta
asumptia de heteroscedasticitate (necesara in cazul regresiei), in urma
aplicdrii unui model de imputare bazat pe regresie (stocastica aici) rezulta o
distributie destul de diferita a datelor. In schimb, imputarea cu ajutorul PMM
(Predictive Mean Matching) nu schimba forma distributiei.

Figura 6.3-3. Date imputate (heteroscedasticitate): regresie stocastica vs. PMM

regresie stocastica predictive mean matching (PMM)
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Sursa: https://statisticsglobe.com/predictive-mean-matching-imputation-method/
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In cazul in care relatia dintre cele doua atribute este non-liniara, valorile
imputate folosind regresia liniard nu urmeaza acelasi patern, schimba forma

relatiei. Nu acelasi lucru se intampla daca folosim PMM.

Figura 6.3-4. Date imputate (non-liniaritate): regresia liniard vs. PMM

© Observed + Imputed

8

Sursa: https://stefoanbuuren.namel/fimd/

Valorile lipsa in RapidMiner Studio

In RapidMiner Studio, caracterul folosit pentru a indica lipsa unei valori este
,?". Acest caracter este folosit indiferent de tipul de atribut (numeric,
categorial). Dupd cum se poate observa in Tabelul 6.3-8, numarul de situatii
cu valori lipsd poate varia foarte mult de la un caz la altul sau de la un
atribut la altul. De exemplu, atributul class nu are nicio valoare lipsa,
atributul col-adj are toate valorile lipsa (relativ la cele afisate), iar restul
atributelor au un numar variabil de valori lipsa. Raportat la cazuri, avem
cazuri cu toate valorile lipsa (exceptand atributul special class), cazuri cu
valori complete, respectiv situatii intermediare. La perspectiva Results,
tabul Statistics, coloana Missing este indicat numarul de cazuri lipsa relativ

la fiecare atribut.
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Tabelul 6.3-8. Exemple de valori lipsd intr-un set de date RapidMiner

r N
class duration = wage-inc-1st =~ wage-inc-2nd = wage-inc-3rd | col-adj Name b4 Type Missing
1 5 ? ? ? Label
“ class Mominal 0
P 4.500 5.800 ? ?
2 ? ? 2 | @
“ duration Integer 1
class duration = wage-dnc-1st = wage-dnc-2nd = wage-inc-3rd | col-adj “ wage-inc-1st Real 1
(3 2 2500 2100 tc ]
“  wage-inc-2nd Real o
duration | = wage-nc-1st = wage-nc-2nd = wage-inc-3rd  col-adj
“  wage-inc-3rd Real 28
3 3700 4 5 tc
E 4500 4500 H ? ]
“ col-adj Mominal 16
3 4 5 5 tc

* selectii din setul de date labor-negociations

Operatorii care ne ajutd sa lucrdm cu valorile lipsa sunt grupati in folderul

Missing. Functie de obiectivul urmarit, putem folosi unul sau mai multi

dintre operatorii:

Replace Missing Values: inlocuirea valorilor lipsd; ne ajutd sa inlocuim
valorile lipsa folosind metode de predictie simple (de exemplu,
inlocuirea lor cu valoarea medie / modala); fiecare valoare lipsa este
inlocuitd cu o singurd valoare prezisa, deci nu ludm in calcul
incertitudinea asociata predictiei;

Impute Missing Values: imputarea valorilor lipsd; ne ajuta sa inlocuim
valorile lipsa folosind un model de predictie complex (de exemplu,
valorile lipsd sunt inlocuite cu valorile prezise de un model bazat pe
arbori decizionali); fiecare valoare lipsa este inlocuitd cu o serie de
valori prezise, deci luam in calcul incertitudinea asociata predictiei; in
RapidMiner fiecare valoare lipsa este inlocuita cu o singura valoare
prezisa, deci ignoram incertitudinea asociata predictiei;

Declare Missing Values: declararea valorilor lipsa; este folosit pentru
a declara cd anumite valori sunt valori lipsd, a le defini ca valori lipsa;
Replace Infinite Values: inlocuirea valorilor infinite; il folosim pentru

a inlocui valorile infinite;
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- Remove Unused Values: eliminarea valorilor neutilizate; 1l folosim
pentru a elimina valorile neutilizate;

- Fill Data Gaps: completarea golurilor in cazul unui atribut numeric de
tip id;

- Replace All Missings: inlocuirea tuturor valorilor lipsd; ne ajutd sa
inlocuim toate valorile lipsa;

- Handle Unknown Values: gestionarea valorilor necunoscute; il
folosim pentru a comunica softului modalitatea de gestionare a

valorilor necunoscute.

Inlocuirea valorilor lipsi (Replace Missing Values)

Acest operator implementeaza cele mai simple modalitati de inlocuire a
valorilor lipsd (Figura 6.3-5). Valorile lipsa ale unui atribut de tip metric pot
fi inlocuite cu valoarea minimd, maxima, medie, zero sau orice alta valoare.
In cazul unui atribut nominal, putem inlocui valorile lipsi cu valoarea
modala (varianta de rdspuns cu cea mai mare frecventa) sau cu altd valoare.
Operatorul ,Replace Missing Values” are doud caracteristici majore: (1)
inlocuieste o valoare lipsa cu o singura alta valoare si (2) pentru a realiza
inlocuirea foloseste informatia asociata strict acelui atribut (nu tine cont de
relatia dintre acest atribut si altul) sau furnizata de utilizator (in baza unei
decizii personale bazatd sau nu pe informatii suplimentare; de exemplu, in
cazul angajatilor cu o vechime mai micd de un an, valoarea lipsa la atributul

,crestere salariala” poate fi Inlocuitd cu zero).

Figura 6.3-5. Inlocuirea valorilor lipsi (Replace Missing Values)

Pasul 1: Retrieve labor_nego... Select Attributes Replace Missing Val...
Conectam datele si operatorii conform oo™

imaginii aldturate (a se vedea si v

procesul).
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Pasul 2:
Indicdm faptul ca dorim sd inlocuim

Parameters

. . [UON o [7% Replace Missing Values
valorile lipsa in cazul tuturor atributelor.

Daca nu apar alte specificatii, valorile
lipsa vor fi inlocuite cu media / valoarea  atrnutefitertipe % an 3]
modala (average). Softul stie daca un

create view @

. . . . invert selection @
atribut este de tip numeric sau nominal,
deci va Inlocui valorile hpSé cu media include special attributes @
in cazul atributelor numerice, respectiv
A default % average v | @
cu valoarea modala in cazul celor
nominale. columns " EditList (3)... @
In cazul unor atribute, ne dorim sa
R K K R replenishment value |35 @
facem Inlocuirea cu alte valori decat
media. Aici am inlocuit valorile lipsa in
cazul atributului wage-inc-2nd cu ) Edit Parameter List: columns P

valoarea minim4, la wage-inc-3rd cu
Edit Parameter List: columns.

zero, iar la WOI‘kiI’lg-hOllrS cu ,,value”, List of replacement functions for each column.

unde value este 35 (replenishment

Value). attribute replace with
wage-inc-2nd ¥ | minimum v
wage-inc-3rd ¥ | zero v
workmg-hours| ¥ | value v

-, Remave Entry o Apply x Cancel

Rezultat:
Compararea Celor dOUé RowNo. class wage-inc-1st wage-inc-2nd ‘wage-inc-3rd working-h... vacation
seturi de date arata ! e ° ? ? 40 average
faptul ca valorile lipsa (?)  ? L 5800 ? 3 below-averags
N . 3 d ? ? ? a8
au fost Inlocuite conform goe generous
.. .. 4 good 3700 4 5 ? ?

specificatiilor.
De exemplu, valoarea
lipsa de la cazul 4 pentru
atributul vacation a fOSt RowMNo. class wage-inc-1st  wage-nc-2nd  wage-inc-3rd = working-h..  vacation
inlocuitd cu below- ! good 8 2 0 40 average
average (Cele mai multe 2 good 4.500 5.800 0 35 below-average
cazuri aveau aceasti 3 good 3621 2 0 38 generous

4 good 3700 4 5 35 below-average

valoare).
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Imputarea valorilor lipsa (Impute Missing Values)

Operatorul , Impute Missing Values” are doud caracteristici majore: (1)
inlocuieste o valoare lipsa cu o singurd alta valoare# si (2) pentru a realiza
imputarea foloseste un model de predictie In care intra toate atributele
incluse de utilizator. Modelul de predictie este bazat pe un clasificator ales de
utilizator. Clasificatorul trebuie plasat in interiorul operatorului ,Impute
Missing Values”. Procesul va imputa toate valorile lipsa doar daca

clasificatorul ales poate gestiona astfel de valori.

Operatorul are o serie de optiuni care determina solutia obtinuta (Figura
6.3-6):

- Putem alege ce atribute sa includem in model (parametrul , attribute
filter type”), inclusiv dacd sda includem sau nu atributele speciale
(parametrul ,,include special attributes”).

- Procesul de predictie poate fi iterativ sau nu. Dacd parametrul este
marcat, prima data sunt imputate valorile unui atribut (in baza
modelului de predictie asociat acelui atribut), apoi se trece la urmatorul
atribut etc.

- Predictia se poate face folosind doar cazurile complete (fara valori
lipsd) sau nu. Daca nu bifdm acest parametru, procesul va rula doar
daca clasificatorul are capacitatea de a gestiona valorile lipsa.

- Putem stabili ordinea in care sunt imputate atributele (parametrii order
si sort). Criteriul folosit pentru ordonare poate fi: cronologic, aleator,
numarul valorilor lipsa si castigul informational (information gain).
Sortarea atributelor in functie de criteriul ales poate fi ascendenta sau

descendenta.

47 Tehnic, termenul de imputare se referd in literatura de specialitate la situatia in care, in baza
unui model de predictie, fiecare dintre valorile lipsa este Inlocuita cu mai multe valori (o
serie de valori). Astfel, fiecare caz cu valori lipsa va fi multiplicat de numarul indicat de ori,
iar valoarea lipsd va fi inlocuita pe rand cu una dintre valorile prezise.
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Figura 6.3-6. Imputarea valorilor lipsi (Impute Missing Values)

Pasul 1:

Conectam datele si operatorii
conform imaginii aldturate (a se

vedea si procesul).

Pasul 2:

Retrieve labor_nego...

Indicam faptul ca dorim sa imputam
valorile lipsd in cazul tuturor

atributelor.

Parametrii iterate si ,learn on
complete cases” sunt marcati implicit.

La order am ales ,information gain”,

iar la sort ascending.

Pentru a ,,afla” valorile lipsa, trebuie
sd includem in proces un clasificator.
Aici am folosit k-NN. Pentru a-1
include am intrat in interiorul

operatorului ,Impute Missing

Values” cu dublu click si am conectat
operatorul k-NN (cu optiunile

implicite).

Rezultat:

Observam ca valorile
lipsa (?) au fost inlocuite.
La atributul vacation,
cazul 4, valoarea imputatd
este below-average. La
atributul wage-inc-1st,
cazul 3, valoarea imputata
este 0, la working-hours,
cazul 4, valoarea imputatd
este 36.6 etc.

k-NN

Row No.

class
good
good
good

good

class
good
good
good

good

Impute Missing Values

Select Attributes

‘ c out exa j exa
v B
¥

Parameters

7* Impute Missing Values

attribute filter type “* all
invert selection
include special attributes
iterate

learn on complete cases

order information gain
sort descending
Parameters

. K-NN
kv 5

weighted vote %
MixedMeasures

measure types

mixed measure MixedEuclideanDistance

¥

‘wage-inc-1st wage-inc-2nd ‘wage-inc-3rd

5 ? ?
4500 5800 ?
? ? ?
3700 4 5

‘wage-inc-1st ‘wage-inc-2nd ‘wage-inc-3rd

5 0 329
4.500 5.800 3.396
0 0 3.330
3700 4 5

working-h...
40
35
38

?

‘working-hou...

40

@

64

v |

v |E

vacation
average
below-average
generous

?

vacation
average
below-average
generous

below-average
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Declararea valorilor lipsa (Declare Missing Values)

Oarecum contra-intuitiv* avand in vedere denumirea lui, acest operator
inlocuieste valorile indicate cu valori lipsa (?). Sa presupunem cd avem un set
de date pe care dorim tocmai l-am importat in RapidMiner; stim ca in cazul
unui anumit atribut numeric valoarea 99 inseamna valoare lipsa, prin urmare
vrem sd o inlocuim cu ,?”; similar, in cazul unui atribut de tip nominal,
valoarea de rdspuns ,nu stiu” poate fi inlocuitd cu ,?”. Parametrii
operatorului permit alegerea si indicarea atributului / atributelor de interes,

tipul de valoare (nominald, numericd sau expresie) si valoarea in cauza.

Inlocuirea valorilor infinite (Replace Infinite Values)

Acest operator inlocuieste valorile de tip infinit (negativ sau pozitiv) cu
valorile specificate de utilizator. Putem alege dintre variantele: none, zero,
max_byte, max_int, max_double si missing. In cazul optiunilor none, zero si
missing valorile infinite sunt inlocuite cu nimic, 0, respectiv nan (not a
number). In cazul celor cu max in nume, valorile infinite pozitive sunt
inlocuite cu valoarea maxima care nu este infinit pozitiv, iar valorile infinite
negative sunt inlocuite cu valoarea minimad care nu este infinit negativ.

Eliminarea valorilor neutilizate (Remove Unused Values)

Cu referire la atributele de tip nominal, acest operator va elimina valorile care

nu sunt asociate unui caz macar.

Umplerea golurilor (Fill Data Gaps)

Daca setul de date contine o variabila de tip id de tip numeric (valori intregi)
care acoperd un interval dar cu goluri, operatorul va include in setul de date
cazurile cu id-urile lipsa. De exemplu, daca setul de date contine cazurile cu
id-urile 1-4 si 6-10, aplicarea acestui operator va include in setul de date un
caz nou care va avea valoarea 5 la id si ? la restul atributelor.

4 Ne-am fi asteptat sa pastreze valorile originale, dar sa le trateze ca si cum ar fi valori lipsa.
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inlocuirea tuturor valorilor lipsa (Replace All Missings)

Asa cum sugereaza si numele, operatorul inlocuieste automat toate valorile
lipsa dintr-un set de date. In cazul atributelor nominale valorile lipsd sunt
inlocuite cu valoarea specificatd de utilizator. In cazul atributelor numerice,
valorile lipsa sau infinite sunt inlocuite cu media (cu 0 daca nu apare nicio
valoare). Este mai simplu de aplicat dar este relativ mai putin flexibil si util.

Gestionarea valorilor necunoscute (Handle Unknown Values)

Operatorul identifica toate valorile asociate atributelor de tip nominal si le
salveaza intr-un model care poate fi utilizat pentru pre-procesarea altor seturi
de date. Astfel ne asigurdm ca, atunci cand prelucrdm un nou set de date,
vom utiliza doar valorile nominale (categoriile de raspuns) identificate
anterior. Daca un set nou contine si alte valori, acest operator le va transforma
in valori lipsd. Operatorul nu schimba setul de date de input.

6.4. Cazurile identice (Duplicates)

Aceastd categorie contine un singur operator si anume ,,Remove Duplicates”.
Dacd un set de date contine mai multe cazuri identice, operatorul va pastra in
setul de date doar un caz din fiecare set de cazuri identice. Utilizatorul poate
alege care sunt atributele in functie de care se stabileste daca doud cazuri sunt
identice sau nu. Simplu spus, daca doua cazuri iau exact aceleasi valori in cazul
atributelor indicate, ele sunt considerate identice si unul dintre ele va fi eliminat.
Atributele in functie de care este realizatd comparatia pot fi de orice tip. In Figura
6.4-1 am ilustrat aplicarea acestui operator in doua situatii, o data considerand

toate atributele, apoi doar atributele cu valori numerice.

Figura 6.4-1. Eliminarea cazurilor identice (Remove Duplicates)

Pasul 1: ) ] )
X . Retrieve labor_nego... Select Attributes Remove Duplicates
Conectam datele S1 operatoru conform out
imaginii aldturate (a se vedea si v
procesul).

- 210 DATA MINING PENTRU $TIINTELE SOCIALE




»Curdtarea” si transformarea datelor (Cleansing)

Pasul 2 (all):

Dorim sa eliminam cazurile identice
luand in considerare toate atributele
obisnuite din setul de date. Putem tine
cont si de atributele speciale dacad bifam
parametrul ,,include special attributes”.
Setul rezultat contine doar 36 cazuri
(fata de 40 in setul initial).

Pasul 2 (value_type):

Dorim sa eliminam cazurile care sunt
identice luand in considerare toate
atributele obisnuite cu valori numerice.
Putem tine cont si de atributele speciale
numerice daca bifdim parametrul
,include special attributes”. Observam
ca setul rezultat contine doar 33 cazuri
(fata de 40 in setul initial). Daca bifam
parametrul , treat missing values as
duplicates”, operatorul va considera ca
douad cazuri care au valori lipsa sunt
identice, deci va elimina unul din ele.

Parameters

T Remove Duplicates

attribute filter type %* all
invert selection
include special attributes

treat missing values as duplicates W

.

Parameters

W Remove Duplicates

affribute filter type % value_type
value type numeric
use value lype exception
invert selection
include special atiributes

treat missing values as duplicates %

@
@

o
4]
@

(]

o
4]

6.5. Cazurile neobisnuite (Outliers)

Discutiile cu privire la outlieri si tratarea lor in literatura de specialitate de

limba romana este foarte redusd. Pentru acest motiv, aldturi de importanta

temei, considerdm cad meritd o atentie speciala comparativ cu restul temelor.*

Ce sunt outlierii?

Termenul de outlier este folosit pentru a caracteriza un caz dintr-un set de

date sau o valoare luata de acel caz relativ la un anumit atribut. Adesea,

conceptul de outlier este definit ca un caz deviant, o valoare extrema:

L, An outlier is a deviant case — it is an extreme numeric value in a distribution”

(De Vaus, 2002, p. 92).

4 $i In acest caz discutiile sunt reduse (maximum o pagind), limitandu-se la prezentarea unor
exemple simple (Popa, 2008, pp. 61-63; Sava, 2011, p. 87) sau la mentionarea modului in care
putem defini si trata outlierii in cadrul programului de analiza statistica SPSS (Millea, 2018,

p- 162; Vasile, 2014, p. 121).
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,Data values that are unusually large or small compared to the other values of
the same construct” (Aguinis et al., 2013).

. Outliers are data points that are extremely distant from most of the other data
points” (Leys et al., 2019, p. 1).

Astfel de definitii par sa limiteze conceptul de outlier la o singura serie de
valori, la o singura masurad / variabild, deci la nivel univariat. Insa, este posibil
sa observam outlieri si la nivel bivariat sau multivariat. Un astfel de outlier
este cel mai adesea un caz care are o combinatie neobisnuita a valorilor in
cazul ambelor (mai multor) variabile (De Vaus, 2002, p. 92). Prin urmare, o
definitie completda a conceptului de outlier ar trebui sa includa si aceasta
posibilitate:

An outlier is a case with such an extreme value on one variable (a univariate

outlier) or such a strange combination of scores on two or more variables

(multivariate outlier) that it distorts statistics” (Tabachnick & Fidell, 2019,

p. 62).

»An object in a data set is usually called an outlier if (1) it deviates from the

normal/known behavior of the data, (2) it assumes values that are far away from

the expected/average values, or (3) it is not connected/similar to any other object
in terms of its characteristics” (Ranga Suri et al., 2019, p. 3).

Unele definitii semnaleaza suplimentar faptul ca outlierul distorsioneaza
valorile unor masuri statistice univariate (media) sau multivariate
(coeficientii de corelatie si regresie):

,An outlier ... can have an undue influence on some statistics, especially

parametric ones. Outliers can be a problem when using summary statistics

to describe a distribution or a relationship between variables” (De Vaus,

2002, p. 92).
,An outlier ... distorts statistics” (Tabachnick & Fidell, 2019, p. 62).

Conform altei definitii, mai generala si totodata mai scurtd, outlierii sunt:

»Data points with large residual values” (Leys et al., 2019).

Prin valoare reziduald intelegem diferenta dintre valoarea observata si
valoarea prezisa de un model statistic. O astfel de definitie este de preferat
deoarece nu restrange numarul de dimensiuni in relatie cu care definim un
outlier si nici nu impune un anumit model / 0 anumita mdsura statistica (Leys
et al., 2019).
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In concluzie, prin eticheta de outlier semnaldm ci o valoare dintr-o serie de
valori, respectiv o combinatie de valori asociata unui caz, este foarte diferita
/ extrema / aberanta / anormald / neobisnuita / ciudata / o anomalie. Probabil,
termenul care defineste cel mai cuprinzdtor conceptul de outlier este
,neobisnuit” deoarece nu sugereaza o valorizare si acoperd toate formele
concrete sub care apar outlierii. Traducerea prin sintagma valoare extremsd,
folositd cel mai adesea, induce ideea de valoare foarte mare / mica raportat la
restul valorilor dintr-o serie. Sintagma acoperd multe dintre situatiile comune
de outlieri, dar nu pe toate, fiind posibil sa avem outlieri care apar la centrul
unei distributii in forma de U sau doar atunci cand consideram simultan
doua sau mai multe atribute (raportat la fiecare atribut in parte, cazul /
valoarea nu este un outlier).

,Neobisnuit” poate lua forme diverse in lumea reala. Neobisnuitd poate fi o
valoare care este mult mai mica / mare decat celelalte valori din setul de date
sau poate fi o valoare luata de foarte putine cazuri. Caracterul neobisnuit se
poate manifesta in relatie cu un singur atribut, cu doua sau mai multe
atribute. In consecinta, lumea outlierilor este una diversd, dupa cum se poate
observa si din Figura 6.5-1:

- panel a: numarul de produse vandute in data de 26 martie 2019 sunt
mult mai mari comparativ cu celelalte zile, deci ziua respectiva este un
outlier;

- panel b: numarul de persoane cu numele Jane este semnificativ mai
mare, deci numele respectiv este un outlier (probabil in cazul
persoanelor fara nume a fost trecut Jane);

- panel c¢: avand in vedere relatia observata dintre indltime si greutate,
persoana respectiva are o greutate mai mica pentru inaltimea pe care o
are, deci este un outlier;

- panel d: tensiunea sanguind in stare de repaus a persoanelor din partea
de sus a graficului este mai mare de 120, deci, din punctul de vedere al
doctorului, valorile respective sunt outlieri;

- panel e: comparativ cu restul cazurilor, cele doua cazuri marcate cu
rosu iau valori mai mari in cazul ambelor atribute, deci sunt outlieri;

- panel f: desi nu ia valori extreme la niciun atribut, dimpotrivd, cazul

din centru este foarte diferit de restul cazurilor, deci este outlier;
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- panel g: cazurile pozitionate in exteriorul elipsei sunt outlieri pentru ca
iau valori diferite de restul cazurilor in functie de cel putin unul dintre
atribute;

- panel h: angajatii cu id 2 si 19 sunt outlieri deoarece scorul lor la test nu
pare sa fie la fel de conectat cu performanta (id 2 are o performantd mai
mare decat ne-am astepta in baza scorului la test, iar id 19 mai micad).

Figura 6.5-1. Exemple de outlieri
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Daca am cere unor copii sa indice cazurile neobisnuite din aceste imagini,
foarte probabil majoritatea le-ar identifica fara probleme. Dincolo de aceasta
subiectivitate Impdrtasita, este necesar sa definim matematic ce conditii
trebuie sd Indeplineascd un caz sau o valoare pentru a fi considerat(a) outlier.
Simplu spus, trebuie sa avem o formula de calcul a distantelor dintre cazuri
/ valori, respectiv un , prag” in functie de care sa convenim ca un caz / o
valoare este sau nu outlier. Dincolo de formalizarea matematicad, o doza mare
de subiectivitate ramane cel mai adesea, atat la nivelul alegerii modului in
care este calculata distanta (formula), cat si la nivelul stabilirii pragului (de
exemplu, relativ la un atribut numeric, de ce o valoare, pentru a fi considerata
outlier, trebuie sa fie mai mare/mica cu trei abateri standard decat media si

nu cu patru sau chiar mai multe).

De ce apar outlierii si de ce e util sa-i identificim?

O investigare a outlierilor este importanta pentru cel putin doud motive: (1)
outlierii In sine pot fi de interes pentru analist si (2) outlierii distorsioneaza
rezultatele analizelor statistice (univariate si multivariate); de exemplu, la
nivel multivariat, outlierii pot impiedica gasirea unor relatii semnificative
statistic sau, dimpotriva, pot contribui la identificarea unor relatii care in

realitate nu exista.

Outlierii contin adesea informatii importante cu privire la fenomenul
analizat, respectiv la procesul prin care datele au fost colectate si inregistrate.
Inainte de a decide ce facem cu acele valori / cazuri (cum le ,tratam”), e

necesar sa intelegem care e sursa lor.

Outlierii apar ca urmare a erorilor asociate procesului de producere a datelor,
dar pot corespunde si unor situatii reale. O clasificare relativ mai detaliata a
cauzelor aparitiei acestora este prezentata in Tabelul 6.5-1. Pentru a realiza
aceastda clasificare am folosit doud criterii majore: sursa (naturala /

nenaturald) si intentionalitatea (da / nu).
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Tabelul 6.5-1. O clasificare a cauzelor aparitiei outlierilor

Nenaturale + Neintentionate Nenaturale + Intentionate Naturale

— erori de design (designul cercetarii); — valori introduse Nu sunt erori.
— erori de masurare (instrumentele); intentionat de analist in  Valorile corespund
— erori de colectare (procesul efectiv de setul de date cu scopul situatiei reale

colectare a datelor); de a testa si compara
— erori de introducere a datelor (asociate algoritmii de detectie a

unor persoane / unui soft); outlierilor;
— erori de procesare a datelor (manipulare, — valori declarate

transformare etc.); intentionat gresit de
—erori de esantionare (cadrul de catre subiecti;

esantionare, selectia esantionului,
identificarea cazurilor);

Daca datele utilizate contin erori, rezultatele analizelor statistice vor fi
aproape intotdeauna distorsionate. Prezenta outlierilor poate indica uneori
faptul ca datele au o calitate redusa. Prin urmare este necesar sa analizam
outlierii pentru a ne asigura ca datele corespund cu realitatea (valorile sunt

cele corecte). Valorile incorecte pot lua diferite forme precum:

- valori care tin locul valorilor lipsa, dar sunt tratate ca valori reale; de
exemplu, codurile numerice 999/-999 care semnifica varianta de
raspuns ,nu raspund” pot fi usor considerate valori corecte; daca
aceste valori nu apartin intervalului de variatie al atributului, sunt
sanse mari sa fie identificate ca outlieri; daca nu, le identificam ca
outlieri doar daca avem informatii relativ la modul in care au fost
codate raspunsurile;

- erori de inregistrare si/sau introducere: cifre care sunt dublate, valori

inregistrate in unitati de masura diferite, date cu formate diferite etc.

Masurile pe care le folosim pentru a descrie datele sunt afectate de prezenta
outlierilor. De exemplu, o valoare extrem de mare prezentd la atributul
salariu modifica valoarea estimata a salariului mediu mult in sus, respectiv
creste varianta atributului (inegalitatea estimatd va fi mai mare). Mai mult,

outlierii influenteaza chiar si masurile folosite pentru identificarea lor (Leys
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et al., 2019). O parte din procesul de analizd si interpretare a datelor
presupune vizualizarea distributiilor sub forma unor grafice. Pentru ca

extind foarte mult axele graficelor, outlierii pot face mai dificil acest proces.

Uneori ne intereseazd mai degraba cazurile atipice, nu cele tipice. De
exemplu, poate fi de interes sd analizam situatia angajatilor cu performanta
foarte mare, respectiv foarte mica. Uitandu-ne la caracteristicile pe care le
au In comun fiecare dintre aceste categorii de angajati putem intelege mult

mai bine care sunt factorii care determind performanta.

La nivel multivariat, functie de situatia concreta (numar de cazuri, tip de
analiza, complexitatea modelului, tipul outlierilor), prezenta unuia sau a
mai multor outlieri poate distorsiona estimarile coeficientilor, semnificatia
asociatd acestora si calitatea modelului. In urmatoarele doud exemple
ilustram la nivel bivariat, in contextul regresiei liniare, impactul outlierilor
asupra variantei ,explicate”, marimii coeficientilor ecuatiei de regresie
(constanta si panta) si incertitudinii asociate acestora (semnificatia

statistica).

In Figura 6.5-2 sunt ilustrate trei situatii tipice de influent4 ale unui outlier.
Cercurile pline reprezinta cazurile care nu sunt outlieri, iar cazurile 1-3 sunt
trei tipuri de outlieri. Cazul 1 este outlier relativ la variabila dependenta (Y)
si urmeaza un patern diferit de restul cazurilor (este situat la distanta mare
de dreapta de regresie, deci eroarea de predictie in cazul acestuia este mare).
Includerea in analiza a cazului 1 are ca efect scaderea variantei explicate si
cresterea interceptului / constantei (panta ramane la fel). Cazul 2 este
oarecum outlier relativ la ambele variabile, dar este situat pe dreapta de
regresie originala. Includerea in analiza a cazului 2 are ca efect cresterea
variantei explicate (constanta si panta rdman la fel). Cazul 3 este oarecum
outlier relativ la ambele variabile si este la distanta de dreapta de regresie
originald (are o valoare reziduald mare). Includerea in analizd a cazului 3

are ca efect scdderea variantei explicate si modificarea semnificativa a

constantei si a pantei.
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Figura 6.5-2. Impactul outlierilor asupra estimarii dreptei de regresie (1)

N
Y
Case #1
O
™~ . ...--“""-Case #2
X
Regression line R Slope Intercept
with @ only  — 73 83 534
with @ and D ...................... > 11 83 9.13
with @ and S _— 95 83 5.34
With @ and /\ —_——— 17 _22 30.34

Sursa: (Aguinis et al., 2013)

In Figura 6.5-3 este ilustrat impactul unui singur outlier in doud situatii
simple, oarecum extreme: in panelul din stanga, outlierul este relativ la
variabila dependentd (y) si ia o valoare centralda in cazul variabilei
independente (x); in panelul din dreapta, outlierul este relativ la variabila
independentd (x) si ia o valoare centrald in cazul variabilei dependente (y).
Se observd cum incertitudinea estimadrii (pozitia estimata a dreptei de
regresie) creste pe masurd ce outlierul ia valori tot mai mari in cazul
atributului y (panelul din stanga), respectiv coeficientii estimati ai dreptei de
regresie se schimba (constanta creste iar panta scade) pe mdsura ce outlierul
ia valori tot mai mari in cazul atributului x (panelul din dreapta). Desigur,
relativ la acest exemplu sunt posibile o multime de situatii intermediare. in
plus, exista si alti factori care contribuie la mdrimea si sensul distorsiunii.
Astfel, marimea si sensul distorsiunii depind de numadrul total de cazuri,
variabilele relativ la care apar outlierii, respectiv numadrul si pozitia
outlierilor.
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Figura 6.5-3. Impactul outlierilor asupra estimdrii dreptei de regresie (2)

Gradul de incertitudine /

e - . Ecuatia de regresie (constanta si panta)
semnificatia statistica

10

x x

Sursa: Gassen, Joachim. 2021. Taking Outlier Treatment to the Next Level.
(https://arc.eaa-online.org/blog/taking-outlier-treatment-next-level)

Cum detectam outlierii?

Pentru a identifica outlierii este necesar sa folosim combinat trei surse de
informatii: (1) informatii cu privire la procesul de colectare a datelor (cum au
fost colectate datele, cand, de catre cine etc.); (2) informatii cu privire la
fenomenul studiat, respectiv atributele masurate; de exemplu, relativ la
fiecare atribut (combinatii ale acestora), e util sa stim care valori sunt legitime,
tipice, neobisnuite, respectiv imposibile; (3) informatiile rezultate din analiza
statistici a outlierilor. In general nu este o idee buna si excludem cazuri /
valori doar In baza unor teste sau masuri statistice.

Nu exista reguli statistice absolut sigure pentru a identifica outlierii. Unii analisti
prefera metodele vizuale, altii diferite proceduri statistice. Vizualizarea cazurilor
cu ajutorul unor grafice de tip boxplot, histograma si scatter este suficienta cel
mai adesea. Pentru a identifica outlierii ne putem uita la ...

- setul de date sortat in functie de atributul de interes, respectiv ne uitam
la primele si ultimele valori; orice valoare foarte diferita de valorile din
proximitate este suspecta;

- tabele de frecvente si selectii de cazuri in functie de doua sau mai multe

atribute;
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- grafice: box plot si histograma la nivel univariat sau bivariat, scatter

plot (cu sau fara linia de regresie) pentru nivel bivariat;

- analize statistice: relativ la analiza univariata, in general, o valoare este
etichetata ca outlier daca se abate cu mai mult de doua sau trei abateri
standard de la media valorilor (De Vaus, 2002, p. 94); valorile situate la
o distanta de cel putin trei ori IQR (interquartile range) sunt considerate
outlieri; erorile de predictie mari asociate unui caz semnaleaza cd acesta
are o probabilitate mare sa fie outlier.

De exemplu, in cazul unei variabile numerice, la nivel univariat, putem
identifica outlierii uitandu-ne la devierea relativ la valoarea medie exprimata
in abateri standard (potrivitd pentru distributii normale), respectiv la
devierea de la valoarea mediana exprimata in abateri intercuartilice (utila mai
ales in cazul distributiilor care se abat de la normalitate) (Figura 6.5-4). In
aceste exemple, cazurile care se abat cu mai mult de doua abateri standard
de la medie, respectiv mai mult de trei IQR (abatere intercuartilica) de la
mediana, sunt considerate outlieri.

Figura 6.5-4. O definire statisticd a outlierilor la nivel univariat

70

—A

1 Stdndard Deviation
)
)
]
]
]
]
]
)
]
i

Age

50

2 Standard Deviations

Sursa: What is an Outlier?
(https://dataschool.com/fundamentals-of-analysis/what-is-an-outlier/)

Probabil o alternativa si mai corecta pentru detectarea outlierilor la nivel
univariat este MAD (median absolute deviation) (Leys et al., 2013). Pentru a
calcula MAD urmam pasii: (1) calculam mediana unei serii de valori, (2)
calculam diferentele dintre fiecare valoare a seriei si valoarea mediana
calculata anterior, rezultand o noua serie de valori, (3) calculam mediana seriei
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rezultate si (4) iInmultim noua mediana cu 1.4826. Valorile seriei originale care
sunt mai mari de doud sau trei ori decat MAD sunt considerate outlieri.

La nivel multivariat putem folosi masuri clasice precum Mahalanobis
Distance, MVE (Minimum Volume Ellipsoid), MCD (Minimum Covariance
Determinant), MGV (Minimum Generalized Variance), PBO (Projection-
Based Outliers) (Finch, 2012) sau, de preferat, unele robuste precum
Mahalanobis-MCD (Leys et al., 2018).

,Tratarea” outlierilor

In general, metodele recomandate pentru , tratarea” outlierilor intrd in una
dintre urmatoarele trei categorii: (1) pastrarea outlierilor, (2) eliminarea
outlierilor si (3) recodarea outlierilor (Aguinis et al., 2013).

Dacd observdm ca un caz din setul nostru de date are valori foarte diferite
comparativ cu restul cazurilor (relativ la unul sau mai multe atribute), prima
data verificam dacd acesta apartine populatiei investigate. Dacd nu apartine,
cazul trebuie eliminat din setul de date. Dacd outlierii au apdrut ca urmare a
erorilor asociate procesului de masurare putem incerca sa corectam acele
erori si, implicit, valorile. Daca acest lucru nu este posibil, o solutie poate fi
eliminarea cazurilor respective sau doar a valorilor outlier din setul de date.
Alternativ, putem inlocui (recoda) valorile outlier folosind una dintre
urmatoarele metode: (1) inlocuim outlierii cu valoarea observatda in cazul
percentilei 1/5, respectiv 95/99, (2) transformam distributia folosind o functie
matematicd (log, arcsin, radical, putere) si (3) tratdm outlieri ca valori lipsa si
fi Inlocuim prin imputare.

Alternativ la solutiile prezentate anterior, putem pdstra outlierii, dar sa
utilizdm analize statistice care sunt relativ putin influentate de prezenta
acestora. Astfel putem folosi metode de tip nonparametric, mdsuri si metode
de analiza robuste®, respectiv tehnici de bootstrapping. De exemplu, in locul
regresiei simple putem folosi regresia ,robusta”. Robustetea poate fi atinsa
prin identificarea outlierilor folosind metoda reziduurilor, urmatd de
scaderea ponderdrilor (weights) asociate cazurilor outlier (pentru fiecare caz
outlier algoritmul calculeaza o valoare sub-unitara a ponderarii; cazul va fi

% De exemplu mediana in locul mediei, respectiv regresia liniara robustd in locul regresiei
obisnuite (OLS).
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ponderat in jos — down-weighted) (Gassen & Veenman, 2022). In exemplul

din Figura 6.5-5 observam cd existd mai multi outlieri, unii relativ la un singur
atribut (x sau y), altii relativ la ambele atribute. Dreapta de regresie corecta
este cea punctatd, iar cea estimatd de regresia OLS este cea albastrad (panelul
din stanga). Evident, cele doud drepte de regresie diferd, diferenta fiind
rezultatul prezentei outlierilor. Daca aplicam algoritmul de ponderare in jos
(sub-unitara) a outlierilor (panelul din dreapta), dreapta de regresie estimata
se apropie, ca pozitie si incertitudine a estimarii, tot mai mult de dreapta de
regresie reald.>

Figura 6.5-5. llustrarea functiondrii unui algoritm de regresie robusti®?

Regresie obisnuita (OLS) Regresie robustd

lteration 1: Data

Linia Intrerupta indica
dreapta de regresie corecta.

Observation down-weighted? * No

Sursa: Gassen, Joachim. 2021. Taking Outlier Treatment to the Next Level.
(https://arc.eaa-online.org/blog/taking-outlier-treatment-next-level

Procesul de ,tratare” a outlierilor trebuie sa raspunda cel putin la
urmatoarele Intrebari: Cum am identificat outlierii? Care este cauza lor cea
mai probabild? Am eliminat cazurile respective si de ce? Am eliminat valorile
outlier sau le-am inlocuit (cum?) si de ce? Daca i-am pastrat in analiza, ce
tehnici statistice am folosit (unele care produc estimari mai putin dependente

51 Tn acest caz relatia dintre x si y este liniara. Daca relatia ar fi fost non-liniard, algoritmul ar
fi produs o estimare distorsionata a pozitiei dreptei de regresie.

52 M-estimator using a Huber loss function with a k value of 1.345 where the scale is being
adjusted based on the median absolute deviation of the residuals (Gassen & Veenman, 2022).
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de prezenta outlierilor)? Deciziile relativ la definirea, identificarea si tratarea
outlierilor pot avea implicatii importante in sensul cd pot schimba concluziile
obtinute (prezenta sau absenta unui efect, sensul si marimea acestuia)
(Aguinis et al.,, 2013). Pentru a preveni situatiile de tip p-hacking, se
recomandd ca autorii sd specifice, anterior implementdrii studiului, care este
metoda ce va fi utilizatd pentru detectarea outlierilor (criteriul inclusiv) si
cum anume vor trata outlierii (Leys et al., 2019).

Suplimentar, este adesea util sd realizam analizele de interes pe setul de date
complet, setul fara outlieri, respectiv setul cu valorile inlocuite, si sa
compardm rezultatele obtinute. Dacd rezultatele sunt similare, cel mai
probabil outlierii nu au un impact, deci putem avea incredere in rezultatele
obtinute. Daca apar diferente, vom analiza atent sursa acestora incercand sa
identificdm legatura dintre deciziile metodologice luate si sensul diferentelor.

Clasificarea outlierilor

In functie de numérul atributelor pe care le avem in vedere atunci cind decidem
dacd un caz este sau nu outlier, distingem intre outlieri la nivel univariat
(distributia valorilor este functie de un singur atribut), bivariat si multivariat. In
Figura 6.5-6 avem doi outlieri la nivel univariat (cazurile 1 si 11, marcate cu rosu)
si doi la nivel bivariat (cazurile 2 si 29, marcate cu albastru).

Relativ la atributul de pe axa orizontald, scorul la test, cazul 1 ia o valoarea
semnificativ mai mic4, iar cazul 11 o valoare semnificativ mai mare. Niciunul
dintre cele doua cazuri nu este outlier relativ la atributul de pe axa verticala
(performanta, masurata prin valoarea produselor vandute) deoarece mai
exista si alte cazuri care au aproximativ aceleasi valori.

Cazurile 2 si 29 sunt outlieri la nivel bivariat deoarece au valori semnificativ
diferite de restul cazurilor atunci cand consideram ambele atribute. Dupa
cum indicd si dreapta de regresie, corelatia dintre scorul la test si performanta
este puternic pozitiva, dar cele doua cazuri nu par sa o urmeze (sunt la mare
distanta de linia de regresie). Astfel, cazul 2 are o performanta mult mai mare
decat ne-am fi asteptat conform scorului la test, iar cazul 29 mult mai mica.
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Figura 6.5-6. Outlier univariat vs. bivariat
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Atunci cand decidem daca un caz este sau nu outlier, putem sa-1 comparam
cu toate celelalte cazuri din setul de date, respectiv doar cu o parte a cazurilor,
cele din proximitate. In primul caz vorbim de outlier global, iar in celalalt de
outlier local. Un outlier global e foarte diferit de toate celelalte cazuri din setul
de date, iar un outlier local e diferit doar relativ la cazurile din proximitate.
Outlierul global e imediat vizibil, fara sa fie nevoie sd avem alte informatii.
Pentru a identifica un outlier local e nevoie sa avem si alte informatii. O ilustrare
vizuala a diferentei dintre cele doua tipuri de outlieri apare in Figura 6.5-7.

Figura 6.5-7. Outlier de tip global vs. local

o Local Outlier f?r Cluster C4

Qo

Local Outlier for Cluster C1

Local Outlier for Cluster C3

Local Outlier for Cluster C2 O Global Outliers

Sursa: Mahto, Paritosh (2020) Local Outlier Factor: A way to Detect Outliers.
https://medium.com/mlpoint/local-outlier-factor-a-way-to-detect-outliers-dde335d77ela
O alta clasificare (sau mai degraba tipologie) care apare relativ frecvent in
literatura distinge intre outlieri de tip global, contextual (conditional) si
colectiv. In Figura 6.5-8 am ilustrat vizual aceste tipuri de outlier. Outlierul
contextual ia valori apropiate de celelalte valori din serie, dar diferite relativ
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la asteptari. In acest caz, temperatura observatd in Iunie nu este foarte

diferitd de temperatura medie anuald, dar este mult mai mica decat ne-am

astepta pentru o luna de Iunie. Outlierii de tip colectiv se refera la un

subgrup de cazuri care sunt diferite ca grup de restul cazurilor desi, fiecare

caz considerat separat, nu este diferit.

Figura 6.5-8. Outlier global vs. contextual vs. colectiv
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Distanta dintre cazuri

Pentru a putea defini un caz ca outlier este nevoie sa calculam distanta /

disimilaritatea dintre acesta si celelalte cazuri. Distanta dintre doua cazuri

poate fi definita / calculata in diferite moduri. Probabil cea mai des utilizata

masura a distantei este cea euclidiand. Aceasta se calculeaza simplu urmand

pasii ilustrati in Tabelul

6.5-2.

Tabelul 6.5-2. Un exemplu simplu de calculare a distantei euclidiene

Id caz Varsta (ani) Vechime (ani) Salariu (mii)
Cazl 30 5 2

Caz2 40 8 3
Diferenta -10 -3 -1
Diferenta? 100 9 1
Suma patratelor diferentelor 100+9+1=110

Distanta (radical din suma) V110=33.3

In RapidMiner, in contextul comenzilor utilizate pentru identificarea

outlierilor, exista si alte functii ce pot fi folosite pentru calcularea distantelor:

5 Aici am lasat valorile exprimate in unitatile originale de masura. in practica, valorile sunt
cel mai adesea normalizate pentru a acorda aceeasi importanta tuturor atributelor. In acest
exemplu, deoarece atributul varsta are un interval de variatie semnificativ mai mare, va avea
un impact disproportionat mai mare asupra scorului obtinut (distantei), deci si a stabilirii
cazurilor care vor fi considerate outlieri.
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cosinus), inverted cosine distance (inversul distantei cosinus) si angle
(unghiul). Aceste masuri, aldturi de altele, sunt ilustrate si caracterizate
simplu in Tabelul 6.5-3. In acest context atragem doar atentia asupra faptului

ca unele dintre ele sunt mai potrivite in cazul atributelor metrice, altele

pentru cele non-metrice (categoriale).

Tabelul 6.5-3. Cum poate fi masuratd distanta dintre doud puncte?

Distanta Euclidian Manhattan Chebyshev
Reprezentare . .
grafica .
Formula k k _ o
Dlay =2 b=nl | D= Ste i | D) =gl =i
= i=1
Conditii - numadr mic de - oricate dimensiuni - oricate dimensiuni
utilizare dimensiuni - marimea vectorilor | - ne intereseaza
- madrimea vectorilor e importanta distanta maxima
e importanta - atribute dintre vectori
- atribute standardizate - atribute
standardizate (ne)standardizate
Distanta Minkowski Haversine Cosine
Reprezentare
e | @ = @
graficad
Formula n ’ z-y
D(z,y) = <Z |y — yi‘P) &= Srarcsin (‘/.:,.-"(“’?;‘“‘) +mr¢.1m(m.vrﬂv(";7*‘) D("l;v ']/) = C(’S((}) = m
i=1
Conditii - p=1—>Manhattan - numar mic de - oricate dimensiuni
aplicare - p=2—> Euclidean dimensiuni - madrimea vectorilor
- p=e>—> Chebyshev | - marimea vectorilor e nu conteaza
importanta - atribute
- atribute (ne)standardizate
standardizate
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Distanta Hamming Jaccard Serensen-Dice
Reprezentare Intersection Intersection
grafica — — o x
Al1]o]1]1]o]o]
! !
Bl1]1]1]o]o]o]
Formula E. _ |z Nyl 2]z ny|
D(:c.y):é.\,—),l D(w,y)—l—lyuxl D(z,y)—m
Conditii - oricate dimensiuni - oricate dimensiuni - oricate dimensiuni
aplicare - vectorii au aceeasi - vectorii au aceeasi - vectorii au aceeasi
lungime lungime lungime
- atribute categoriale | - atribute categoriale | - atribute categoriale

6 I

Sursa reprezentdirilor grafice: Grootendorst, Maarten. 2021. 9 Distance Measures in Data Science.
https://towardsdatascience.com/9-distance-measures-in-data-science-918109d069fa

Detectarea outlierilor in RapidMiner Studio

Metodele de detectare a outlierilor pot fi clasificate in diferite moduri. Una
dintre acestea (Figura 6.5-9), distinge patru mari categorii, functie de criteriul
utilizat pentru identificarea outlierilor: masuri statistice, distanta dintre
cazuri, densitatea cazurilor si gruparea cazurilor.

Figura 6.5-9. O clasificare a metodelor de detectare a outlierilor

Outlier detection

approaches
Statistical-based [ Distance-based ] [ Density-based ][Clusten’ng-based]

Gaussian-
based

Regression-
based

Histogram-
Nom- based

parametric

Kernel-based

Sursa: (Smiti, 2020)

In RapidMiner, operatorii grupati in categoria Outliers identifica outlierii in
functie de tipul acestora. Primii doi operatori, bazati pe distante, respectiv
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densitati, identifica outlieri de tip global, iar operatorii LOF si COF identifica

outlieri de tip local, respectiv contextual.

- Detect Outlier (Distances): apropierea dintre cazuri este definita cu
ajutorul distantelor dintre valorile atributelor; sunt considerate cazuri
extreme primele n cazuri cu distanta cea mai mare relativ la toate
celelalte cazuri;

- Detect Outlier (Densities): cazurile sunt distribuite iIn n dimensiuni (n
= numarul de atribute), unele zone avand o densitate semnificativ mai
micd de cazuri; un caz este considerat outlier daca ponderea cazurilor
care se afla la o distantd mai mare decat o anumita valoare depaseste
un anumit prag;

- Detect Outlier (LOF): detecteaza outlieri de tip local analizand
variatiile de densitate (concentrare a cazurilor) dintre diferite zone;

- Detect Outlier (COF): detectezi outlieri de tip contextual; atributul de
referintd (in relatie cu care este definit caracterul de outlier) este
atributul definit ca label in setul de date.

Algoritmii statistici de identificare a outlierilor presupun adesea ca
utilizatorul sa specifice numadrul de outlieri dorit inainte de realizarea
efectiva a analizei. Dat fiind faptul ca facem aceasta analiza tocmai pentru ca
nu stim cati outlieri avem in setul de date, cerinta e oarecum ciudata. Daca
alegem un numar prea mare sau prea mic de outlieri (relativ la situatia reala,
necunoscutd), solutia (care sunt outlierii si cati sunt) la care ajunge algoritmul
poate fi diferitd de situatia ,reald”.

Detectarea cazurilor extreme prin metoda distantelor (Detect Outlier
(Distances))

Operatorul determina care sunt cazurile extrem folosind conceptul de
distantd intre cazuri. Distanta poate fi calculata in diferite moduri dar, in
esentd, este vorba de diferenta dintre valorile inregistrate de doud cazuri
relativ la unul sau mai multe atribute. Parametrii operatorului sunt:

- number of neighbors: numarul de ,vecini” pe care algoritmul 1i are in
vedere; prin vecini ne referim la cazurile cele mai apropiate, cele care
sunt relativ mai similare, adica, raportat la atributele incluse in analiza,

au valori cat mai apropiate;
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- number of outliers: numarul de cazuri pe care le consideram ca sunt

outlieri;
- distance function: functia care indicd modalitatea de calcul a distantei
dintre doua cazuri.

Toti cei trei parametri sunt optionali, in sensul cd, dacd nu este specificata
nicio valoare, algoritmul va folosi valorile implicite, adica 10, 10 si ,,euclidian
distance” (distanta euclidiana).

Dupa ce am calculat distanta asociata fiecarei perechi de cazuri, pentru
fiecare caz calculdm distanta medie relativ la cele mai apropiate k cazuri
(unde k este numarul de cazuri / vecini ales de noi). Ordonam cazurile in
functie de aceasta distantd medie si consideram ca sunt outlieri primele n
cazuri cu cea mai mare distanta (n fiind numarul de outlieri ales de noi).

Dupd rularea comenzii, setul de date va contine un atribut nou denumit
outlier, cu doud valori, true si false, valoarea true indicand faptul cd acel caz
este considerat a fi outlier. Numarul de outlieri va fi egal cu n, adica numarul
cerut la parametrul ,number of outliers”.

Figura 6.5-10. Detectarea cazurilor extreme prin metoda distantelor
(Detect Outlier (Distances))

Pasul 1: Retrieve employee_... Subprocess Detect Outlier (Distances)
Conectdm datele si operatorii oo = E= Y N j b
conform imaginii aldturate (a se v in out : o )
vedea si procesul). v v
Restul parametrilor ne ajuta sa Multiply Select Attributes (2) Join
pastram in setul final ambele versiuni L g o ' wh- e @ 6P
ale atributelor (normalizate si B o wip {re
originale). . L4 4
v
4
Pasul 2:
Parameters

Dorim sa identificam 5 outlieri. e .
7] Detect Outlier (Distances)

Pentru a calcula distanta dintre
. X X X number of neighbors % |10 (1]
cazuri folosim functia , distanta

euclidiand”. Pentru fiecare caz number of outliers 5 @
alegem sa Calculam dlStanta dlntre distance function euclidian distance v
acesta si cei mai apropiati 10 vecini

(cazuri).

¥
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Rezultat:
Setul de date rezultat va contine un B e e e T SR
atribut special denumit outlier. Acesta R o3 205 || e
are doua valori, true si false, unde true """ "™ 043 2324 B | T
inseamnd ca acel caz este outlier (5in ~ *® "™ 0867 20as > | e
total). Se observi ci outlierii au valori %% ™e 048 e 3o iR
foarte diferite comparativ cu celelalte %%  '* 0320 2231 34 | 17007
cazuri. Outlierii sunt relativ mai tineri ' false 0448 0108 4 | 598
si au salarii relativ mai mari. 2 false 1322 0202 48 | 5130
Qutlier Negative Positive Velues
“ outlier Binominal 0 false true false (1465), true (5)

Detectarea cazurilor extreme prin metoda densitatilor (Detect Outlier

(Densities))

In acest caz outlierii sunt identificati prin metoda densitdtilor. Un caz este
definit ca outlier daca ponderea cazurilor care se afld la o distantd mai
mare decat valoarea indicata de utilizator depaseste un anumit prag ales
tot de utilizator. Pe langa aceste valori (parametrii distance si proportion),
utilizatorul trebuie sd aleagd si modul de calcul a distantelor (distance
function). Evident, In cazul acestui operator utilizatorul nu are
posibilitatea sa seteze numarul de outlieri (pot fi oricati, functie de valorile
alese de utilizator la cei trei parametri). Dupad rularea comenzii, setul de
date va contine un atribut nou denumit outlier, cu doua valori, true si

false, valoarea true indicand faptul ca acel caz este considerat a fi outlier.

Figura 6.5-11. Detectarea cazurilor extreme prin metoda densititilor
(Detect Outlier (Densities))

Pasul 1 Retrieve employee_attrition Subprocess Detect Outlier (Dens...
Conectdm datele si operatorii inp -~ o o & o - j o
conform imaginii aliturate (a se v 5 o e
vedea si procesul). v v

Restul parametrilor ne ajuta sa i . .

. N n . Multiply Select Attributes (2) Join
pastram in setul final ambele - " - - o -
versiuni ale atributelor (normalizate j - —;] o g @
si originale). out v v

o
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Pasul 2:
. [ Parameters
Distanta este stabilita la 1.8 (putem .
R . . . ¥ Detect Outlier (Densities)
incerca mai multe valori). Proportia
. . o e . v distance 18 [67]
cazurilor care trebuie sa fie la o distanta
mai mare de 1.8 este setata la 90%. proportion 09 @
Pentru a masura distantele dintre cazuri
. . v g o distance function euclidian distance v |@
folosim distanta euclidiana.
Rezultat:
. . Id ou... Age_Norm Income_Norm | Age Monthlyln...
Setul de date rezultat contine un atribut
. . . ’ . 106 true 2417 2621 59 18844
special denumit outlier. Avem 4 valori
. . . v v 412 true 2526 2775 60 19566
true, deci 4 outlieri. Se observa ca
L. R . 596 true 2307 2707 58 19246
outlierii au valori foarte diferite
X . L 1010 true 2307 2803 58 19701
comparativ cu celelalte cazuri. Outlierii
. N N %54 of .. false 0.446 -0.108 41 5993
sunt relativ mai in varsta® si au salarii
. . . 2 false 1.322 -0.292 49 5130
relativ mai mari.
Cutlier Negative Positive Values
“ outlier Binominal 0 false true false (1466}, true (4)

Detectarea cazurilor extreme prin metoda LOF (Detect Outlier (LOF))

Operatorul LOF compara densitatea locald (distanta medie pana la cazurile
din proximitate) a unui caz cu densitatea locala a vecinilor lui, identificand
astfel zone cu densitate similard, respectiv cazuri care au o densitate locala
semnificativ mai redusd comparativ cu a vecinilor. Cazurile cu o densitate
locala relativ mai redusa sunt definite ca outlieri. Distanta dintre cazuri se
poate calcula folosind orice masura a distantei. Utilizatorul poate specifica
numarul de cazuri In raport cu care vor fi calculate densitatile locale
(,minimal points lower bound” si , minimal points upper bound”). Spre
deosebire de ceilalti doi operatori prezentati anterior, acest operator
produce un atribut special de tip numeric. Valorile relativ mai mari
asociate atributului indicd o probabilitate mai mare ca acel caz sa fie un

outlier local.

5 Anterior, folosind metoda bazata pe distante, am observat ca outlierii sunt relativ mai tineri
si cd au salarii relativ mai mari. Aceastd inconsistenta intre solutiile produse de cele doua
metode poate fi un semn ca existd mai multe tipuri de outlieri in setul nostru de date.
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Figura 6.5-12. Detectarea cazurilor extreme prin metoda LOF (Detect Outlier (LOF))

Pasul 1: Retrieve employee_... Subprocess Detect Outlier (LOF)
Conectam datele si operatorii c - = .E= i o j o
conform imaginii aldturate (a se < in out : i
vedea si procesul). v v

Restul parametrilor ne ajuta sa . _ .

o " R . Multiply Select Attributes (2) Join
pastram in setul final ambele - " e - .
versiuni ale atributelor (normalizate j - -—;] - iy @
si originale). out 4 4

L
Pasul 2:
Parameters

Outlierii locali vor fi cei cu limitele i )
% Detect Outlier (LOF)

setate intre 10 si 20 puncte.

. . . o minimal points lower bound 10 6]
Distanta dintre cazuri este calculata
folosind functia ,,distanga minimal points upper bound 20 @
euclidiana”.
distance function euclidian distance v |@
Rezultat:
Setul de date rezultat Contine un Id out.. L | Age_Norm Income_Norm Age Monthlylnco...
atribut special denumit outlier. 765 3581 0.977 1,158 28 1052
Acesta este de tlp numeric, valorile 516 3917 0211 1109 a5 1281
mari indicand o probabilitate 1070 3203 0977 -1.049 28 1563
ridicata ca acel caz sa fie outlier = 0857 1450 29 1001
local. Aici, outlierii au Tn comun B ... 1305 qse s 1118
faptul ca sunt tineri cu salarii mici.
Cutlier Min Max Average
“ outlier Real 0 0.869 3.581 1.131

Detectarea cazurilor extreme prin metoda COF (Detect Outlier (COF))

Acronimul COF inseamna ,Class Outlier Factors”. Simplu spus, detectarea
outlierilor se realizeaza prin raportare la clasele unui atribut de tip label, deci
trebuie sd avem un astfel de atribut in setul de date. Algoritmul utilizat este
ECODB (Enhanced Class Outlier - Distance Based), scopul fiind ordonarea

cazurilor dupa masura COF. COF este calculat folosind formula:

COF = PCL(T,K) - norm(deviation(T)) + norm(kDist(T)), unde
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- PCL(T,K) este probabilitatea ca un caz (T) sa apartina la una dintre
clasele atributului special label tinand cont de clasele la care apartin cei
mai apropiati K vecini ai acelui caz (T);

- norm(Deviation(T)) si norm(KDist(T)) sunt valorile normalizate [0 - 1]
ale KDist(T) si Deviation(T);

- Deviation(T) este 0 masurd a gradului in care cazul T deviaza de la
cazurile aceleiasi clase (suma distantelor dintre un caz si toate celelalte
cazuri din aceeasi clasa);

- KbDist(T) reprezinta suma distantelor dintre cazul T si cei K vecini cei

mai apropiati.

Utilizatorul poate stabili valorile relativ la parametrii numarul de outlieri,
numadrul de vecini si masura folosita pentru calcularea distantei dintre cazuri.
Distantele pot fi de mai multe tipuri, functie de nivelul de masurare al

atributelor incluse 1n analiza:

- MixedMeasures: MixedEuclidianDistances;

- NominalMeasures: NominalDistance, DiceSimilarity,
JaccardSimilarity, KulczynskiSimilarity, RogersTanimotoSimilarity,
RussellRaoSimilarity, SimpleMatchingSimilarity;

- NumericalMeasures: EuclidianDistance, CamberraDistance,
ChebychevDistance, CorrelationDistance, CosineDistance,
CosineSimilarity, —DiceSimilarity, DynamicTimeWarpingDistance,
InnerProductSimilarity, JaccardSimilarity, KernelEuclidianSimilarity,
ManhattanDistance, MaxProductSimilarity, OverlapSimilarity;

- BregmanDivergences: GeneralizedDivergence, ItakuraSaitoDistance,
LogarithmicLoss, LogisticLoss, MahalanobisDistance,

SquareEuclidinaDistance, SquaredLoss.

Dupad rularea acestui operator, setul de date va include doua atribute noi
de tip special. Primul atribut, denumit outlier, ia doua valori, true si false,
unde true identifica cazurile outlier. Al doilea atribut, ,,COF Factor”, de

tip numeric, indica valoarea COF, adica gradul in care acel caz este un

outlier.
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Figura 6.5-13. Detectarea cazurilor extreme prin metoda COF (Detect Outlier (COF))

Pasul 1: Retrieve employee_... Subprocess Detect Outlier (COF)
Conectdm datele si operatorii ladia in & out exa j exa
conform imaginii aldturate (a se o 2 B

vedea si procesul).
Restul parametrilor ne ajuta sa

) Multiply Select Attributes (2) Join
pastram In setul final ambele d " T fol oo ot o
versiuni ale atributelor (normalizate j - 3 - i @
si originale). out
Pasul 2: Parameters
Dorim sa identificim 5 outlieri [7* Detect Outlier (COF)
relativ la fiecare clasa, raportat la number of neighbors 0 1

cei mai apropiati 10 vecini, folosind

O masura a distangei de tip mixt, @1 number of class outliers 5 ®©
anume MixedEuclidianDistance. O
masura de tip mixt poate calcula
distanta atat pentru atribute
nominale cat si metrice.

measure types MixedMeasures v @

mixed measure MixedEuclideanDistance ¥ | @

\ 4

Rezultat:
Atributul special denumit
outlier identifica exemplele

Id Attrition outlier COF.. T Monthlylnco... WeorkLifeBal... = Monthlylnco...

dof ) 46 Yes true 0.855 2770 Very good 19545
efinite ca outlier (5).
Atributul il (C)OF Factor” 137 Yes true 0.977 0.881 Very good 10650
ributul specia actor
dics dp 14 ” ) 205  Yes true 0.995 0.038 Very good 5673
IndicCa gradul 1 care acel caz
" g tl. O ﬂ’ o 108 Yes true 0997 -0.161 Very good 5744
este un outlier. Vutlieri au
turi dii .. 51 Yes true 0999 0238 Very good 5381
venituri medil sau mari si
. v v .1s . 1 Yes false ] -0.108 Bad 5993
apreciaza ca echilibrul dintre
P . o 2 MNo false ] -0.292 ery good 5130
munca si viata lor privata este
foarte bun.
Cutlier Megstive Positive Values
“ outlier Binaminal 0 false true false (1465). true (5)
Metadsts Min Max Average
“ COF Factor Real 0 0.855 oo oo

6.6. Reducerea numarului de dimensiuni (Dimensionality
Reduction)

Adesea, setul de date cu care lucram contine multe atribute, unele dintre
acestea masurand acelasi fenomen / concept. Includerea directd intr-un

model predictiv a mai multor atribute care masoara acelasi concept creste
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complexitatea modelului. Ca urmare vor creste si timpul necesar pentru a
ajunge la o solutie, respectiv incertitudinea asociatd rezultatelor obtinute.
Una dintre solutiile posibile la aceasta problema constda In reducerea
dimensiunilor datelor (a numarului de atribute). Ideea este de a combina
atributele care mdsoara acelasi concept intr-un numdr mai mic de atribute,
numite dimensiuni sau componente, care sd retind cat mai mult din

informatia asociata atributelor initiale.

Combinarea atributelor se poate face simplu, aditiv sau ca medie a valorilor,
respectiv folosind un model. In primul caz, fiecare indicator va avea (cel mai
adesea) aceeasi importanta, indiferent de aspectul masurat (importanta este
stabilita de analist). In al doilea caz, tinem cont de relatia dintre fiecare
indicator si conceptul masurat, deci atributele vor avea o importanta diferita
la scorul final (importanta este estimata de model). Desi solutiile produse de
cele doua metode de agregare a informatiilor coreleaza puternic cel mai

adesea, varianta de agregare in baza unui model este de preferat.

Sd presupunem cd dorim sd masurdm satisfactia relativ la locul de munca.
Pentru aceasta, am colectat date relativ la mai multe dimensiuni ale
satisfactiei, una dintre ele fiind satisfactia relativ la recompensele materiale.
Aceasta dimensiune include de obicei satisfactia relativ la salariu, prime /
bonusuri, participare la profit, cresterea salariului, recompensele in actiuni,
planurile de sanatate si pensie, diferite tipuri de facilitdti (abonamente,
acces). Scala utilizata a fost una ordinala, de 10 puncte (in acest context
considerdam cd este de tip numeric). Daca avem patru dimensiuni, fiecare cu
opt indicatori, vom avea in total 32 de indicatori ai satisfactiei, deci 32 de
atribute in setul de date. Si aceasta pentru a masura un singur concept.
Modelul nostru de predictie a parasirii companiei va include insa o serie de
alte concepte, fiecare masurat prin mai multi indicatori (deci tot atatea
atribute / variabile in setul de date). Complexitatea modelului va creste
exponential. Putem sa o reducem prin combinarea atributelor. Concret, in
acest caz, putem Insuma valorile indicatorilor asociati dimensiunii

satisfactia relativ la recompensele materiale (alternativ, putem calcula

PREGATIREA DATELOR iN RAPIDMINER STUDIO 235 -




- 6 »Curdtarea” si transformarea datelor (Cleansing)

media valorilor) sau putem folosi unul dintre operatorii care modeleaza

relatiile dintre indicatori, extrdgand astfel informatia utila simultan cu

reducerea numarului de atribute.

Pentru a ilustra cat mai clar relatia dintre numarul de atribute initiale si
numadrul de dimensiuni (atributele finale) am ales o situatie simpld, ce poate
fi vizualizatd intr-un spatiu bidimensional (Figura 6.6-1). Presupunem ca
avem doud atribute si dorim sa analizdm posibilitatea de a exprima
informatia folosind o singurd dimensiune (atribut nou). Putem avea diferite

situatii, patru dintre acestea fiind urmatoarele:

- panel a: cazurile variazd dominant de-a lungul dreptei 1, deci
dimensiunea 1 explicd cea mai mare parte a variantei; prin urmare, la
nivel liniar, avem o singura dimensiune;

- panel b: cazurile variaza dominant de-a lungul dreptei 1, deci
dimensiunea 1 explicd cea mai mare parte a variantei; prin urmare, la
nivel liniar, avem o singura dimensiune (chiar daca dimensiunea 2 are
o importantd mai mare comparativ cu dimensiunea 2 din panelul a);

- panel c: fiecare dimensiune explicd aproximativ jumatate din variantd,
deci, la nivel liniar, avem doua dimensiuni; solutia non-liniara, cea
,corecta”, are o singurd dimensiune; pentru astfel de situatii folosim
algoritmii non-liniari (kernel PCA, ICA, SOM) sau un alt sistem de
coordonate (polar in loc de cartezian).

- panel d: fiecare dimensiune explicd aproximativ jumatate din variantd,
deci, la nivel liniar, avem doua dimensiuni; solutia obtinuta este
aproape identica cu solutia observata la panelul c; dat fiind faptul ca in
acest caz atributele sunt generate aleator, rezultd ca PCA (Principal

Component Analysis) nu distinge intre cele doud situatii complet

diferite (structura non-liniara vs. absenta unei structuri).
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Daca relatiile sunt de tip non-liniar, PCA nu poate produce o solutie care sa
separe cazurile. Kernel™ PCA poate fi utild in acest context. Insa, nu toate
tipurile de kernel sunt la fel de capabile sa transforme datele astfel incat sa
putem separa liniar intre ele. in Figura 6.6-2 am ilustrat comparativ solutiile
obtinute de diferite tipuri de PCA in cazul unor date de tip non-liniar (doua
sfere concentrice). Scopul este de a reduce dimensionalitatea datelor (de la

trei dimensiuni la doua sau chiar una). Observam urmatoarele:

- dupa transpunerea datelor initiale in doua dimensiuni, PCA nu reuseste
sd separe punctele care compuneau cele doua sfere;

- in cazul Kernel PCA (Polynomial), dupa transformare, punctele
asociate uneia dintre sfere sunt relativ mai apropiate, iar cele asociate
celeilalte sunt relativ mai dispersate; si in acest caz datele proiectate nu

pot fi separate liniar;

% Functiile kernel sunt folosite pentru a proiecta datele de input intr-un spatiu vectorial
multidimensional superior in vederea identificarii unui hiperplan care sa le separe.
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- 1In cazul Kernel PCA (Gaussian) punctele asociate celor doua sfere sunt

bine separate; e important sa addugam ca alegerea valorii parametrului

conteaza (gradul de separare liniard depinde mult de valoarea acestui
parametru).

Figura 6.6-2. PCA vs. kernel PCA in cazul unor date non-liniare
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Sursa: (Wang, 2014)

Sectiunea ,, Dimensionality Reduction” din fereastra Operators include cinci

operatori care pot fi folositi pentru a reduce dimensiunile, si anume:

- Principal Component Analysis (PCA): analiza componentelor principale;

componente rezultate In urma aplicdrii PCA sunt combinatii liniare ale

atributelor initiale;
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- Principal Component Analysis (Kernel) (Kernel PCA): analiza
componentelor principale folosind o tehnica de tip Kernel; componente
rezultate In urma aplicarii kernel PCA sunt combinatii non-liniare ale
atributelor initiale;

- Independent Component Analysis (ICA): analiza componentelor
independente; componentele rezultate in urma aplicarii ICA sunt
combinatii liniare ale atributelor initiale;

- Singular Value Decomposition (SVD): descompunerea in valori
singulare; valorile singulare rezultate in urma aplicdrii PCA sunt
combinatii liniare ale atributelor initiale;

- Self-Organizing Map (SOM): hartd auto-organizata.

In cazul PCA, ICA si SVD fiecare dintre dimensiunile rezultate (componente)
este exprimatd ca o functie liniard a atributelor initiale. In cazul celorlalti
operatori functiile pot lua diferite forme non-liniare (utilizatorul specifica

functia; e util sd compardm rezultatele produse de diferite functii).

Analiza componentelor principale (Principal Component Analysis) (PCA)

Acest tip de analiza 1si propune sa reduca numarul atributelor dintr-un set
de date prin identificarea componentelor principale ale acestora folosind
matricea de variantd-covariantd a atributelor. Scopul este de a identifica cel
mai mic numar de componente / dimensiuni (noile atribute) care sa pastreze

in acelasi timp cat mai mult din varianta (informatia) atributelor initiale.

In exemplul din Figura 6.6-3 observam cum un spatiu tridimensional poate fi
transpus fara pierdere de informatie intr-un spatiu bidimensional. Este exact
ceea ce PCA urmareste sa faca: reducerea numarului de atribute (dimensiuni)
folosite pentru reprezentarea unor relatii, concomitent cu pastrarea unei parti
cat mai mari a informatiei initiale. Desigur, numarul initial de dimensiuni
(componente) poate fi mai mare de trei, iar cel final mai mare de doi. Insa,

intotdeauna, numarul final de dimensiuni va fi cel mult egal cu numarul

initial de atribute.
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Fiqura 6.6-3. O ilustrare vizuald a scopului PCA (de la 3 la 2 dimensiuni)

e = e e — e — — — — -
e e e e —— -

|
I
I
-

Sursa: https://nirpyresearch.com/pca-kernel-pca-explained/

Pentru a transforma datele, PCA opereaza in doi pasi: (1) Incearca ,sa
inteleagd” datele, sd-si de-a seama care atribute sunt relativ mai importante,
au mai multd informatie, si care sunt mai putin importante (contin mai putina
informatie) si (2) sumarizeaza datele (reduce numarul de dimensiuni). Pentru
a realiza aceste scopuri, PCA defineste importanta unui atribut folosind
conceptul de variantd. Un atribut este cu atat mai important, contine cu atat
mai multa informatie, cu cat varianta asociata lui este mai mare. Simplu spus,
varianta reprezintd o modalitate obiectivd (formulatd matematic) de

cuantificare a cantitatii de informatie asociata unui atribut (unor atribute).

Sa presupunem ca am masurat satisfactia angajatilor prin doi indicatori, satl
si sat2 (Figura 6.6-4). Firesc, cei doi indicatori coreleaza perfect (panel stanga).
Indicatorii au aproximativ aceeasi varianta.’ In panelul din dreapta am rotit

axele initiale (rosu si verde) spre dreapta. Observam ca prima componenta

5 Tn imagine am sugerat doar mirimea variantei. Aceasta poate fi calculata folosind formula

g2 _ SG®?
n-1

media atributului x.
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, unde n = numadrul de cazuri, x; = valoarea atributului x pentru cazul i, x =



https://nirpyresearch.com/pca-kernel-pca-explained/

»Curdtarea” si transformarea datelor (Cleansing) 6 -

(axa x = PC1) capteazd toata varianta celor doud atribute initiale. A doua
componenta are o varianta nuld, deci putem renunta la ea fara sa pierdem

informatie.

Figura 6.6-4. Aceleasi date inainte si dupid PCA (o componenti)

100 6
4-.
80 1
? ‘i'/ . o -
E 7y
60 : @ 0 % ®
v ~
N Q 21
©
o 40 PYPPPTTTTITTIIT > —44 YT T T TII I >
varianta varianta
-6
204
-8
0 T T T T =10+ T T T T T T
120 140 160 180 200 220 -50 -25 0.0 25 5.0 7.5
sat1 PC1

Situatiile de tipul celei prezentate in exemplul din Figura 6.6-4 (una dintre
componente retine 100% din varianta initiald a datelor) sunt extrem de
rare atunci cand lucrdm cu date reale. In practics, lucrurile arati mai
degraba precum cele din Figura 6.6-5. De aceasta data, cei doi indicatori ai
satisfactiei au o corelatie pozitiva, dar nu perfecti. In urma aplicirii PCA
(axele initiale sunt rotite spre dreapta) rezultd doud componente. PC1
retine o pondere semnificativ mai mare a variantei initiale (imprastierea
punctelor relativ la axa orizontala — PC1 - este clar mai mare). In acest caz,
dacd alegem sd retinem doar prima componentd, vom pierde informatie.
Cantitatea de informatie pierduta este ilustratd cu ajutorul liniilor
intrerupte / rosii. Aceste linii indicd distanta dintre pozitia initiala a
punctelor (spatiu bidimensional) versus pozitia finala (spatiu
unidimensional). Renuntarea la una sau mai multe dintre componente
distorsioneaza distantele dintre cazuri (distantele initiale pot deveni mai
mici sau mari mari). Mai mult, distorsiunea coreleaza negativ cu distanta

initiald dintre cazuri (distorsiunea este mai mare atunci cand distanta

initiald este mai mica).
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Sursa: Exemplul si imaginile sunt construite de autor pornind de la articolul lui Cheng
(Cheng, Casey. 2022. Principal Component Analysis (PCA) Explained Visually with Zero Math.
https://towardsdatascience.com/principal-component-analysis-pca-explained
-visually-with-zero-math-1cbf392b9e7d

Pentru a intelege si mai bine modul in care PCA transformad datele dintr-un
sistem de coordonate in altul, si considerdm un alt exemplu (Figura 6.6-6). In
aceastd figura, punctele albastre reprezinta cazurile, iar cele rosii reprezinta
proiectia punctelor albastre pe dreapta care se roteste. Din multimea
dreptelor posibile, PCA cautd dreapta care indeplineste simultan
urmatoarele doua conditii:

- variatia valorilor luate de punctele rosii pe aceastd dreaptd sa fie
maximd; In imagine se poate observa cum Imprastierea (variatia)
punctelor rosii se schimba atunci cand dreapta se roteste;

- eroarea de reconstructie a coordonatelor initiale (in doua dimensiuni)
pe baza noilor coordonate (o dimensiune) este minimad; eroarea este
egala cu suma liniilor rosii, adica suma distantele dintre fiecare punct

albastru si proiectia lui pe dreapta (punctul rosu corespunzator);

- 242 DATA MINING PENTRU $TIINTELE SOCIALE



https://towardsdatascience.com/principal-component-analysis-pca-explained-visually-with-zero-math-1cbf392b9e7d
https://towardsdatascience.com/principal-component-analysis-pca-explained-visually-with-zero-math-1cbf392b9e7d

»Curdtarea” si transformarea datelor (Cleansing) 6 -

Cele doud criterii (variantd maximd si eroare minimd) sunt indeplinite
simultan atunci cand dreapta cu punctele proiectate (rosii) se suprapune
peste cele doua linii magenta. Aceasta dreaptd va fi prima componenta
principala (dimensiune). A doua componenta va fi aleasa similar, cu conditia
suplimentara de a fi ortogonald (perpendiculard) pe prima componenta.
Altfel spus, prima componenta va extrage cea mai mare varianta posibild (va
explica cat mai mult posibil din varianta atributelor initiale), urmatoarea cea
mai mare varianta posibila din cea rdmasa si tot asa pana la ultima
componenta; toate covariantele (deci si corelatiile) dintre noile atribute

(componente) vor fi zero (acestea sunt ortogonale / independente).

Componentele rezultate vor defini noul sistem de axe In care sunt
reprezentate punctele. Aceste componente (noile dimensiuni / atribute) sunt
combinatii liniare ale vechilor axe (dimensiuni / atribute). Atentie, PCA
produce solutii diferite daca scala (unitatea de masura a) atributelor initiale

este schimbata.

In general, atributele care masoara acelasi concept au aceeasi scald. Ins3,
uneori, varianta acestor atribute difera semnificativ. Dacd observam ca se
intampla acest lucru, avem la dispozitie doua solutii: (1) folosim matricea de
corelatii in locul celei de varianta-covarianta sau (2) normalizam atributele

Tnainte de a le introduce 1n analiza PCA.

Figura 6.6-6. Identificarea primei componente in analiza PCA

-3 -2 -1 o 1 2 3

Sursa: https://stats.stackexchange.com/questions/2691/making-sense-of-principal-component-analysis-
eigenvectors-eigenvalues
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Pentru a extrage componentele principale avem la dispozitie trei optiuni

(vezi parametrul ,dimensionality reduction”):

- none (niciuna): softul va pastra toate componentele rezultate (numarul
lor va fi egal cu numarul de atribute initiale);

- fixed number (numar fix): indicAm numarul de componente pe care
dorim sa le pastram; acest numar nu poate fi mai mare decat numarul
de atribute initiale;

- keep variance (pdstreaza varianta): indicam pragul variantei explicate;
vor fi pastrate toate componentele care au o valoare a variantei

explicate cel putin egald cu acest prag.

In cele ce urmeaz3, prezentdm doud exemple de utilizare a PCA, unul in care
reducem dimensiunile alegand la parametrul ,dimensionality reduction”
optiunea , fixed number”, iar la celdlalt , keep variance”. Profitam de ocazie
pentru a ilustra utilizarea matricei de varianta-covarianta, respectiv
extragerea rezultatelor obtinute. In ambele exemple am folosit un set de date
cu putine cazuri si sase atribute de interes, trei care mdsoard satisfactia
angajatilor si trei nivelul de frustrare. Scorurile iau valori in intervalul 1-6,
unde 6 indici un nivel ridicat de satisfactie, respectiv frustrare. In acest

context am tratat toate atributele ca numerice.

In exemplul din Figura 6.6-7, prima datd am calculat matricea de varianté-
covariantd (aceasta e folositd ca imput pentru PCA), apoi am ales sa extragem
un numadr fix de componente (doud). Conform asteptdrilor teoretice,
indicatorii aferenti unui concept coreleaza pozitiv intre ei, respectiv negativ
cu indicatorii celuilalt concept. Dimensiunile (componentele) rezultate sunt
ortogonale (corelatie zero). Intuitiv, prima componentd madsoara starea
pozitiva, adicad satisfactie mare si frustrare redusa. Cu cat valoarea acestei
componente este mai mare, cu atat angajatul declara o stare relativ mai
pozitiva. A doua componenta pare sa masoare situatia in care angajatul este
satisfacut si frustrat in acelasi timp. O astfel de situatie poate fi una reald,
respectiv poate fi rezultatul erorilor de mdsurare (respondenti care au ales

scoruri mari fara a citi suficient de atent formularile itemilor).
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Figura 6.6-7. Analiza componentelor principale (Principal Component Analysis) (1)

Pasul 1, Retrieve employee._... Multipty Join

Ny . . » ot inp out @ et @ joi )
Conectam datele si operatorii c . Covariance Matrx 2) '
conform imaginii aldturate (a ':
se vedea si procesul). -

Covariance Matrix

Qe g e
= ]

Pasul 2: Parameters
Dorim sa péstrém doua [T} PCA (Principal Component Analysis)
Componente prmc1pale. dimensionality reduction “* fixed number v |@
number of components 2 @
Rezultat: Attribut.. = work fr... work fr... work fr.. = jobsati.  jobsati. = job sati..
Matricea de variantd- workfrus... 2510 1513 1.810 0707 0885 -0.694
covariantd initiala.
. . workfrus.. 1613 2508 1564 0701 0829 0578
Covariantele sunt diferite de
zero. Variantele sunt in workfrus.. 1.810 1564 2690 0828 1214 0732
intervalul 1.1-2.5. job satisf.. -0.707 0701 0.828 1.356 1213 0.891
jobsatist.. -0.885 -0.829 1214 1213 1717 1043
. sy . jobsatist..  -0.694 0578 0732 0.891 1043 1116
Matricea de varianta-covari-
anta a componentelor. Covari-
antele sunt zero (componentele Attribut.. | pc_1 pc_2
nu coreleaza). Prima compo- P 7442 0,000
nentd are o varianta semnifica- vz 2,000 207
tiv mai mare comparativ cu a
doua.
work fr... work fr.. | workfr.. jobs.. jobs.. | jobs.. pc_1 pc_2
Fragment din setul de date s ® g : 4 4 3262 | 010
produs: valorile atributelor 2 4 2 6 6 6 2257 | 1072
initiale vs. valorile 5 3 3 5 5 4 0415 -0.001
componentelor. & 6 6 6 3 3 4538 1067

Distributia cazurilor inainte si dupa PCA

pe2

job satisfaction 1
job satisfaction 2

i 2 5 s 5 6 1 2 s s s 6
work frustration 1

job satisfaction 1 pet
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In exemplul secund (Figura 6.6-8), prima dati am normalizat atributele

(scoruri z), apoi am folosit scorurile normalizate ca input pentru PCA. Am
ales sa pastram un numadr de dimensiuni (componente) care Impreund sa
insumeze 70% din varianta initiala a datelor. La final am extras rezultatele
folosind operatorul ,Apply Model”. Prima componentd indica situatia
pozitiva (frustrare redusa si satisfactie mare) si este responsabila pentru 61%
din varianta datelor. A doua componenta coreleaza pozitiv cu toti indicatorii
(angajati care sunt simultan frustrati si satisfacuti) si retine 19% din varianta

datelor.

Figura 6.6-8. Analiza componentelor principale (Principal Component Analysis) (2)

Pasul 1: Retrieve employee _... HNormalization PCA
3 1 11 out exa [T exa exa [T exa
.Cone.ctfi.m datele si operatorii c?nform c @ B -
imaginii aldturate (a se vedea si Apply orel

"~ o (] mod lab [}
mo al
rocesul). .
p ) Select Attributes { unt mad )

Pasul 2:
Dorim sd pédstram toate componentele
principale pana la pragul de 70%

Parameters

_——‘;, PCA {Principal Component Analysis)

Varianté explicaté Cumulativé dimensienality reduction % keep variance v
variance threshold 07

Rezultat: Comp PC1 PC2 PC3 PC4 PC5 PC6

Relatia dintre compo- work frustration 1 -0.39 0.46 0.25 0.61 -0.40 0.21

nente si atribute. PC1 work frustration 2 -036 | 047 | -0.77 | -0.17 0.18 0.04

combini satisfactia si work frustration 3 -0.41 0.35 0.55 -0.46 0.24 -0.37

lipsa frustririi T job satisfaction 1 042 | 041 | 019| 015| 064 | 044
job satisfaction 2 045 | 035 | -0.11 031 | -0.04 | -0.76
job satisfaction 3 041 ] 040 0.04 | -052 | -0.59 0.24

Varianta explicata si
varianta explicata cu-

150

Comp | SD | Var | VarC

mulats. Primele dous | - - ! PC1 | 191 | 061 | 061
componente refin pCc2 | 1.07 | 019 | 0.80
61%, respectiv 19%

PC3 0.65 | 0.07 0.87
PC4 0.58 | 0.06 0.93
PC5 0.51 | 0.04 0.97
PC6 0.41 | 0.03 1.00

din varianta totala.
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Atributele initiale vs.

quit | age  te. WO.. WO.. WO. job.. job.. job.. | id  quit pc_1 pc_2
componentele.

1 o % 6 5 5 6 5 4 4 1 m 1982 0855
2 8 31 2 4 2 6 5 § 2 o 1812 0482
3 yes 4 42 5 3 3 5 5 4 3 yes 0430 0104
4 om0 44 T4 6 8 6 6 3 3 4 o 2823 17144

5 no 41 104 5 5 6 5 2 5 5 no -2.271 0709

Principal Component Analysis (Kernel) (Kernel PCA)

In cazul PCA, componentele sunt combinatii liniare ale atributelor initiale.
Daca datele (relatiile dintre atribute) sunt complexe, non-liniare, PCA nu le
poate separa. Pentru astfel de date avem nevoie de o extensie a PCA, si anume
kernel PCA. Kernel este un nume generic dat metodelor care fac posibila
folosirea unui clasificator de tip liniar la o problema non-liniara prin
translatarea datelor non-liniare intr-un spatiu cu mai multe dimensiuni (egal
cu numarul de cazuri). Translatarea se face fara a fi necesara calcularea
efectiva a coordonatelor cazurilor in noul spatiu. Astfel, pentru a putea
separa liniar datele, kernel PCA (1) calculeaza distantele dintre fiecare
pereche de cazuri, (2) aplica functia kernel acestei matrice, apoi (3) supune
datele unei analize PCA obisnuite. Altfel spus, kernel PCA proiecteaza datele
intr-un spatiu cu mult mai multe dimensiuni decat cele initiale (exact opusul
a ceea ce face PCA), identifica In acest nou spatiu o functie liniara care separa
datele cat mai bine, apoi transforma functia gasitd in spatiul original.

Atributele pot fi combinate non-liniar intr-un numar foarte mare de moduri
(putem folosi multe functii, fiecare cu diferite valori ale parametrilor
specifici). Acest lucru creste foarte mult complexitatea calculelor. Prin
urmare, spre deosebire de PCA, atunci cand numadrul de cazuri este foarte
mare, kernel PCA va rula mult mai lent. Similar cu PCA, kernel PCA poate
gestiona usor un numadr mare de atribute.

Putem alege intre diferite tipuri de kernel: dot, radial, polynomial, sigmoid,
anova, epanechnikov, gausian_combination, multiquadratic. Cu exceptia
tipului dot, pentru toate celelalte avem posibilitatea sa setdm wvalorile

parametrilor specifici.
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Figura 6.6-9. Analiza componentelor principale (Kernel) (Principal Component Analysis
(Kernel)) (Kernel PCA)

Pasul 1: ) -

Retrieve || 2 Hor PCA (Kernel)
Conectdm datele si , oo - v g e
operatorii conform v e o
. o e v pre pre
imaginii alaturate (a v i

se vedea si procesul).

Pasul 2:
Am lasat valorile im-

Parameters

[ PCA (Kernel) {Principal Component Analysis (Kernel))
plicite ale parametri-

kernel type % radial v
lor.

kernel gamma 1.0
Rezultat:

id quit work f. work f. work . job s. job s. job s.
Fragment din setul de 1 no 0943 0973 1532 -0061  -0484 -0.940
date produS: valorile 2 no 0,951 0.353 -0.907 0798 1042 0952
normalizate ale atri- 3 yes 0943 0266 0207 D061 0279  -0.940
butelor originale VsS. 4 no 1574 1.592 1.532 0798 1247 -1.887
valorile componente— 5 no 0.943 0.973 1.532 -D.081  -2010  0.006
lor. id quit kpc_1 kpc_2 kpc_3 kpc_4 kpc_5 kpc_6 kpc_154  kpc_155 kpc_156
Numarul componen- 1 no 0.021 -0.018 0044 -0.024 -0.023  0.065 0.021 0.001 0.040
telor este 156 (acelasi 2 no 0.069 0.104 0.040 -0.130 0216 -0.107 0.164 0.235 -0.053
cu numarul de ca- 3 yes 0.037 0.005 0.011 -0070  -0045 0023 -0.050 0752 0.102

. 4 no 0.001 0087 0003  -0007  -0008  -0091 -0.000 -0.012 -0.029

zuri).

5 no 0014 0158  -0058 0019 0.001 0.003 0.000 0.026 0.005

Analiza componentelor independente (Independent Component Analysis)
(ICA)

ICA este utilizatd pentru a identifica factorii aflati in spatele unor atribute.
ICA reuseste adesea sa gaseasca structura ascunsa a datelor chiar si iIn
situatiile in care metodele clasice (PCA sau analiza factoriald) esueaza
(Hyvarinen et al., 2001). ICA are la baza doua asumptii, ambele relativ la
componente: (1) sunt statistic independente si (2) au o distributie non-
gausiand (nu urmeaza o curba normald). Principalele aplicatii ale ICA au in

comun separarea unui semnal audio astfel incat sa reproduca separat sursele
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originale ale acestuia. ICA este mai putin utilizatd in stiintele sociale

deoarece, cel mai adesea, nu stim daca prima asumptie este indeplinita sau

nu (componentele sunt statistic independente).

In Figura 6.6-10 am reluat analiza prezentatd in cazul PCA, de aceasta data
folosind ICA. Cele doua componente rezultate par sa fie similare cu cele
obtinute in cazul PCA. De exemplu, prima componenta coreleazd negativ cu
atributele care masoara frustrarea (-0.478, -0.423, -0.563), respectiv pozitiv cu
atributele ce masoara satisfactia (0.911, 0.927, 0.895). Fiecare dintre cele trei
atribute asociate unui concept (frustrarea, satisfactia) are o contributie
similara la scorul primei dimensiuni. Atributele asociate satisfactiei au o

contributie relativ mai mare comparativ cu atributele asociate frustrarii.

Figura 6.6-10. Analiza componentelor independente (Independent Component Analysis) (ICA)

Pasul 1: Retrieve employee ... Hormalization ICA

Conectam datele si oo w [ e os [ em
.. . R

operatorii conform v e e

. T o o

imaginii alaturate (a

ginit al ( v v
se vedea si procesul). Salect Attributes
Pasul 2:

Parameters

Dorim sa pastram
doud componente

:1 ICA (Independent Component Analysis)

dimensionality reduction % fixed number v |@
principale.
number of components 2 (6]
aigorithm type deflation v |@
function logcosh v |@
alpha 10 (6]
Rezultat:
Fragment din setul de id | quit = workf.. workf. ~workf. & jobs.. jobs.. jobs.. | id quit ic_1 ic_2
date produs. ValOI‘ﬂe 1 no 0.943 0973 1.532 -0.061 -0.484  -0.940 1 no -0.620 1.158
normalizate ale atri— 2 no -0.951 0.353 -0.907 0798 1.042 0953 z no 1.052 0.022
butelor originale vs 3 yes 0943 0266 0297 D061 0279 0940 3 jes 0250 0.006
. 4 no 1574 1502 1532 0798 1247 1887 4 0912 1583
valorile componente- "
5 na 0.943 0973 1532 -0.061 -2010  0.006 5 no 0815 1.003

lor.
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Descompunerea in valori singulare (Singular Value Decomposition)
(SVD)

SVD reduce numadrul de atribute dintr-un set de date. Reducerea este cu atat
mai mare cu cat atributele respective sunt dependente liniar unul de altul.
SVD este o generalizare a PCA (sau PCA este o particularizare a SVD). Si in
acest caz putem alege un numdr fix de atribute sau un prag pentru varianta
cumulatd retinuta. Reluarea analizelor anterioare folosind SVD produce o
solutie similara (Figura 6.6-11). De aceasta datd, primele doud componente

retin o pondere relativ mai micd din informatia initiala (58%).

Figura 6.6-11. Descompunerea in valori singulare (Singular Value Decomposition) (SVD)

Pasul 1: Retrieve e Hormalizati SVD
Conectam datele si operatorii con- oo [ e w g s
. s i e
form imaginii alaturate (a se vedea " -
e e

si procesul).

Pasul 2:
Dorim sa pastram doud compo-
nente principale. Alternativ, putem

Parameters

_—7: SVD (Singular Value Decomposition)

. . . o C .o dimensionality reduction fixed number v | ®
indica varianta cumulatd minima
dorité. dimensions 2 ®
Rezultat: Comp SV %SV CumSV | Cum%SV
Descrierea componen- SVD 1 23.81 0.37 23.81 0.37
telor rezultate: valorile, SVD2 13.36 0.21 37.17 0.58
proportiile, valorile cu- SVD 3 8.12 0.13 45.29 0.71
mulate, proportiile cu- SVD 4 7.27 0.11 52.56 0.82
SVD 5 6.32 0.10 58.88 0.92
mulate. SVD 6 5.09 0.08 63.97 1.00
Fragment din setul de - - - -
date produs: valorile : :
. . id  quit workf. workf. | workf. jobs. jobs.. jobs.. | id quit svd_1 svd_2
normalizate ale atribu-
o 1 no 0943 0973 1532 0061 0434 0940 1 no 0083 0064
telor orlgmale vs. valo- 2 no 0951 0353 0907 0798 1042 0953 2  no 0076 -0.036
rile Componentdor- 3 yes 0043 0266 0207 0061 0270 0940 3 yes 0.018 0.008
4 no 1574 152 1512 0798 1247 187 4 no 0419 0086
5 no 0943 0873 1532 0061 2010 0006 5 o 0085 0053
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Harta auto-organizata (Self-Organizing Map) (SOM)

SOM (numitd si Kohonen map) este un tip de retea neuronald care este
antrenatd folosind o tehnica nesupervizata (nu urmareste predictia unei
variabile dependente, doar identificarea relatiilor dintre mai multe variabile,
toate cu acelasi statut). SOM este utilda pentru a vizualiza date
multidimensionale intr-un spatiu bidimensional (de obicei). Utilizatorul
poate specifica numdrul de dimensiuni si o serie de alti parametri care
definesc reteaua neuronala (marimea retelei, numarul de runde de invatare,

rata de invatare la start si la final, raza sferei la start si la final) (Figura 6.6-12).

Figura 6.6-12. Hartd auto-organizatd (Self-Organizing Map) (SOM)

Pasul 1: Retrieve - Nor izati SOM
Conectam datele si operato- co- e o e
.. . s 1y = E#
rii conform imaginii alatu- v " *
= o
rate (a se vedea si procesul). v v
Pasul 2: P
arameters
Dorim sa péstrém dOUé di- [7Z SOM (Self-Organizing Map)
mensiu]’li. return preprocessing madel @
Valorile parametrilor sunt namberofdmensions. |2 ®
cele implicite. Net size
net size 10 @
(mérimea retelei e 10), deci
. v o training rounds 30 @
valoarea maxima luata de
fiecare dintre dimensiunile TR o8 @
rezultate va fi 9. leamning rate end 0.01 ®
adaption radius start 10.0 @
adaption radius end 10 @
Rezultat:
. quit work f..  work f... work f..  jobs.. jobs.. jobs.. id quit SOM_0 SOM_1
Fragment din setul de 1 no 0943 0973 1532 0061 0484 0940 1 no 7 9
date PrOdUSZ valorile 2 no 0951 0353 0907 0798 1042 0953 2 no 9 4
normalizate ale atri- 3 yes 0043 0266 0207  -0.061 0279 0940 3 ves 2 3
butelor originale VS. 4 o 1574 1592 1532 0798 1247 1887 4 no 5 9
valorile Componente— 5 no 0.943 0973 1532 0081 -2010 0008 & - 8 7
lor. Valoarea maxima win e
“ SOM 0 N 0 0 9 1763
este 9 (10-1). - K
Min Mex Average
¥ SOM_1 Numeric 0 0 9 4.699
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»Curdtarea” si transformarea datelor (Cleansing)

Descrierea statistica a unui atribut (Statistics)

Pentru fiecare atribut din setul de date, operatorul Statistics prezinta diferite

tipuri de informatie cu privire la distributia valorilor (Figura 6.6-13). Pentru

toate atributele este inclus un grafic de tip histogramad. Pentru atributele

numerice sunt prezentate patru masuri statistice: valoarea minimd, maxima4,

media si abaterea standard. Pentru atributele non-metrice este inclus un tabel

cu frecventele absolute si relative (procente). Pentru toate atributele sunt

calculati cativa indicatori utili pentru evaluarea calitdtii datelor. Situatiile

problematice sunt semnalate prin colorarea in rosu a indicatorilor si valorilor

acestora (culoarea verde indica situatia de preferat, date de calitate, iar gri o

situatie intermediard). Indicatorii sunt:

missing: ponderea cazurilor cu valori lipsd; ne dorim sa fie o pondere
cat mai micd, nula de preferat;

infinite: ponderea cazurilor care au valori infinite; ne dorim sa fie o
pondere cat mai mica, nula de preferat;

ID-ness: ponderea cazurilor care i-au valori diferite (similar cu un
atribut de tip id); ne dorim sa fie o pondere cat mai mica, nula de
preferat; se calculeaza simplu, impartind numarul de valori diferite la
numarul de cazuri;

stability: ponderea cazurilor care i-au aceleasi valori; ne dorim sd fie o
pondere cat mai mica, nula de preferat; in cazul atributelor non-
metrice, cu putine categorii, ponderea poate fi mare; pentru a calcula
acest indicator impartim numarul de cazuri care i-au valoarea cea mai
frecventa (cu exceptia categoriei valoare lipsa) la numadrul total de
cazuri valide;

valid: ponderea cazurilor valide; se calculeaza scazand din total (100%)
scorul la indicatorii missing, infinite, id-ness, stability;

text-ness: atribute care par sa fie de tip text.
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Figura 6.6-13. Outputul produs de operatorul Statistics

< > 4 £ >
Summar’ Distribution
v Summary Top Values
8B Number
@ categony
U r—
Missing: 1.92% I "
Infinite: 0.00% Missing: 0.00% s
’ Infinite: 0.00% 50
¢ — D-ness: 1.28% 2
alid: 64.63% 5 3w % 4 4 s 5 e o5 70 bl 75 009
Stabili 6 .

Statistics valid: 23.72% o ves

Name Value 2 Distinct Values:
Minimum 23
Maximum 70 Valuo Count Percentage

Average 40621 no "7 75.00%

Standard Deviation 10.828 yes 39 25.00%

Atributele care au o calitate redusa conform acestor indicatori merita o atentie
speciala. Functie de situatia concreta, astfel de atribute pot fi eliminate din
setul de date, corectate sau transformate. Sa presupunem ca dorim sa
importam in RapidMiner un set de date Excel (sau csv). Acesta include un
atribut care intr-un singur loc are si alte caractere decat cifre. La importare
atributul va fi identificat ca atribut de tip categorial. Dacd vom corecta
eroarea inainte de import, atributul va fi identificat corect ca metric. in cazul
atributelor cu valori lipsd putem decide sa eliminam atributele care au o
pondere foarte mare a cazurilor fard valori, respectiv sa inlocuim valorile

lipsa atunci cand ponderea nu este mare.

Masuri ale calitatii datelor (Quality Measures)

Acest operator prezintd intr-un format tabelar diferiti indicatori care masoara
calitatea atributelor dintr-un set de date (Tabelul 6.6-1. Outputul operatorului
Quality Measures). Cu exceptia indicatorului Correlation, toti ceilalti au fost
discutati anterior. Correlation se refera la coeficientul de corelatie Pearson (ia
valori in intervalul [-1-1], unde -1 indicd o corelatie negativd maxima, 1
corelatie pozitivd maxim4, iar 0 absenta corelatiei). In acest caz e vorba despre

corelatia dintre acel atribut si atributul label. De exemplu, corelatia dintre

pardsirea companiei si varsta este 0.043.
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Tabelul 6.6-1. Outputul operatorului Quality Measures

Attribute Correlation ID-ness Stabillity Missing Text-ness
age 0.043 0.276 0.059 0.019 0
tenure (months) 0.008 0.526 0.058 0.0086 0
work frustration 1 0.002 0.038 0256 o o
work frustration 2 0.002 0.038 0.263 o o
work frustration 3 0.005 0.038 0282 o o
job satisfaction 1 0.046 0.038 0.468 o} o}
job satisfaction 2 0.010 0.038 0.397 0 0
job satisfaction 3 0.043 0.038 0.449 o} o}
intent to quit 0.040 0.038 0.342 0.006 0
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7. UTILITARE (UTILITY)

Fereastra Operators din RapidMiner Studio contine o sectiune numita Utility
unde sunt grupati tematic o serie de operatori care au In comun faptul ca
usureaza lucrul cu seturile de date, respectiv ajuta la construirea si rularea
proceselor. Acesti operatori sunt un fel de unelte care ne fac munca de pregatire
si analizd a datelor mai usoara. Grupadrile tematice sunt urmatoarele:

- Scripting: scripturi sau sintaxe; ne ajutd sa ruldm in RapidMiner
comenzi din alte programe; desigur, aceste programe trebuie sa fie
instalate, iar calea spre fisierele executabile ale acestora sd fie definitd;
putem rula comenzi in SQL, Python si R; putem rula propriul cod Java
(in cazul in care RapidMiner nu contine comenzile dorite) sau comenzi
din alte programe (Windows);

- Process Control: aici apar o serie de operatori necesari pentru a

gestiona rularea proceselor, grupati in cateva sub-categorii:

o Loops: contine o serie de operatori care permit rularea automata a
aceleiasi comenzi in cazul unei multimi definite de elemente (seturi
de date, cazuri, atribute, valori etc.);

o Branches: acesti operatori pot rula la un moment dat un singur
sub-proces din doud sau mai multe posibile, functie de conditiile
definite de utilizator;

o Collections: permit lucrul cu obiecte si colectii de obiecte; de
exemplu, putem combina mai multe obiecte intr-o colectie de
obiecte (Collect) sau putem selecta un obiect dintr-o colectie
(Select);

- Exceptions: ne ajuta sa gestionam situatiile pe care le consideram a fi o

exceptie;
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- Altele: operatorul Remember salveaza un anumit obiect (de exemplu,
setdrile parametrilor unui operator) pentru a putea fi folosit ulterior cu
ajutorul operatorului Recall;

- Macros: permite lucrul cu macrocomenzi (macros); folosind acesti
operatori putem defini macrocomenzi, genera sau extrage
macrocomenzi; 0 macrocomanda reprezintd o modalitate generica de a
ne referi la o serie de elemente, 0 comanda care aplicd automat un set
de comenzi cu scopul de a realiza 0 anumita sarcind / activitate;

- Files: aceste comenzi ne ajutd sa lucram cu fisiere; putem deschide,
scrie, redenumi, copia, muta, sterge un fisier; suplimentar, putem crea
un folder, o arhiva, adduga fisiere la o arhiva;

- Annotations: ne ajuta sa lucram cu comentarii relativ la obiecte (sa
addugam comentarii, sd le extragem);

- Logging: acesti operatori aplica diferite comenzi in relatie cu fisiere de
tip log; fisierele de tip log stocheaza comenzile realizate si rezultatele
obtinute In urma rularii unui proces; folosind acesti operatori putem
scrie intr-un fisier rezultatele obtinute In urma rularii unei comenzi
repetitive sau putem transforma un fisier log intr-un alt tip de fisier
(ponderari, date);

- Data Anonymization: ne ajutd sd anonimizam atributele de tip
nominal (de exemplu, dacd setul de date contine un atribut cu numele
angajatilor, putem folosi operatorul Obfuscate pentru a inlocui numele
cu alte caractere alese aleator);

- Random Data Generation: operatorii inclusi au rolul de a genera seturi
de date potrivite pentru diferite tipuri de probleme practice precum
analiza unei campanii de promovare directd a unui produs (Generate
Direct Mailing Data), pardsirea companiei (Generate Churn Data),
analiza vanzarilor (Generate Sales Data), analiza tranzactiilor (Generate
Transaction Data); putem genera un set de date care sa contina atribute
definite de noi folosind diferite functii;

- Misc: putem trimite un email (Send Mail), amana rularea unui proces
(Delay) etc.;

- Altele: multiplicarea unui set de date (Multiply); realizarea unui sub-

proces (Subprocess), adica a unui proces care contine alte procese;
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programarea executiei unui proces la o anumita data si ora (Schedule

Process); rularea unui proces (Execute Process).

In cele ce urmeazi vom ilustra utilizarea doar a unora dintre aceste categorii
de operatori si doar a unora dintre operatori. Alti operatori din aceasta
categorie majord au fost utilizati in cadrul unora dintre procesele prezentate
pe parcursul acestui manual, iar altii vor aparea in procesele prezentate in

volumele urmatoare ale acestui manual.

7.1. Macro-comenzi (Macros)

Un macro (macro-comandd) este o instructiune singulara care se extinde
automat la un set de instructiuni cu scopul de a realiza o actiune (task)
specifica. O macrocomanda reprezinta o modalitate generica de a ne referi la
o serie de elemente, 0 comanda care aplicd automat un set de comenzi cu
scopul de a realiza 0o anumitd sarcind / activitate. Conceptul de macro este
similar cu conceptul de variabila globala dintr-un limbaj general de

programare.

Valorile asociate unui macro sunt inerent de tip string / text dar acestea pot fi
evaluate in diferite moduri: ca text, formuld sau nume de atribut. Pentru a
defini un macro trebuie sa-i dam un nume si sa-i atribuim o valoare (text,
numar, formuld, nume atribut), direct sau indirect. Pentru a ne referi la un
macro folosim expresia , %{denumire_macro}’. Atunci cand va intalni un
operator in cadrul cdruia a fost folosita aceastd expresie, RapidMiner va
inlocui expresia cu valoarea asociatd acelui macro si doar apoi va rula
operatorul respectiv. Daca folosim expresia , eval(%{denumire_macro})”,
RapidMiner va intelege cd valoarea asociatd acelui macro reprezinta o
formula (expresie matematica). Daca folosim expresia , #{denumire_macro}”,

RapidMiner va intelege ca valoarea asociatd acelui macro reprezintd numele

unui atribut.
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Set Macro

In Figura 7.1-1 am prezentat un exemplu de utilizare a operatorului ,Set
Macro”. Prima datd am definit macro-comanda atribuindu-i un nume
(conditial) si o valoare (none), apoi am facut referire la acel macro in
interiorul operatorului ,Filter Examples”. Pentru a indica faptul cd e vorba
de un macro am folosit succesiunea de caractere ,,%{denumire_macro}”,
adica ,%{conditial}” In acest caz. Aplicind acest macro am indicat
operatorului , Filter Examples” cd dorim sd retinem doar cazurile care la

atributul pension au ales varianta de raspuns none.

Figura 7.1-1. Exemplu de utilizare a operatorului , Set Macro”

Pasul 1: o ) ]
N Set Macro Labor-Hegotiations Select Attributes Filter Examples
Incédrcam setul de date o I oo -y
,labor_negociations” si Y v g
conectdm operatorii
precum in imagine. v
Pasul 2:

Parameters
La operatorul ,,Set
Macro” definim un B setmacro
macro: 1i atribuim un macro conditiat D
nume (conditial) si o
valoare (none). value none @
Pasul 3: W Create Filters: filters X
La operatorul , Filter

P S Create Filters: filters
Examples defmlm un Defines the list of filters to apply.
filtru precum in
imagine. Atentle la peﬂsmn| v equals v %{conditia1} rd x
format: %{conditial}.
Match all Match any Preselect comparators :_"_ Add Entry V OK x Cancel

Rezultat:

Row No. pension Row No. pension
Setul de date rezultat
. . 1 ? 1 none
include doar cazurile

. . 2 ret_allw 2 none

care la atributul pension
au ales varianta none. 3 empl_contr 3 none

4 2 4 none

5 ? 5 none

- 258 DATA MINING PENTRU $TIINTELE SOCIALE




Utilitare (Utility) 7 -

Set Macros

In Figura 7.1-2 am prezentat cateva exemple de generare a unor atribute
folosind mai multe macrocomenzi definite simultan cu operatorul ,Set
Macros”. Prima data am definit macrocomenzile, apoi le-am folosit pentru a
defini expresiile folosite pentru generarea atributelor. De exemplu, am
definit un macro pe care l-am denumit ,name_macro” si care ia valoarea
Teddy. In continuare, atunci cand vom folosi denumirea acestui macro,
softul va intelege cd e vorba de valoarea Teddy si va realiza actiunea
indicata (de exemplu, va cauta aceasta valoare, o va completa, va retine doar
cazurile care au aceasta valoare etc.). in cazul de fata, am folosit acest macro
pentru a genera un atribut care va lua valoarea Teddy pentru toate cazurile
(lower e pentru a scrie textul cu litere mici). Similar, am definit un alt macro,
denumit ,attribute_macro”, care ia valoarea atributului , working-hours”.
Apoi am generat un atribut denumit ,macro with attribute”. Valorile
acestui atribut vor fi egale cu suma dintre valoarea inregistrata la atributul

,working-hours” si 5.

Figura 7.1-2. Exemplu de utilizare a operatorului , Set Macros”

Pasul 1:
7 v < Labor-Hegotiations Select Attributes Set Macros Generate Attributes
Incarcam setul de date
out exa [T+ exa thr thr exa [+ exa
labor_negociations” si c i ja | il
” — g 5 « ori thr thr ori
conectam operatorii precum ¢ 4 v

in imagine.

N

Pasul 2: '!egml Edit Parameter List: macros >

La operatorul ,,Set Macros”
definim lista de macrocomenzi,
adica atribuim un nume, respectiv
indicam formula / valoarea pentru
fiecare macro.

Edit Parameter List: macros
/ The list of macros defined by the user

macro name values
name_macro Teddy
number_macro 42

expression_macro 23*7+11-sqri(9)+duration

|aﬂr|butefmacro| ‘worklng-hours

—; Remove Entry o Apply x Cancel
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Pasul 3: ‘!.;M Edit Parameter List: function descriptions s
La operatorul ,,Generate
; i Edit Parameter List: function descriptions
Attributes” denumim %/ List of functions to generate.
atributul nou apoi indicdm
functia Includem in attribute name function expressions
definirea functiilor numele e fower{name._macrol g
uneia dintre macro eval eval(%{number_macro}) * pow(2,2) + parse(%{number_macro}) B
macrocomenzile definite expression macro eval(%{expression_macro}) E
anterior. Atentie la format: # ‘macm with attribute] ‘ #attribute_macro} + 5 ]
0,
sau %{nume_macro}, | = |
I(Z/{{ - }’}) ___'i_ Add Entry _.; Remove Entry o Apply x Cancel
eval( 7oynume_macroy).
Rezultat:
S t‘ul d d ¢ class duration working-... macro macro eval expression macro macro with attribute
& e date
lt ti 1 d good 1 40 teddy 210 170 45
rezultat incluae
. good 2 35 teddy 210 171 40
cele patru atribute
noi good ? 38 teddy 210 ? 43
good 3 ? teddy 210 172 ?

Extract Macro

Pentru a extrage un macro folosim operatorul ,Extract Macro”. Putem

extrage patru tipuri de macro:

- number_of_examples: valoarea asociata macrocomenzii va fi egala cu
numarul de cazuri din setul de date;

- number_of_attributes: valoarea asociatda macrocomenzii va fi egala cu
numarul de atribute din setul de date;

- data_value: valoarea asociata macrocomenzii va fi egald cu valoarea
luata de atributul si cazul indicate;

- statistics: valoarea asociatd macrocomenzii va fi egald cu valoarea

indicatd de masura statistica selectata relativ la un anumit atribut.

In exemplul din Figura 7.1-3 am selectat doar cazurile care au o valoare mai
micd decat media In cazul atributului wage-inc-1st. Initial, setul de date
continea 40 de cazuri, media atributului wage-inc-1st era 3.6 iar valoarea
maxima 6.9. Dupa aplicarea macrocomenzii setul de date contine 21 de

cazuri, media atributului wage-inc-1st este 2.6 iar valoarea maxima 3.5.

- 260 DATA MINING PENTRU $TIINTELE SOCIALE




Utilitare (Utility) 7 -

Figura 7.1-3. Exemplu de utilizare a operatorului ,, Extract Macro”

Pasul 1:
~ o o Labor-Negotiations Select Attributes Extract Macro Filter Examples
Incarcam setul de date

K K . c out exa “ exa exa ? exa
,labor_negociations” si v v e
conectdm operatorii precum
in imagine.
Pasul 2:
La operatorul , Extract Parameters

Macro” alegem tipul de
macro numit statistics. La
parametrul macro dam un macro
nume, la statistics alegem
average, iar la , attribute
name” numele atributului.
Valoarea macro-ului va fi
egala cu media atributului attribute name wage-inc-1st v

wage-inc-1st.

B Extract Macro

wage_incJabove_mean

macro type W statistics v

statistics average A

Pasul 3: 10 Create Filters: filters x
La operatorul , Filter
Create Filters: filters.
Examples” deflnim relatia. ' Defines the list of filters to apply.
Vor fi selectate cazurile care
. . wage-inc-1st v < v | |ssiwage_inc_above_mean} ‘ 4 x
la atributul wage-inc-1st au
o valoarea mai mica decat < e — 2
Valoarea setaté prin macro. Match all Match any Preselect comparators ,__'i_ Add Entry «QK x Cancel
Rezultat. Mame koA Type Missing Statistics
Setul de date i W P
' wage-inc-1st Real 1 2 6.900 3.621
rezultat vla
include doar
cazurile cu valori Mame ko Type Missing Statistics
mai mici decat win =
“ wage-inc-1st Real 0 2 3.500 2605

media.

7.2. Comenzi repetitive (Loops)

Categoria Loops contine o serie de operatori care permit rularea automata a
aceleiasi comenzi in cazul unei multimi definite de elemente. Elementele pot
fi oricare dintre urmatoarele: fisiere, cazuri, atribute, valori, parametri,
etichete etc. De fiecare data cand dorim sa aplicdm aceleasi comenzi de mai

multe ori in acelasi timp, comenzile Loops sunt extrem de utile.
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Comenzi repetitive cu fisiere (Loop Files)

Sd presupunem ca dorim sa importam si salvam in format RapidMiner mai
multe fisiere Excel (sau de alt tip). Putem face acest lucru simplu, cu o singura
comandd ceva mai complexd, ,Loop Files” (Figura 7.2-1).5 Pentru a putea
identifica toate fisierele de tip Excel dintr-un folder trebuie sa generdm un

macro, respectiv sa definim tipul de fisiere cu ajutorul regex.

Figura 7.2-1. Importarea si salvarea mai multor fisiere Excel (Loop Files)

Pasul 1:
&L o Parameters
Incarcam operatorul , Loop
oy N . ) Loop Files
Files”. Observam ca este un
operator ,nested” = putem directory 3eriiturif2022 - Manual_DWMSS/OMSS1/DatelLoop_Files @
include alti operatori in el. fiter ype W regex vlo
La Parameters indicam
folderul, expresia regex filter by regex [a-zA-Z0-9\s]*\ xlsx 3 | @
(semnifica orice fisier cu ) .
’ recursive W
extensia xlsx), informatiile
relativ la macrocomanda. enable macros W @
Loop Files
macro for file name file_name @
(] inp O out |
ot ' macro for file type file_type @
macro for folder name folder_name @
Pasul 2:
A . . . Generate Macro Read Excel Store
In interiorul operatorului 5l - -
o thr n thr fil } out inp 1 thr
,,Loop Files” includem ] sl
inp thr thr
operatorii din imaginea
alaturata.
Pasul 3:
i Edit Parameter List: function descriptions x
La operatorul ,,Generate
Macro” defmlm macro- Edit Parameter List: function descriptions
The list of macro names together with the expressions
comanda din imagine which define the new macros
(elimind extensia xIsx din
. - macro name functions expressions
denumirea fisierelor —
~ . ‘ﬂ\e_name| replace(%{file_name}, "xlsx", ™) E
inainte de a le salva ca -
tabele Rapldeer) _-’ Add Entry _’“ Remove Entry o Apply x Cancel
La operatorul ,,Read
Excel” lasam valorile
implicite ale parametrilor.

57 Prezentare video: https://academy.rapidminer.com/learn/video/extracting-data-demo.
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La operatorul ,Store”

In loc de numele fisierelor
vom trece denumirea
macrocomenzii.

Rezultat:
Observam ca toate cele
sase fisiere Excel au

¥

Result History

100 bjectCollection

4 100bjectCollection (Loop Files)

=

Openin Tw} Turbo Prep

. e N Parameters
indicdm folderul in care 1 5
ore
dorim sd salvam fisierele.
repository entry IDate/Loop_Filesi%{file_name} @

ﬁ Auto Model

fost importate si M| Exampieset
. . Hl ExampleSet Data
salvate ca fisiere Row No. Customerid | DateChurn
X R ’ . Ml ExampleSet
RapidMiner de tip i Sampleset 1 16 Apr 3, 2012 6.
A
tabel (set de date). Bl Exampleset Ey 2 20 Apr19,2013 ..
[l Exampleset Statistics 3 25 Apr22,2013 .

Comenzi repetitive cu atribute (Loop Attributes)

Sd presupunem cd dorim sa calculdm diferenta dintre valorile unui atribut si
media acelui atribut pentru toate atributele numerice dintr-un set de date.
Putem face acest lucru folosind o singura comandad, ,Loop Attributes”

(Figura 7.2-2).

Figura 7.2-2. Generarea mai multor atribute simultan (Loop Attributes) (1)

Pasul 1:

Incircam setul de date si il
conectam la operatorul
,Loop Attributes”.
Valorile parametrilor sunt

Retrieve employee_...

Loop Attributes

coul
v

Parameters

cele din imagine. Indicdm © Loop Attributes

faptul ca dorim sa selectam smueerpe

value_type

toate atributele de tip value type numeric ML
numeric $1 Cé numele use value type exception (6]
macrocomenzii este
invert selection @

loop_attribute.
include special attributes (6]
attribute name macro loop_atiribute ®
reuse results ¥ ®
enable parallel execution ®

¥
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Pasul 2: Extract Macro Generate Attributes

In interiorul operatorului e g
, Loop Attributes” includem
operatorii din imaginea

alaturata. Parameters
Setdrile operatorului [ Extract Macro
,Extract Macro” indica macro avg [0
faptul ca dorim sa extragem mcrs e — e
media atributelor.

statistics average v |@

Setdrile operatorului
,Generate Attributes” indica attribute name %{laop_attribute) v @
faptul ca dorim sd generam o
serie de atribute, fiecare nou

. .. () Edit Parameter List: function descriptions b
atribut fiind calculat ca

Edit Parameter List: function descriptions

diferenté lntre VeChiUI 5/ List of functions to generate.
atribut si media vechiului
a tribu t attribute name function expressions
|Deviatian[%(\oap_aﬂribute))l | eval(%{loop_attribute}) - eval(%{ava}) E
___"_ Add Entry _.’” Remove Entry o Apply x Cancel
Rezultat:

. . . Result Histary & 100bjectCollection (Loop Attributes)
Observam ca a fost generatd

. . I00bjeciCollection =
o colectie de tabele, fiecare —— i Openin | Turbe Prep
tabel avand la final unul H Bampleset Data
. . A lationship...  StandardHo... Deviation(Ag...
dintre noile atribute || ey e N
E ExampleSet o v 80 4078
generate. i Examplesst iy Y high 80 12.076

Pentru urmadtorul exemplu (Figura 7.2-3), folosim tot operatorul ,Loop
Attributes”, de aceasta datda pentru a genera trei atribute care masoara

ponderea tranzactiilor realizate prin intermediul fiecarui canal de plata.>

Figura 7.2-3. Generarea mai multor atribute simultan (Loop Attributes) (2)

Pasul 1: Retrieve Hotel_Data Loop Attributes
Incdrcam setul de date .C out inp C) out
,Hotel_Data” si conectam inp out

operatorul ,Loop Attributes”.

4

% Prezentare video: https://academy.rapidminer.com/learn/video/loop-attributes.
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Pasul 2:
La operatorul , Loop Attributes”
setdrile sunt cele din imaginea

Parameters

) Loop Attributes.

o . atiribute filter type W regular_expression v @

alaturata.
Selectam doar atributele care au in regular expression *count* @
denumire cuvantul count. )
use except expression @

Numele macro este , loop_attribute”.
Selectam parametrul R
,reuse_attribute” pentru a include

include special attributes @
toate atributele noi in acelasi set de
atiribute name macra loop_attribute @
date P
reuse results W @

\

Pasul 3:
In interiorul operatorului ,,Loop
Attributes” includem operatorul i) Edit Parameter List: function descriptions X

,Generate Attributes”. Indicam
numele si functia asociate

atributelor care vor fi generate.
Pentru a indica toate numele, attribute name

Edit Parameter List function descriptions
—/ List of functions to generate.

function expressions
folosim macrocomanda definita e )

N K rQéu{loop_aﬂrlbute}l | eval(¥e{loop_attribute}TotalCount E
anterior (loop_attribute). La —

,function expressions” denumirea
macro apare ca eval(%{denumire}) — AddEnty || =, Remove Entry o Apply || P cancel
pentru a indica faptul ca e vorba de

0 expresie matematica.

Rezultat:
o o TotalCount Y X i 1y |_cheque countPaymentMethod_cash
Observam ca a fost
0 0 1

generat un tabel care

| R i 0 0333 0.667
contine la final noile

N 0857 0 0143
atribute generate. . 0500 0 0500

7.3. Alte comenzi utilitare

Fisiere de tip log (Log)

Executia unui proces, a unei componente a acestuia sau orice alta informatia
relativ la unul sau mai multi operatori (cum ar fi setdrile parametrilor) poate
fi inregistratd intr-un log. Informatia respectiva poate fi afisata in output
(perspectiva Results) sau poate fi salvatd ca fisier de tip log, date sau

PREGATIREA DATELOR iN RAPIDMINER STUDIO 265 -




- 7 Utilitare (Utility)

ponderari (weights). Pentru a inregistra astfel de date folosim operatorul Log.

Pentru a transforma informatiile colectate in log intr-un set de date folosim
operatorul ,Log to Data”. Exemplul din Figura 7.3-1 prezintd un astfel de

exemplu.

Figura 7.3-1. Inregistrarea unor informatii relativ la un proces (Log)

Pasul 1:
N . o Retrieve APS Failure... Loop Attributes Log to Data
Incdrcam setul de date -
; . | c out inp c, out
,Hotel_Data” si conectam inp out

v
v

operatorul , Loop Attributes”.

¥

Parameters

Pasul 2:
La operatorul ,,Loop Attributes”
setdrile sunt cele din imaginea

") Loop Attributes

1“ » attribute filter type W regular_exprassion v @
alaturata.
Selectam doar atributele care au in regular expression E s |@
denumire caracterul ,,_". e ©
Numele macro este ,loop_attribute”.
o . invert selection @®
Selectam parametrul , reuse_attribute”
pentru a include toate atributele noi include special attributes ®
in acelasi set de date. )
N aftribute name macro loop_attribute @
reuse results % @

¥

Pasul 3:
In interiorul operatorului ,,Loop

Attributes” includem operatorii Log Generate Attributes

si , Generate Attributes”. np
inp
La log definim cele doua tipuri de
informatii pe care dorim sa le
salvam.
i Edit Parameter List: log X

La , Generate Attributes” indicam e
numele si functia asociate
atributelor care vor fi generate.

Edit Parameter List: log
List of key value pairs where the key is the column name and the value
specifies the process value to log.

Pentru a indica toate numele, folosim ELIEDTEED | TETD

macrocomanda defmlté anterior Iteration Loop Attributes ¥ | value ¥ | iteration_number ¥

(IOOP attribute) La function |Aﬂribute\ ‘LuupAﬂnbules ¥ | value ¥ | attribute_name v
. . ” L -

expressions” denumirea macro | . .
_{i_ Add Entry ;; Remave Entry 0 Apply x Cancel

apare ca #{denumire} pentru a
indica faptul ca e vorba de numele
unui atribut.
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schimba tipul atributelor din
nominal In numeric.

Rezultat:

Observam cd aceleasi
informatiile cerute (iteratia si
atributul) au fost salvate intr-
un tabel de date, respectiv
apar in tabul log (salvat si el ca
fisier log).

Comanda parse e necesara pentru a

I!a_'l'l_“ Edit Parameter List: function descriptions

—

attribute name

Edit Parameter List: function
List of functions 1o generate.

|%{qup_aﬂributeﬂ

= Add Entry

= Remove Eniry

X
descriptions
function expressions
| parse(#{loop_attrinute}) ]
o Apply x Cancel

A

Result Histary

=

Openin | | Turbo Prep

Data
Row No. lteration
1 1
e
EX 5 2
Statistics 3 3

A ExampleSet (Log to Data)

Log

ﬁ Auto Model

Attribute
aa_000

ab_000

ac_000

Generarea unor tabele de date

Folosind operatorii din categoria , Utility/Random Data Generation” putem

genera diferite tipuri de date predefinite, respectiv definite de noi prin

indicarea numarului de atribute dorit si a functiilor asociate acestora. In

Figura 7.3-2 am prezentat cateva exemple de tabele generate cu astfel de

operatori.

Figura 7.3-2. Generarea unor seturi de date

Generate Data:
Indicam numarul dorit de cazuri, s 2 e e e Wi
atribute, intervalul de variatie al 0.961 2.426 5.258 3.629 -8.776 4707
atributelor, functia de generare 0721 0234 8581 7473 6816 7454
(random, sum, polynomial etc.).
0.304 2640 0.314 -4.380 1.370 8.331
Generate Direct
e label name age lifestyle zZip code family status car sports earnings
Mailing Data:
L. response d9vUIhHIF 63 cozily 35659 single practical badminton 88907
Indicam doar ) ) '
. K no response SnRGKIOL 24 cozily 55761 married expensive  badminton 78024
numarul dorit i ) '
. no response 14jVOBMT 21 cozily 66267 single practical soccer 96359
de cazurl. no response umsMIHG 33 healthy 89727 married expensive soccer 36671
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Generate Churn Data:

Indicim doar numarul dorit label Year1 Year2 Year3 Yeard Years

de CaZuri. terminate CollectInfor..  MNew Credit Additional ... Collect Info... Mothing
terminate Additional C...  Mew Credit Additional ... Collectinfo...  Mothing
ok Additional C Collect Infor. End Credit Collect Info End Credit
ok Mew Credit End Credit Mew Credit Collect Info...  Mothing

Rularea unui script R in RapidMiner Studio (Execute R)

In cazul in care dorim s rulim anumite comenzi in R din RapidMiner Studio
putem folosi operatorul , Execute R”. Firesc, pentru a putea utiliza acest
operator trebuie sa avem instalat softul R si s setdm in RapidMiner calea
spre fisierul executabil Rscript. In meniul RapidMiner, la Settings/
Preferences, alegem R Scripting, indicdm calea, apoi o testam si acceptam
(Figura 7.3-3).

Figura 7.3-3. Setarea locatiei fisierului executabil Rscript

I%l]l RapidMiner Studio Preferences X
el Configure the behavior and the display settings of RapidMiner Studio.
Filter: | Search for settings
_— A
Python Scripting R Scripting
R Scripting Path to Rscript executable C:/Program Files/R/IR-4.1.0/bin/Rscript exe @
Licenzes L ;
Additional R_LIBS paths » Edit Enumeration (0)... @
Database
~
v v
¢QK x Cancel

In exemplul din Figura 7.3-4 am ilustrat rularea a doud scripturi R din
RapidMiner in R (nu e nevoie sa deschidem R, scriptul va rula in
background). Prima datd am exportat un set de date din RapidMiner in R si
apoi l-am citit din nou in RapidMiner (cateva atribute doar).

Figura 7.3-4. Rularea unui script R in RapidMiner Studio (Execute R)

Pasul 1: Retrieve employee_... Execute R Execute R (2)
Incarcam setul de date si conectim inp o™ = @ = @
operatorul , Execute R”. v inp out inp out
inp inp
o o
¥
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Pasul 2: Parameters
La operatorul , Execute R” alegem G Execute R
parametrul script si introducem liniile — [ — o
de comanda R. Comenzile sunt puse
N . o scriptfile @
intre acolade. Scriptul 1 exporta datele
din RapidMiner in R, le scrie in format use defauit R o)
csv, iar scriptul 2 citeste fisierul csv si .
<A FRA ; use default R LIS paths )
returneaza In RapidMiner tabelul cu
atributele selectate.
M) Edit Parameter Text: script * ) Edit Parameter Text: script %
Edit Parameter Text: script Edit Parameter Text: script
7/ The R script to execute. The R script to execute.
1 rm_main = function{data) 1 rm_main = function{myfile)
2 { 2q
3 path = "rapidminer_file_test.csv" 3 print{'I received the following data set:')
4 # store example data in a file 4 data = read.csv(myfile)
5 write.csv(data, file = path) 5 # print the data we read from the file
6 # return the path of the file 6 print{data)
7 return(path) 7 # return part of the data
8 }l g return(datal[,c("Attrition™,"OverTime","Age™)])
el |
E Enlarge o Apply x Cancel E T QADDIY x Cancel
Rezultat: Row No. Attrition OverTime Age
Setul de date contine doar atributele P ves ves 41
selectate. 5 Mo o P
3 Yes Yes a7

Rularea unui script SQL in RapidMiner Studio (Execute SQL)

In Figura 7.3-5 am ilustrat rularea a doud scripturi SQL in RapidMiner. Prima
datd ne-am conectat la o baza de date online (conexiunea trebuie definita
anterior), am sters toate cazurile din tabelul churn si apoi am introdus trei
cazuri noi. La final observam ca tabelul churn contine doar cele trei cazuri.

Figura 7.3-5. Rularea unui script SQL in RapidMiner Studio (Execute SQL)

Pasul 1: Retrieve Conn_Post... Execute SQOL Execute SQL (2)
Realizam procesul din imaginea ) oo™ N o
aldturatd. Folosim conexiunea v thr thr thr thr
thr thr thr thr
PostgreSQL inclusa in folderul cu v s

procese aferent acestui volum.

Read Database Read Database (2) Read Database (3)

con } out con | out eon } out
— | — | — |
con con con
v B v B v

. 4
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Pasul 2:

Setdrile operatorului , Read
Database” indica faptul ca dorim
sa citim tabelul churn.

Pasul 3:

La operatorul , Execute SQL”
scriem comanda SQL ,DELETE
FROM churn;”. Aceasta comanda
sterge toate cazurile din tabelul
churn.

Observam ca setul de date afisat
nu contine niciun caz.

Pasul 4:

La operatorul , Execute SQL (2)”
scriem comenzile SQL din
imagine. Introducem astfel trei
cazuri in tabelul churn.

Rezultat:

Setul de date afisat (tabelul churn)
contine cele trei cazuri introduse
cu ajutorul scriptului SQL.

Parameters

%, Read Database

define query table name v | @
use default schema 6]
table name churn || B ®
prepare statement 6]
data management auto v | @
Parameters
Bl Execute SQL
query "' Edit Text (64 characters) ®
query file @
prepare statement @
ulll Edit Parameter Text: query X
LT .
Edit Parameter Text query
f S0L guery. If not set, the query is read from the file
T specified by "query_file’.
1 /*5tergem toate cazurile din tabelul churn®/
2 DELETE FROM churn;
7| Entarge o apply || P Cancel
) Edit Parameter Text: query X

Edit Parameter Text: query
/ SOL guery. If not set, the query is read from the file specified by ‘query_file"

1/*Introducem in tabelul churm angajatii care au pérdsit compamia*/
2 INSERT INTO churn(employee_id,churn_status) VALUES (108, demisie’);
3 INSERT INTO churn(employee id,churn_status) VALUES (111, concediere’);
4 TNSERT INTO churn(employee id,churn_status) VALUES (132, 'angajat|);

E Enlarge o Apply x Cancel

>

Row No. employee_id churn_status
100 da

2 111 da

3 132 da
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8. PREGATIREA ASISTATA A DATELOR
(TURBO PREP)

Perspectiva Turbo Prep ofera o modalitate simpla, rapida si intuitiva pentru
a pregati un set de date pentru analiza.>® Toti pasii necesari si posibili In
cadrul unui proces de pregatire a unui set de date sunt sugerati, utilizatorul
avand posibilitatea de alege operatorii potriviti si seta rapid parametrii
acestora. Pasii de urmat pot fi structurati astfel:

- Incdrcarea unui set de date (Load Data): putem accesa ultimele seturi
de date folosite, incdrca un set din Repository, importa un set de date;

- alegerea uneia dintre categoriile de comenzi Transform, Cleanse,
Generate, Pivot sau Merge; pot fi alese mai multe categorii, pe rand;
categoriile sunt active doar dupa ce am incdrcat un set de date;

- alegerea comenzilor (una sau mai multe) din categoria selectats;
aplicarea comenzii; comenzile sunt active doar dupa ce am ales anterior
o categorie de comenzi;

- comanda finala (Commit); alegand aceastd comanda indicadm faptul ca
dorim sa aplicam definitiv toate comenzile performate;

- salvarea tuturor comenzilor performate intr-un proces.

8.1. Turbo Prep: incircarea si inspectarea unui set de date
(Load Data)

Prima optiune oferitd de perspectiva Turbo Prep este incarcarea unui set de
date Figura 8.1-1. Suntem avertizati cd nu am selectat niciun set de date si ca

% Pentru un exemplu extins pot fi consultate textul lui Ingo Mierswa, , Data prep and machine
learning made fun, fast and simple” (https://rapidminer.com/blog/data-prep-machine-
learning/) si prezentarea video pe aceeasi tema , Intuitive Data Prep for Machine Learning”
(https://rapidminer.com/resource/data-prep-machine-learning/).
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trebuie sa Incarcam unul. Dacd nu stim cum sd facem acest lucru putem
urmadri un scurt video in care ne sunt prezentati pasii de urmat (linkul apare
pe pagina respectiva, direct in soft). Categoriile de comenzi disponibile nu

sunt deocamdatd active. Ele vor deveni active doar dupa incdrcarea unui set
de date.

Figura 8.1-1. Perspectiva Turbo Prep la start

@) <new process> — RapidMiner Studio Educational 9.10.001 @ Mircea2017

File Edit Process View Conneclions Seffings Exlensions Help
H - b - . Views: Design Results Turbo Prep Auto Madel Deployments
Turbo Prep

Data Sets

Add new data sets on the left. Details for the selected data are shown below. You can change the data with the following acliens. @

~+ LOAD DATA

<<« Start by loading some data!

Once you have some data, you can edit it with the actions above
Want to learn more? Waich a quick getting started video

Putem incarca un set de date folosind una dintre optiunile disponibile (Figura
8.1-2). Astfel, putem sd alegem un set de date care a fost utilizat recent
alegand setul dorit dintre cele care apar in fereastra din stanga (Recent Data
Sets). Alternativ, putem importa un set de date (Import Data) sau alege unul
inclus in folderele si depozitele de date disponibile.

Figura 8.1-2. Incircarea unui set de date in perspectiva Turbo Prep (1)

‘!@ﬂ <new process> — RapidMiner Studio Educational 9.10.001 @ Mircea2017

File Edit Process View Conneclions Sefiings Extensions Help

B H - b - B Views Design Results Turbo Prep Auto Model Deployments
Turbo Prep
Load Data

Select a data setfrom one of your repositories below and press ‘Load Data' afterwards. You mightneed to import new data first. (3

IMPORT DATA CANCEL

Recent Data Sets

b W Training Resources (onnect=s
Customer Data » [] samples
Rapidminer_Repository/MSRU/Follow-along » & Community Samples (zonnectes,

b [77] Data Search Extension Samples
» Il DMSST (Loca))

» Il Local Repository (Local

» I Rapidminer_Repository (Locsl)
» B DBLegsey
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In cazul de fatd am ales un set de date (employee_attrition) din depozitul de
date aferent acestui manual. Dupa selectarea acestuia, comanda , Load Data”
devine activd, iar In dreapta apare o fereastra in care sunt prezentate cateva
informatii relativ la acest set de date (Figura 8.1-3). Informatiile sunt
urmatoarele: numele setului de date, numarul de cazuri, numarul de atribute,
numadrul de atribute speciale, descrierea variabilei label / target (nume, nivel
de madsurare, interval de variatie, valori lipsa), denumirea celorlalte variabile
speciale, respectiv a restului atributelor. Pentru a Incdrca setul de date ales,
apdsam butonul ,Load Data”.

Figura 8.1-3. Incdrcarea unui set de date in perspectiva Turbo Prep (2)

Select a data setfom one o you reposiories below and press 1Load Data' aenwards. You mightneedto importnew dla first. @
+ LOAD DATA IMPORT DATA CANCEL

» W Training Resources (connecies

» 7 samples
» & Community Samples (connectec
» 17 Data Search Extension Samples
~ I DS (Locst

» @ Connections

~ 5 pate

3 Bookt sk

H ascretize
& discretize cov 2
1 employee_atrtion =
3 employee._atrion sk 1
B employee_tumover
3 employee_tumo
B s_no_roles «
Hl job_role (=
3 job_rolexdsx 2

B tabor_negociations
3 labor_negociations csv(
2 aor_negodiations xisx

B 1sbor_negociations_short 12

Information

Name: employee_attrition
Number of rows: 1,470
Number of columns: 34
Number of specials: 2

Source: IDMSS1/Datelemployes_atiition

Label / Target
Name: Attiion
Type: binominal

Range: [No, Yes]
Hissing: 0

Other specials

1d

Attributes / Columns

Gender, Over1s, OverTime, Age, BusinessTravel, DailyRate
Department, DistanceFromHome, Education, EducationField

EmployesCount, EmployeeNumber,

HourlyRate,
JobLevel, JobRole, JobSatisfaciion, MaritalStatus,

MonthiyRate, N

» [ Procese PercentSalanHike, PerformanceRating,
, StandardHours, StockOptionLevel,
TotalWorkingYears, TrainingTimesLastYear,
» I Rapidminer_Repository (Loca) WorkLifeBalance, YearsAtCompany, VearsinCurrentRole
1 YearssinceLastPromotion, YearsWithCurriianager
» B 0B e

» B Local Repository rLoce

Dupad apasarea butonului ,Load Data”, setul de date este afisat, sunt oferite
cateva informatii despre acesta (locatie, numadr cazuri si atribute, ultima
modificare), devin active categoriile de optiuni disponibile pentru pregatirea
setului de date si o serie de alte optiuni (Model, Charts, Create Process,
History) (Figura 8.1-4). Pentru fiecare atribut este specificat numele, nivelul
de masurare (category / number), respectiv este afisat un mic grafic de tip
histogramad. Culorile care apar deasupra denumirii fiecdrui atribut indica
prezenta (rosu) sau absenta (verde) unor probleme relativ la calitatea datelor
aferente acelui atribut (gri reprezinta o situatie intermediara). Pentru fiecare

atribut pot s apard una mai multe culori, una pentru fiecare dintre cele cinci

tipuri de probleme.
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Figura 8.1-4. Afisarea unui set de date in perspectiva Turbo Prep

Turbo Prep
Data Sets employee_attrition
Add new dta cets on he et Detals for he celecec data a'e Showr below. You 2an chenge the data it the olowing aciors. ©
+ LoAD DATA X TRANSFORM  ,* CLEANSE [ GENERATE 3, PIVOT  « MERGE MODEL  CHARTS ~ CREATEPROCESS  HISTORY - .-

employee_attrition
IDUSS 1 Dasienpoyee_sirtor

Rows: 1470 Overtd v sTravel | DailyRate Edmmn EducationField |Empl
s 2 Cate Catgoy Catsgoy c 0 o

Lest Change:Nore: 1 Fornale 1 1 Callege L 1
2 tale Yes No No 4 Travel_Freque. 279 Reseach 8De.. 8 EelowColege  LfeSences 1 1
3 iale Yes Yes fes 3 Trael Ransy 1373 Resear &De.. 2 Cellege Other 1 4
4 Fernale Yes Yes No 3 Travel_Freque. 1392 Research &De. 3 Nester Lfesdences 1 g
5 iale Yes No No 7 Travel Rerely 531 Reseach8De. 2 EelovColege  Nedaa 1 7
ale Yes No o 2 Travel_Freque. 1905 Research &De.. 2 Cellege LfeSsiences 1 §
7 Fernale Yes Yes No 5 Travel Rerely 1324 Reseach&De. 3 Eacieio” Vedca 1 1

La trecerea cu cursorul peste numele unui atribut sunt afisate o serie de
informatii utile relativ la acesta: nivelul de masurare, diferite statistici (functie
de nivelul de masurare) si indicatorii de calitate (ID-ness, Stability, Valid)
(Figura 8.1-5).

Figura 8.1-5. Informatii relativ la atribute in perspectiva Turbo Prep

Type: Category

49 Using this data column may potentiaily lead to biased models or decisions. Please be careful and check i No
Most frequent: No (1233)
This column was flagged since its name contains a suspicious ferm. age Leastfrequent Yes (237)
a7 Do not rely on software alone fo defect and mitigate bias. Learn more at hiips/finfo rapidminer. com/bias. Yes
kx} Type: Number No 38%
Valid 15.99%
27 Average: 36.924 No
Minimum: 18
32 Maximum: 60 No [Info on Quality Measures

ID-ness: The number of difer

jervalues for this column divided by the numb

59 No nt non-missing value for this column ws.
bi 5 Valict The fraction ofvalues ofthis column which are not counted as missing, infnit, id, or s
n Valid: 91.77%
8 -
Info on Quality Measures
36

Daca dam click dreapta pe un atribut, ne sunt afisate o serie de comenzi,
grupate pe doud categorii: Transformations si Cleansing (Figura 8.1-6). La
optiunea ,,Show Details” apar o serie de informatii despre acel atribut:
indicatorii de calitate, informatii statistice (tabel de frecvente pentru
atributele categoriale, respectiv media, abaterea standard, valoarea minim4,

valoarea maximad) si distributia valorilor sub forma de histograma.
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I Column Details X
’ -
h Transformations Rename .
< > OverTime
1 & Cleansing }|  Change Type
Summary Top Values
2 Show Details.. Remove
‘ Category 1.000
a Sort View (Ascending) Copy —— -
Missing: 0.00%
a Sort View (Descending) Filter Infinite: 0.00% a0
ID-ness: 0.14%
Range Stability: 71.70% m
5y T e Valid: 28.16% o
Sample e e
i Male Yes Sort 2 Distinct Values:
7 Female Yes Replace Value Count Percentage
. No 1,054 71.70%
8 Male Yes Split
Yes 416 28.30%

8.2. Turbo Prep: Transformarea datelor (Transform)

Dacd selectam categoria de comenzi Transform, RapidMiner afiseaza in
stanga comenzile din acea categorie. Daca selectdm un atribut, vor fi active
doar comenzile care pot fi aplicate In cazul acelui atribut. De exemplu, in
Figura 8.2-1, in cazul atributului numeric Age comanda Split nu este activa
(aceasta comanda poate fi aplicata doar in cazul atributelor de tip categorial).

Figura 8.2-1. Turbo Prep: Transform

Turbo Prep Turbo Prep
Transform employee_attrition Transform employee_attrition
Select columins to transform (hold Shiftfor selecting a range of columns; Cil Select columns to transform (nold Shif for selecting a range of columns; Cir
1 column selected CANCEL 1 column selected CANCEL
CHANGE TYPE I CHANGE TYPE
1 Female Yes Yes Yes 4
Ghange to number v Ghange to category M ! Femae e e e “
2 nale Yes No No 49 2 wiale Yes No No r
Decimal character  APPLY
3 nale Yes Yes Yes a7 3 uiale Yes Yes Yes a7
Grouping character: , —_—
4 Female Yes Yes No 33 REMOVE 4 Female Yes Yes No 33
MG 5 nale Yes No No 27 5 wale Yes No No 2
{ COPY
REMOVE ° Tisle Yes No (% 2 6 Male Yes No No 32
7 Female Yes Yes No 59 7 Female Yes Yes No 50
COPY FILTER
8 Male Yes No No 30 8 Male Yes No No 30
FILTER 10 Wl Ye N N 3
ale es 0 3
T 0 uale Yes No No 3%
2 Female Yes Yes No 2 EORT
SAMPLE 2 Female Yes Yes No 2
3 Tiale Yes No R 3 13 Male Yes No No 3
SORT
" tiale Yes Yes =2 2 5 wiale Yes Yes Yes 28
REPLACE 5 Female Yes No No 2
[ﬁsﬂ” 7 nale Yes Yes No 32
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Pentru a ilustra pasii de aplicare a unei comenzi am selectat atributul Over18

(Figura 8.2-2). Acest atribut este constant (toti angajatii au cel putin 18 ani).
Deoarece atributul nu contine informatie utild pentru analiza dorim sa-1
elimindm din setul de date. Pentru aceasta, selectdim comanda Remove, apoi
aplicdm comanda selectatd cu Apply (observam cd atributul nu mai este
afisat), iar la final alegem , Commit Transformation” (sau Cancel dacd dorim
sd renuntam) pentru a elimina efectiv atributul. Desigur, putem alege oricate
comenzi, relativ la oricate atribute si doar apoi sa implementam efectiv toate
comenzile definite (,Commit Transformation”). Dupd fiecare comanda
Commit, informatiile relativ la setul de date sunt actualizate. De exemplu, in
acest caz, setul de date are mai putin cu o variabilg, iar la ultima transformare
e mentionat faptul ca am eliminat atributul Over18.

Figura 8.2-2. Turbo Prep: Transform (aplicarea unei comenzi)

Turbo Prep Turbo Prep
Transform Transform
Select columns to transform (hold Shift for selecting a range Select columns 1o transform (hold Shiftfor selecting a range
selected CANCEL
0 columns selected 2 COMMIT TRANSFORMATION CANCEL
CHANGE TYPE :Aﬂ:j:{'der
] : :
— Female Yes — e e——
REMOVE tegory tegory tegory
2 Male Yes 1 Female Yes
RARIELY 3 Male Yes 2 Male Mo
COPY 4 Female Yes 3 Male Yes

8.3. Turbo Prep: ,Curatarea” datelor (Cleanse)

Categoria Cleanse contine o serie de comenzi utile pentru ,curdtarea” setului
de date. ,Curdtarea” poate lua forme precum eliminarea unor atribute,
transformarea unor atribute si eliminarea cazurilor duplicate (Figura 8.3-1).
Concret, putem elimina atributele cu indicatori redusi ai calitdtii sau pe cele
care au corelatii mari, inlocui valorile lipsa, normaliza si discretiza atributele
numerice, recodifica un atribut cu multe categorii In mai multe atribute
binare, condensa informatia din mai multe atribute in mai putine (PCA),
elimina cazurile identice. Dupa aplicare unor comenzi e nevoie sa le si
implementam efectiv (butonul ,Commit Cleanse”).
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Figura 8.3-1. Turbo Prep: Cleanse

Turbo Prep Turbo Prep TR
Cleanse Cleanse Cleanse
Seloct a column fo cloan (rold Shitfor Selecta columnto cean (hold Shiffor selecting a range of
0 columns selected selected CAN| selected CANCEL
1d 1d
( REMOVE LoW QUALTY ) ( Remove Lowauatry | (IR REMOVE LOW QUALITY Category | Gategory 5
1 Female 1 Female  Yes  Yes 41
( REMOVE CORRELATED | ( REMOVE CORRELATED ) REMOVE CORRELATED
> ale 2 ale No o No 49
3 Hale 3 ale Yes  Yes ¥
. Female N Female  Yes | No 33
5 Hale NORMALIZATION 5 ale N N 27
s Wale s ale N N 32
DISCRETIZATION
7 Female 7 Fomals  Yes  No 50
DUMMY ENCODING 8 Male 8 Wale No No 30
: = S e L L
10 Hale 10 wate N N3
1 wale r
REMOVE DUPLICATES REMOVE DUPLICATES " Hale Mo M =

Pentru a elimina automat toate atributele care coreleazd puternic intre ele
folosim optiunea ,Remove Correlated” (Figura 8.3-2). Putem seta pragul
dorit al coeficientul de corelatie (valoarea e de tip absolut). Comanda
calculeaza coeficientul de corelatie pentru toate perechile de atribute. Daca
doua atribute au o corelatie mai mare decat pragul ales, unul dintre atribute
va fi eliminat (care dintre acestea depinde de marimea corelatiilor cu restul
atributelor).

Pentru a elimina automat toate atributele care nu indeplinesc anumite criterii
de calitate putem alege pragurile aferente acestor criterii folosind optiunea
,Remove Low Quality” (Figura 8.3-2). Criteriile posibile sunt:

- Max nominal ID-ness (%): elimina atributele nominale care arata
precum un atribut de tip Id, adicad au foarte multe categorii diferite de
raspuns; indicatorul de calitate se calculeaza prin impartirea numarului
de valori diferite la numarul de cazuri; sunt eliminate atributele care
depdsesc pragul ales;

- Max integer ID-ness (%): elimina atributele numerice care arata
precum un atribut de tip Id, adicd au foarte multe valori diferite de
raspuns; indicatorul de calitate se calculeaza prin impartirea numarului
de valori diferite la numarul de cazuri; sunt eliminate atributele care
depasesc pragul ales;

- Max stability (%): elimind atributele care au la o singurd categorie /
variantd de rdspuns o proportie a cazurilor mai mare decat pragul ales;

- Max missing (%): elimina atributele care au o pondere a valorilor lipsa

mai mare decat pragul ales;
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- Max nominal values: elimina atributele nominale care au un numar de

categorii mai mare decat pragul ales.

Figura 8.3-2. Turbo Prep: Cleanse — Remove Low Quality & Remove Correlated

REMOVE LOW QUALITY

Max nominal ID-ness (%): ?U: B

Max integer ID-ness (%) 99: :

WMax stability (%): 90: .

Max missing (%): 7 .
Max nominal values: | 50: i 0.9 x

v’ APPLY ' APPLY

RapidMiner oferd si posibilitatea , curatarii” automate a datelor. Comanda

,Auto Cleansing” permite realizarea acestei actiuni tinand sau nu cont si de
atributul label (column target) (Figura 8.3-3). Daca alegem sa definim un
atribut ca label (target), procesul de curdtare va lua in calcul suplimentar si
relatia dintre acest atribut si celelalte, deci va elimina atributele care nu sunt
utile pentru predictia atributului label. In cazul de fatd am indicat faptul c&
Attrition este atributul pe care dorim sa-1 prezicem (pasul , Define Target”).
La pasul urmadtor, ,Improve Quality”, RapidMiner inlocuieste automat
valorile lipsd, apoi identifica si elimind atributele prea putin utile pentru
predictia atributului Attrition. In cazul de fatd e vorba de atributele:

- Id: numarul de categorii este egal cu numarul de cazuri; atributul arata
ca un atribut de tip Id;

- EmployeeCount: este (aproape) constant;

- StandardHours: este (aproape) constant

In continuare (pasul ,Change Types”), putem schimba sau nu nivelul de
masurare al atributelor. Dacd alegem sa-l1 schimbam, avem doud optiuni:
toate atributele si fie numerice sau toate categoriale. In cazul de fatd am
pastrat nivelele de masurare originale. La pasul patru (Handle Numbers)
avem posibilitatea sa normalizam atributele numerice (Perform
Normalization) sau sad le reducem numadrul pdastrand informatia comuna
(Perform PCA). Pot fi alese ambele optiuni, una sau niciuna. In cazul de fata
am ales doar normalizarea (nu avem atribute care mdsoard acelasi concept).
La ultimul pas ne sunt reamintite comenzilor alese si avem posibilitatea de a
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le aplica (butonul ,Apply Auto Cleansing”). ,Curatarea” efectivd va fi

realizata doar dupd ce am apdsat butonul ,, Commit Cleanse”. Acum numarul
de atribute este 32 (inainte era 35), iar ultima modificare este ,Normalize”.

Figura 8.3-3. Turbo Prep: Cleanse — Auto Cleansing

1l Auto Cleansing b4

Define Target

RapidMiner can automatically perform commeon data cleansing techniques on your data to better prepare it for machine learning. In case you want to predict a column
later on, please select it below.

No target column, thanks!

Department

1 Female 141 Travel_Rarely 1102 Sales sl
2 Male Mo No 49 Travel_Freque 279 Research & De
3 Male Yes Yes a7 Travel_Rarely 1373 Research & De
4 Female Yes No 33 Travel_Freque. 1392 Research & De..
5 Male No No 27 Travel_Rarely 591 Research & De
B8 Male Mo No 32 Travel_Freque 1005 Research & De..
7 Female Yes Mo 59 Travel_Rarely 1324 Research & De
8 Male No Nao 30 Travel_Rarely 1358 Research & De..
9 Male Mo No 38 Travel_Freque 216 Research & De
W
< ] >
@ Aute Cleansing x

Define Target Improve Quality

Py

This table is just for your information. Rapidiiner will automatically remove the columns highlighted below since they have a very low quality for machine leaming. We
will also replace all missing values for the remaining columns,

1 Female Yes Travel_Rarely 1102 Sales
2 Male No No 49 Travel_Freque.. 279 Research & De...
3 Male Yes Yes 37 Travel_Rarely 1373 Research & De...
4 Female Yes Na 33 Travel_Freque 1392 Research & De
5 Male No No 27 Travel_Rarely 591 Research & De
B Male No No 32 Travel_Freque 1005 Research & De
T Female Yes No 59 Travel_Rarely 1324 Research & De...
8 Male No No 30 Travel_Rarely 1358 Research & De...
9 Male No No 38 Travel_Freque 216 Research & De
10 Male No No 36 Travel_Rarely 1299 Research & De
~
< ] >

C onon
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il Auto Cleansing

Define Target Improve Quality  Change Types

You might want to change all column types to numerical or categorical. Ifyou are not sure about this, just leave the columns as they are.

Desired column type: | Keep original -

S e
1 Information: With this selection the columns will not be changed. If you use RapidMiner's Auto Model for modeling, this is the best choice since Auto Model will )
) take care of all necessary type conversions.

{ BACK ) NEXT

i Auto Cleansing

x
Define Target Improve Quality Change Types  Handle Numbers
Finally, RapidMiner offers two choices to potentially improve the quality of numerical columns. Principal Component Analysis is a way to reduce the number of
columns by mapping the data points into 2 new space. Normalization is often useful to bring all columns to roughly the same scale. Again, if you are not sure about
this, just leave the settings as they are
Perform PCA
Perform nomaization’

B T T T T |
Information: Normalization is a common technique which ensures that all numeric columns of your data set are roughly one the same scale. Each column is 1
rescaled so that the average of the resulting column is 0 and the standard deviation for all columns becomes 1. By doing this, different scales won'timpact )
machine learning models which is in particular important for distance-based methods. However, the resulting models are somewhat harder to interpret since the )
scales have changes to something which does not occur in reality. If you use Auto Model, itis usually better to let Auto Model do the normalizations only when they

1 are necessary !
R R R R i |

Con
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8.4. Turbo Prep: Generarea unor atribute (Generate)

Categoria Generate include o serie de functii care pot fi folosite pentru a
genera noi atribute. In acest caz vom genera un nou atribut numit
SingleCompany. Atributul este calculat dupd formula ,YearsInCompany /
TotalWorkingYears * 1007, deci mdsoard ponderea anilor petrecuti de un
angajat in aceasta companie relativ la numarul total de ani de munca ai acelui
angajat. Pentru a calcula acest atribut ii scriem denumirea in cdsuta Name, in
casuta Formula trecem formula de calcul (numele atributelor poate fi preluat
din lista afisata in stanga), apoi apasam butonul ,, Commit Generate”. Inainte
de aimplementa efectiv generarea putem observa ce modificare va fi produsa
apasand butonul update (noua variabila va fi afisatd in tabel).

Figura 8.4-1. Turbo Prep: Generate

Turbo Prep.

Generate employee_attrition

You can type a formula or Upgate e o

& commir cenerate JESTT LT TR

i | Name: SingleCompany x Functions:

Logical

Comparison

TextInformation

Text Transformation

Formuta: ¢
: Mathematical Functions

(0

Statistical Functions

Trigonometric Functions

I )

Rounding Functions
‘Conversion Functions ®
Date Calculation ©
... |Gender OverTime Bitwise Operations ©
g0y Category
Yes

Female

SingleComp...
Number e o No “
constans:

Mai e v 7
e e e ¥ Basic Constants @

>

Female Yes No £
% TRUE
wale No No 27
% FALSE
wale No No 2

Female Yes No 50 # e

wale No No 0 # P

LT TPy —— # wene

8.5. Turbo Prep: Pivotarea unui tabel (Pivot)

Categoria Pivot e utila pentru a produce tabele cu diferite tipuri de date

agregate. De exemplu, in Figura 8.5-1 am ilustrat construirea unui tabel
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sintetic care prezinta mediile catorva atribute pentru fiecare dintre categoriile
atributului Attrition. Astfel, putem compara caracteristicile angajatilor care
parasesc compania versus cei care rdman. Datele prezentate arata ca, in
medie, angajatii care pleaca sunt mai tineri, locuiesc la o distantd mai mare
fata de locul de munca si au un venit mai mic. Pentru a realiza un astfel de
tabel am selectat atributul Attrition din lista de atribute si l-am tras in coloana
Group-By, apoi am procedat la fel cu celelalte atribute, pe rand, de aceasta

datd adaugandu-le la linia Aggregates.

Figura 8.5-1. Turbo Prep: Pivot
CLEAR TABLE  CANCEL

Group-By Column Grouping

Y, '. ............................................................................................................

' '
' '

' '

' '

H ) Yes 23508 10.633 4787.003 15.007 1945,
'

' i

' '

'

No 37561 2016 6832.740 15.231 2234
W1 Group-by Column I 5 Agaregates  2rows - 6 coluns (1 nomingl, & numerical)

. . re- --
" Aggregates Age W) E::{:Tceﬁomﬂ... ’ :ﬂf:glylncome... ’ ze"r::!nlSulury... ’ Z::r;SmceLns... A

Putem produce tabele cu si mai multe atribute, functie de tipul de statistici
dorit. Astfel, in Figura 8.5-2 am calculat salariul mediu pentru fiecare

combinatie a atributelor Department, Gender si Attrition.

Figura 8.5-2. Turbo Prep: Pivot (format tabelar)

Department [ Monthlylncome for Yes Monthlyincome for No '@J
onpe — |\

:r ----------- E Sales Female 5557 842 7328040 g
! | s use £155 105 7160980
E : Research § Development Male 4058100 6508 874
E 5 Research § Davelopmart Famase 2126m 008,167
1 5 Human Reseurcas ™ 980833 10514

: Human Resources Female 3170667 a761.143

W 2Group-by Coms B 1 Aggregate Bl Column Header: Atrion 6 rows - 4 columms (2 norinal, 2 numerical)

Monthiyincome... [N
Aggregates [l d | + !
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)

Aceleasi date pot fi ilustrate si grafic. Pentru aceasta trebuie doar sd alegem

in loc de formatul tabelar, formatul grafic. Acest lucru se face simplu,

selectand semnul grafic potrivit din partea dreapta sus.

Figura 8.5-3. Turbo Prep: Pivot (format grafic)

(EH 1.160.98

6,508.874
6,155.185

5,55T.842

4212.674
3,660.833

W Wiorthiyincome (average) for Aftrion = Yes I Monthiyincome (average) for Atirtion = No

8.6. Turbo Prep: Unirea a doua seturi de date (Merge)

Comanda Merge ne asista in procesul de unire a doud seturi de date. Pentru

a putea folosi aceasta comanda trebuie in prealabil sa incarcam in Turbo Prep

cel putin doua seturi de date. Putem executa toate comenzile descrise la

categoria Merge din fereastra Operators. De exemplu, pentru a pune

impreuna cazurile din doua seturi de date parcurgem urmatorii pasi (Figura

8.6-1):

- Incarcam seturile de date emp_attl si emp_att2 (Load Data);
- ne pozitionam pe primul set de date si alegem la ,Merge Wit

doilea set de date;
- alegem Append la ,Merge Type”;
- apasam butonul ,, Commit Merge”;

al

- dacd dorim, putem salva toate aceste comenzi sub forma unui proces

,,Create Process”.
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Figura 8.6-1. Turbo Prep: Merge - Append

Turbo Prep Turbo Prep Turbo Prep
Data Sets Merge empl_a Merge emp
Select a second data sette Select a second data setto mj
2= COMMIT MERGE
+ LOAD DATA Merge With Merge With
Selecta second data set.. 'I empl_att2 v
Id 1d
Category Category
npi_atis Merge Type ! Merge Type 1
IDMSS1/Datefempl_att2
L 2 Append R
Rows: 470 S 3 - 3
Columns: 4 L DA X T S
4
Last Change: None 4
) 5 5
Join Keys Join Keys
se Row ers as Keys 8 s& Row Numbers as Keys 6
empl_att1 ; B
NDMSS1/Date/empl_att1 s
8
Rows: 1,000 o . R
Columns: 4 - ) e o &
Last Change: None Select second key column 10 10

In cazul in care dorim sa unim mai multe variabile din doua seturi de date,

cazurile fiind aceleasi, folosim optiunea , Inner Join” (Figura 8.6-2). Pasii sunt

relativ similari:

- Incarcam seturile de date emp_att3 si emp_att4 (Load Data);

- ne pozitiondm pe primul set de date si alegem la ,Merge With” al
doilea set de date;

- alegem ,Inner Join” la ,Merge Type”;

- la ,Join Keys” indicam cele doua atribute de tip Id in functie de care

dorim sa facem unirea (nu e obligatoriu ca acestea sa aiba acelasi

nume);
- apasam butonul ,, Commit Merge”;

- dacd dorim, putem salva toate aceste comenzi sub forma unui proces

,,Create Process”.
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Figura 8.6-2. Turbo Prep: Merge - Inner Join

Turbo Prep Turbo Prep Turbo Prep
Data Sets Merge Merge
Selecta second data se Select a second data setto )
e COMMIT MERGE
-+ LOAD DATA Merge With Merge With
Selecta second data set v empl_aft4 v
Id Id
tegory Category.
Merge Type 1 Merge Type {
/IDMSS1/Date/empl_att4 2 ner Join . 2
Rows: 1,470 B 3
Columns: 6 < Remove Duplicate Columns Remove Duplicate Columns
Last Change: None * 4
5 . 5
Join Keys Join Keys ©
- 6 6
Use Row Numbers as Keys Use Row Numbers as Keys
empl_att3
= 7 7
1IDMSS1/Date/empl_att3 < ADD JOIN KEYS .
8
Rows: 1,470
Select first key column Id v 9
Columns: 3 9
Last Change: None . 10 1d v 10

8.7. Turbo Prep: Salvarea procesului si istoricul modificarilor

]

In acest moment setul de date este pregitit pentru analizi. Daci dorim,
putem salva toate comenzile implementate intr-un fisier de tip proces
folosind butonul , Create Process” (dreapta sus). Procesul rezultat contine toti
operatorii folositi. Fiecare operator are asociat un scurt text care indica clar
comanda efectuati si variabilele implicate. In cazul de fatd am salvat doar
comenzile din categoriile Transform, Cleanse si Generate (exemplele relativ
la categoriile Pivot si Merge au fost ilustrate separat, folosind setul original
de date).

Butonul History (dreapta sus) ne arata toate comenzile efectuate, in ordine si
ne oferd posibilitatea de a aduce setul de date la starea anterioara aplicdrii
unei comenzi, respectiv de a face o copie a setului de date asa cum ardta
acesta Inainte de rularea comenzii respective (Figura 8.7-1). Dacd apasam cele
trei puncte de langa butonul History, putem aplica diferite comenzi setului

de date incdrcat (export, redenumire, copiere, eliminare).
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Figura 8.7-1. Turbo Prep: butoanele History si ,,...”

‘@l History of 'employee_attrition’ x
HISTORY
History of 'employee_attrition’ EXPORT
RENAME

Remove
Remaove Over18 COPY
Remove Low Quality RLLVEVENEY  REMOVE
Remaove low quality columns |d, EmployeeCount, StandardHours fmEa

Replace Missing
Replace Missing Values

Generate SingleCompany = [YearsAtCompanyJ[TotalWorkingYears[*100

Replace Missing
Replace Missing Values

Normalization
Normalize (standardization) the columns SingleCompany, TotalWorkingYears, YearsAtCompany

I Generate

Roll back before this step Copy data before this step Close
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